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Geleitwort 
Im Innovationsmanagement wird bei der Neuproduktplanung üblicherweise der Fall be-

trachtet, dass ein neues Produktkonzept für eine Produktklasse mit einer geringen Anzahl von 
Wettbewerbsprodukten eingeführt wird. Es gibt jedoch viele Märkte, in denen die Sortimente 
unübersehbar groß sind. Dies ist z. B. der Fall bei Büchern, Musikstücken, Filmen, Hotelun-
terkünften und Pauschalreisen. Hier kommt es meist weniger auf die sorgfältige Planung des 
Neuproduktes an, dies unterliegt ohnehin einem künstlerischen Prozess, sondern auf die 
Durchsetzung dieser Produkte im Markt. Um sich in einem solchen Sortiment abheben zu 
können, braucht man Empfehlungssysteme. Diese hat es in der Vergangenheit durch Buchre-
zensionen, Musik- und Filmkritiken immer schon gegeben. Das größte Problem bestand darin, 
dass die Kritik den persönlichen Geschmack des Kritikers darstellte und sich weniger an dem 
Geschmack von Zielgruppen orientierte. Etwas objektivere Empfehlungen konnte man durch 
Hitlisten bekommen, die allerdings keine individuellen Geschmäcker berücksichtigen konn-
ten. Nach dem Aufkommen des Internet ist es nun möglich, auch individualisierte Empfeh-
lungen abgeben zu können. Eine Klasse dieser Verfahren stellt das Collaborative-Filtering 
dar, dessen Prognosekraft Runte in dieser Arbeit untersucht. Dabei greift er auf Daten zurück, 
die er im Rahmen eines unter www.linxx.de angebotenen Systems im World Wide Web er-
halten hat. 

Die Arbeit von Runte ist in sieben Abschnitte untergliedert. Nach einer Einführung in die 
Problematik des Collaborative-Filtering beschreibt er im zweiten Abschnitt Formen der Indi-
vidualisierung von Angeboten. Den Schwerpunkt seiner Ausführungen stellt dabei die Syste-
matisierung von Empfehlungssystemen dar, zu denen die Verfahren des Collaborative-
Filtering zählen.  

Der dritte Abschnitt ist methodischen Aspekten bei der Konstruktion von Automated Col-
laborative-Filtering-Verfahren gewidmet. Runte stellt dabei fest, dass Collaborative-Filtering 
methodisch den Fall eines Missing-Value-Problems darstellt, woraus er entsprechende Emp-
fehlungen zur Gestaltung von Collaborative-Filtering-Algorithmen ableitet. In diesem Ab-
schnitt befasst er sich auch mit geeigneten Proximitätsmaßen. Aus der Menge der möglichen 
Verfahren wählt Runte für seine empirische Untersuchung einen distanz- und einen korrelati-
onsbasierten Algorithmus aus, die er beide mit einer reinen Mittelwertbetrachtung vergleicht. 

In einem vierten Abschnitt beschreibt Runte das von ihm durchgeführte Feldexperiment. Es 
basiert auf dem Web-Angebot Linxx, bei dem ein interaktiver Webguide zur individuellen 
Empfehlung von interessanten Websites angeboten wird. Auf der Basis der eigenen Daten 
untersucht er im fünften Abschnitt die Prognosegüte im Zeitablauf nach Ratings, Objekten 
und Benutzern. Um ein umfassenderes Bild der Güte von Collaborative-Filtering zu erzielen, 
schließt Runte noch einen sechsten Abschnitt mit einer Simulationsstudie an, in der er den 
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eigenen Datensatz zusammen mit zwei weiteren von extern erhaltenen Datensätzen dahinge-
hend vergleicht, welche Prognosegüte man mit einer Vielzahl alternativer Verfahren erhält. 
Die Ergebnisse seiner Untersuchung fasst er im letzten Abschnitt zusammen und leitet daraus 
Implikationen für das Management ab. 

Runte kann mit seiner Untersuchung sehr interessante empirische Ergebnisse erzielen. Auf 
der Basis von etwa 40.000 Empfehlungen, zu denen etwa 12.000 Feedback-Werte vorliegen, 
an denen die Validität getestet werden konnte, zeigt Runte, dass die Prognosegüte der von 
ihm untersuchten Collaborative-Filtering-Verfahren mit 58 % besser lagen als eine einfache 
Mittelwertbetrachtung. Dabei schneiden die distanzbasierten Prognosen nach allen ausgewer-
teten Kriterien besser ab als die Prognosen auf der Basis von Korrelationen. Erfreulicherweise 
zeigte sich, dass die Prognosegüte bereits nach Vorliegen der Urteile von 200 registrierten 
Benutzern stabil war. Collaborative-Filtering-Verfahren erwiesen sich gegenüber dem naiven 
Mittelwertverfahren immer dann als besser, wenn der Benutzer keinen Mainstream-
Geschmack hatte. Diese Ergebnisse werden im wesentlichen durch die Simulationsstudie, die 
auch zwei weitere von extern erhaltene Datensätze einschließt, bestätigt. Hier war die Progno-
següte in 60 bis 63 % der Fälle besser. Außerdem kann er zeigen, dass die Prognosegüte mit 
der Anzahl der Mentoren, also der als ähnlich klassifizierten Personen, deutlich ansteigt. 

Insgesamt liegt eine Arbeit vor, in der in vorbildlicher Weise eine Vielzahl von Verfah-
rensvarianten des Collaborative-Filtering hinsichtlich ihrer Prognosegüte untersucht werden. 
Zur Verallgemeinerung seiner Ergebnisse hat Runte auch von anderen Wissenschaftlern erho-
bene Datensätze verwendet. Der Forscher erhält einen sehr guten Überblick über Missing-
Value-Probleme und die zu ihrer Behebung diskutierten Imputationsverfahren. Außerdem 
wird eine Vielzahl von Varianten diskutiert, die es potentiellen Anwendern von Collaborati-
ve-Filtering-Verfahren erlauben, eigene Systeme im Internet zu realisieren. Die Arbeit ist 
deshalb nicht nur für Forscher von hohem Interesse, sondern gibt dem Praktiker konkrete Ver-
fahrensempfehlungen. Insofern ist die Arbeit für Wissenschaftler und Praktiker gleicherma-
ßen von Interesse. Ich würde mich deshalb sehr freuen, wenn diese Arbeit eine weite Verbrei-
tung finden würde. 

 
 

Prof. Dr. Sönke Albers  
 



 

Vorwort 
Die sprunghafte Verbreitung des Internet hat in den letzten Jahren für den Anbruch eines 

neuen Zeitalters gesorgt. Es ist die Zeit der Gründer, die gegen etablierte Konzerne antreten. 
In einem von starkem Wettbewerb geprägten Markt hat derjenige die besten Chancen, der 
Kundenbedürfnisse besser erfüllen kann als der Konkurrent. Schlagwörter wie �One-to-One-
Marketing� oder �Mass Customization� sind in aller Munde. Die nächsten Jahre werden 
durch einen noch stärker werdenden Trend zur Personalisierung von Angeboten und Inhalten 
geprägt sein. Methodisches Know-How in diesem sehr jungen Bereich hat sich jedoch in den 
meisten Unternehmen zum gegenwärtigen Zeitpunkt noch nicht etablieren können. 

In dieser Arbeit soll ein methodischer Beitrag zu Personalisierungs-Verfahren geliefert wer-
den. Bei der untersuchten Methode handelt es sich um �Collaborative Filtering�. Beim 
Collaborative Filtering werden Benutzer auf Ähnlichkeiten in ihren Benutzerprofilen unter-
sucht. Auf Basis dieser Ähnlichkeiten lassen sich bestimmte Prognosen erstellen, die zur In-
dividualisierung von Inhalten und Angeboten eingesetzt werden können. 

Die Aufzeichnung einer breiten Masse empirischer Daten für die in der vorliegenden Arbeit 
durchgeführte Feldstudie war nur durch die Unterstützung des Projektes durch die fluxx.com 
AG aus Kiel möglich. Diese fügte über einen Zeitraum von über einem Jahr Hinweise auf das 
Linxx-System in ihr regelmäßiges Email-Rundschreiben ein und plazierte einen auf das 
Linxx-System zeigenden Hyperlink auf ihrer Jaxx-Website. Auch wegen der guten Zusam-
menarbeit in einer Reihe weiterer Projekte mit fluxx.com geht mein besonderer Dank an 
Mathias Dahms, Rainer Jacken, Christoph Tonn und Uwe Wanger. 

Die Arbeit selbst ist im Rahmen des Graduiertenkollegs �Betriebswirtschaftslehre für 
Technologie und Innovation� an der Christian-Albrechts-Universität zu Kiel entstanden. Sie 
wurde durch ein Stipendium der Deutschen Forschungsgemeinschaft (DFG) gefördert, für das 
ich mich an dieser Stelle herzlich bedanke. 

Besonders verbunden bin ich meinem akademischen Lehrer Prof. Dr. Sönke Albers. Er hat 
in vielen Gesprächen und mit unzähligen konstruktiven Kommentaren zum Gelingen dieser 
Arbeit beigetragen. Mein Dank gilt in diesem Zusammenhang auch Prof. Dr. Klaus Brock-
hoff, Prof. Dr. Andreas Drexl, Prof. Dr. Gerd Hansen, Prof. Dr. Dr. h. c. Jürgen Hauschildt 
und Prof. Dr. Rolf A. E. Müller. Die problemlose und ständige Kommunikation zwischen 
Professoren und Graduierten hat einen spürbar positiven Einfluß auf diese Arbeit gehabt. 

Besonders zu Dank verpflichtet bin ich meinen Kollegen vom Lehrstuhl für Innovation, 
Neue Medien und Marketing. Von Anfang an fand ich hier Unterstützung in allen wissen-
schaftlichen und privaten Belangen. Mein Projektpartner Claudius Paul, mit dem ich im Rah-
men des Projektes �Individual-Marketing� das Linxx-System in wesentlichen Teilen gemein-
sam konzeptioniert habe, danke ich für eine fruchtbare Zusammenarbeit. Dr. Michel Clement 
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verdanke ich eine Reihe von gemeinsamen Publikationen zum Thema Software-Agenten. 
Stellvertretend für alle anderen nenne ich zudem Dr. Ulrike Bähr-Seppelfricke, Ingo Garc-
zorz, Prof. Dr. Karen Gedenk, Christoph Ipsen, Nicolai Johannsen, Prof. Dr. Manfred Krafft, 
Dr. Jens Langholz, Dr. Thorsten Litfin und Prof. Dr. Bernd Skiera. Sie und viele andere haben 
meine Zeit in Kiel bereichert. 

Mein Dank gebührt auch Steve Glassman von DEC Systems Research Center und Prof. 
Ken Goldberg von der University of Berkeley für Bereitstellung von Datensätzen für die Si-
mulationsrechnungen. 

Die Anfertigung einer Dissertation ist ein Prozeß, der durch einige Höhen und Tiefen geht. 
Dem steten Rückhalt durch meine Eltern und durch meine Freundin Merja ist es zu verdan-
ken, daß gelegentliche Tiefen schnell überwunden werden konnten und so die Höhen während 
meiner Arbeit am Graduiertenkolleg klar überwiegen konnten. Ihnen ist diese Arbeit gewid-
met. 

Und natürlich meinem Bruder Andreas, der mich mit Kommentaren wie �aber letztlich 
wollt Ihr ja doch nur etwas verkaufen� immer wieder entblößte. 

Letztlich hat er nicht unrecht. 
 
 

Matthias Runte 
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1 Zur Problematik des Collaborative Filtering 

1.1 Problemstellung 

Ohne Kenntnis der Präferenzen von Nachfragern ist die Planung von Neuprodukten und In-
novationen nicht denkbar. Dabei geht man in der Regel von der Grundannahme aus, daß ein 
Käufer dasjenige Produkt erwirbt, für das er die im Kaufzeitpunkt höchste Präferenz empfin-
det (Brockhoff 1993, S. 31). Unter dieser Prämisse ist der Ermittlung und Analyse der Präfe-
renzen von Nachfragern eine hohe Bedeutung innerhalb des Innovationsmanagements 
beizumessen, da sich direkte Auswirkungen auf Umsatz und Gewinn ergeben. 

Im anbrechenden Informationszeitalter ergeben sich neue Möglichkeiten zur Erhebung und 
Verwertung von Kundenpräferenzen. Interaktive Medien haben gegenüber den traditionellen 
Massenkommunikationsmitteln den entscheidenden Vorteil, daß die Informationsübermitt-
lung beidseitig stattfinden kann (Hoffman/Novak/Chatterjee 1995). Der Benutzer kann aktiv 
Einfluß auf die vom Medium übermittelten Informationen nehmen. Dabei macht es prinzipiell 
keinen Unterschied, ob es sich um Text, Bild, Ton oder Videos handelt. Besonders interessant 
erscheint in diesem Zusammenhang die Verknüpfung der Präferenzforschung mit der gleich-
zeitigen Abgabe individueller Empfehlungen. 

Hieraus ergeben sich zwei Folgerungen. Zum einen lassen sich Benutzerprofile, in denen 
sich Kundendaten und Präferenzen dauerhaft speichern lassen, zu äußerst geringen Kosten 
über Interaktive Medien erheben. Zum anderen lassen sich diese Benutzerprofile innerhalb 
bestimmter rechtlicher Rahmenbedingungen verwenden, um jedem Benutzer individuell pas-
sende Angebote zu unterbreiten (Fink 1999). Die Marketing-Instrumente können individuell 
auf jeden einzelnen Kunden ausgerichtet werden (Albers 1999). 

Es ergeben sich neue Möglichkeiten und Herausforderungen für das Innovationsmanage-
ment. Die Vielzahl neuer Produkte und Dienstleistungen, die über das Internet angeboten und 
verkauft werden, wächst ständig. Während der Handel in der �physischen Welt� eine Vor-
auswahl von Neuprodukten durch die Führung von Sortimenten oder durch persönliche Bera-
tung vornimmt, steht dem Nachfrager im Internet eine ungleich höhere Anzahl von in Frage 
kommenden Angeboten zur Verfügung (Albers/Peters 1997). Auf Basis dieser neuen Mög-
lichkeiten könnte nun der Eindruck entstehen, daß dem Nachfrager mit Hilfe des Internet au-
tomatisch alle Möglichkeiten offen stünden, sich effektiv, effizient und jederzeit über alle in 
Frage kommenden Produkte zu informieren, für die er sich interessiert. Die Realität sieht je-
doch anders aus. Der Nachfrager sieht sich einer unüberschaubaren Fülle von Angeboten und 
Inhalten gegenüber. Die effiziente Vermittlung von Anbietern und Nachfragern innovativer 
Produkte bleibt aus (Clement/Runte 1999b). 
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Daher besteht eine wesentliche Aufgabe bei der marktlichen Durchsetzung von Innovatio-
nen darin, Methoden zu entwickeln, mit denen der Nachfrager zielgerichtet zu genau den Pro-
dukten geführt werden kann, an denen er tatsächlich Interesse hat und die er möglicherweise 
kauft. Wie auch in der physischen Welt liegt ein wesentlicher Schlüssel zum Erfolg in der 
optimalen Befriedigung der Bedürfnisse der Kunden. In den Interaktiven Medien liegt die 
Konkurrenz buchstäblich nur einen �Mausklick� entfernt. Schafft ein Anbieter es nicht, den 
Kunden mit Angeboten zu versorgen, an denen er tatsächlich Interesse hat, so wird der Nach-
frager binnen kurzem zu einem anderem Anbieter wechseln. Benötigt werden daher rechner-
gestützte Systeme, mit denen man erstens individuelle Präferenzen erheben und zweitens den 
Nutzern gemäß ihren Präferenzen �passende� Produkte empfehlen kann. 

1.2 Beitrag der Arbeit 

Die in dieser Arbeit untersuchte Verfahrensklasse nennt sich �Collaborative Filtering�. Das 
typische Problem eines Filterverfahrens ist die Auswahl einer Teilmenge geeigneter Objekte 
aus einer Gesamtmenge von Objekten. Bezogen auf die Einführung von Neuprodukten im 
Rahmen des Innovationsmanagements stellt sich also die Frage, welche Angebote man einem 
individuellen Benutzer präsentiert, um damit bestimmte Ziele zu erreichen. Diese Ziele kön-
nen unterschiedlicher Natur sein. Zum einen läßt sich beispielsweise eine möglichst genaue 
Prognose der Präferenz des Benutzers für die empfehlbaren Angebote fordern, so daß die An-
gebote mit der höchsten Präferenz ausgewählt werden können. 

Die Prognose der Präferenz für bestimmte Objekte oder anderer Daten eines Benutzers wird 
beim Collaborative Filtering über die Ähnlichkeit des Benutzer zu anderen Benutzern durch-
geführt. Zunächst werden seine �nächsten Nachbarn�, auch als �Mentoren� bezeichnet, ermit-
telt. Im Anschluß werden die über die Mentoren bekannten Daten zur Prognose der unbekann-
ten Daten im Profil des Benutzers herangezogen. Man erhält auf diese Weise eine individuelle 
Prognose der Präferenz, welche auf den Daten �ähnlicher� Benutzer mit ähnlichen Präferen-
zen beruht. 

Alternativ lassen sich auch direkt betriebswirtschaftliche Ziele wie z. B. die Maximierung 
der Kaufwahrscheinlichkeit oder des Deckungsbeitrages festlegen. Der Unterschied der Ziel-
setzungen liegt im Anwendungsbereich des Verfahrens. Während die Präferenzprognose in 
der Regel in Empfehlungssystemen verwendet wird, deren Aufgabe in der Abgabe individuel-
ler Empfehlungen besteht, wird die Maximierung von Kaufwahrscheinlichkeit und De-
ckungsbeitrag in der Regel bei der Individualisierung von Inhalten, Angeboten und Werbung 
in Online-Medien vorgenommen. 

Die heutige Form des Collaborative Filtering ist Mitte der Neunziger Jahre an einigen Uni-
versitäten in den USA entwickelt worden. Unternehmen wie NetPerceptions, die Collaborati-
ve-Filtering-Software einschließlich Beratungsdienstleistungen verkaufen, sind mittlerweile 
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börsennotiert. Um so erstaunlicher ist es, daß die betriebswirtschaftliche Forschung diese Ver-
fahrensklasse bislang nur spärlich behandelt hat. Die verfügbare Literatur stammt zum weit 
überwiegenden Teil aus der Informatik. Empirische Ergebnisse der Leistungsfähigkeit des 
Verfahrens existieren lediglich zu einzelnen, speziellen Datensätzen und sind wegen der Viel-
zahl der verwendeten Gütemaße nur eingeschränkt untereinander vergleichbar. 

Forschungsbedarf bezüglich Collaborative Filtering besteht in mehreren Bereichen. Zum 
einen ist das Verfahren in keiner dem Autor bekannten Quelle in den Kontext der sogenann-
ten Missing-Value-Analyse gestellt worden. Die Missing-Value-Analyse beschäftigt sich mit 
der Prognose fehlender Werte in unvollständigen Daten. Wie im weiteren Verlauf der vorlie-
genden Arbeit dargestellt wird, liegt genau dieses Problem beim Collaborative Filtering vor. 
Zum zweiten existieren Defizite bei der empirischen Auswertung der Leistungsfähigkeit von 
Collaborative-Filtering-Verfahren. Drittens sind die Auswirkungen algorithmischer Modifika-
tionen von Collaborative-Filtering-Verfahren bislang ebenfalls nur ansatzweise untersucht 
worden. 

Diese Arbeit verfolgt deshalb drei Zielsetzungen: 
Ziel 1: Die Einordnung des Collaborative-Filtering-Verfahrens in den Kontext der 

Missing-Value-Analyse. 
Beim Collaborative Filtering handelt es sich um ein vergleichsweise neues Verfahren, wel-

ches bislang kaum Eingang in das Innovationsmanagement oder die Betriebswirtschaftslehre 
gefunden hat. Daher ist zunächst eine Einordnung des Verfahrens notwendig. 

Es wird aufgezeigt, daß sich Collaborative-Filtering-Verfahren als Missing-Value-
Verfahren auffassen lassen. Dies dient neben methodischen Erkenntnissen der Einordnung 
des Collaborative Filtering in die Verfahren der Missing-Value-Analyse. Diese Verfahren 
beschäftigen sich u. a. mit Daten, deren fehlende Ausprägungen durch Prognosewerte zu er-
setzen sind. Ein solches Problem liegt beim Collaborative Filtering vor. 
Ziel 2: Die empirische Untersuchung der Leistungsfähigkeit des Collaborative-

Filtering-Verfahrens. 
Um Empfehlungen für den Einsatz von Collaborative Filtering geben zu können, muß die 

Leistungsfähigkeit von Collaborative Filtering untersucht werden. Die Untersuchung soll un-
ter realistischen Bedingungen in einem typischen Anwendungskontext des Verfahrens vorge-
nommen werden. 

In dieser Arbeit wird eine empirische Untersuchung im Rahmen eines Feldexperiments 
durchgeführt. Dazu wurde ein eigenes System entwickelt, welches Website-Empfehlungen 
über Collaborative-Filtering-Algorithmen generiert und über das Internet einer breiten Basis 
von Benutzern zugänglich macht. 
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Ziel 3: Die Ableitung und Untersuchung von Varianten des Verfahrens. 
Collaborative-Filtering-Algorithmen lassen sich auf viele unterschiedliche Arten modifizie-

ren. Die Auswirkungen auf die Leistungsfähigkeit der Algorithmen sind weitgehend uner-
forscht. Als drittes Ziel dieser Arbeit wird daher die Ableitung und Untersuchung von metho-
dischen Varianten des Verfahrens verfolgt. 

Zunächst werden in dieser Arbeit zwei Basis-Algorithmen eingeführt, welche in dem 
durchgeführten Feld-Experiment eingesetzt wurden. Anschließend wird eine Reihe von Modi-
fikationen dieser Basis-Algorithmen entwickelt und auf ihre Leistungsfähigkeit hin unter-
sucht. Dies geschieht anhand von Simulationsrechnungen mit drei unterschiedlichen Daten-
sätzen. 

Damit versucht diese Arbeit, einen technologischen Fortschritt im Sinne der Wissenschafts-
theorie zu erzielen (Chmielewicz 1994). Das verfolgte Ziel ist es, Methoden zur Individuali-
sierung von Angeboten zu entwickeln und zu untersuchen. Das untersuchte Mittel wird reprä-
sentiert durch die Klasse der Collaborative-Filtering-Verfahren. Die technologischen Aussa-
gen beziehen sich zum einen auf die Ableitung und Definition der Mittel, zum anderen auf die 
Überprüfung der Zweckmäßigkeit dieser Mittel. 

1.3 Aufbau der Arbeit 

Die Arbeit ist wie folgt aufgebaut. Zunächst folgen in Abschnitt 2 einige einführende Ab-
schnitte über das Kommunikationsmodell der Interaktiven Medien und grundlegende Indivi-
dualisierungsverfahren. Dabei werden unterschiedliche Ausprägungen des Collaborative Fil-
tering herausgearbeitet, so wie sie in der Literatur aufgeführt sind. 

In Abschnitt 3 wird zunächst diskutiert, warum sich Collaborative Filtering als ein Missing-
Value-Problem auffassen läßt und welche Missing-Value-Techniken sich speziell im Rahmen 
des Collaborative Filtering einsetzen lassen. Anschließend werden Proximitätsmaße behan-
delt, die sich für das Collaborative Filtering eignen. Danach werden die typischen Elemente 
von Collaborative-Filtering-Algorithmen vorgestellt und zwei sogenannte Basis-Algorithmen 
definiert. Der Abschnitt schließt mit der Diskussion unterschiedlicher Gütemaße zur Messung 
der Leistungsfähigkeit von Collaborative-Filtering-Verfahren. 

Die Basis-Algorithmen werden in Abschnitt 4 verwendet, um die im Feld-Experiment ab-
gegebenen Empfehlungen zu generieren. Neben der Beschreibung und Durchführung des Ex-
periments erfolgt hier auch die Auswertung der Reliabilität der Benutzereingaben. 

Die empirischen Ergebnisse werden detailliert in Abschnitt 5 dargestellt. In Abschnitt 6 er-
folgt dann die Durchführung der Simulationsrechnungen und die Analyse der Ergebnisse. 

Die Arbeit schließt mit einer Zusammenfassung der Ergebnisse und Management-
Implikationen für die Praxis. 



 

2 Individualisierung von Angeboten in Interaktiven Medien 

2.1 Neue Realisationsformen des Marketingskonzeptes 

Der Wandel vom Hersteller- zum Käufermarkt ist wesentlich von der Unternehmensphilo-
sophie des Marketingkonzeptes geprägt. Das Marketingkonzept besagt, daß der Schlüssel zur 
Erreichung unternehmerischer Ziele darin liegt, die Bedürfnisse und Wünsche des Zielmark-
tes zu ermitteln und diese dann wirksamer und wirtschaftlicher zufriedenzustellen als die 
Wettbewerber (Kotler/Bliemel 1999, S. 25). 

Die Möglichkeiten zur Realisierung des Marketingskonzeptes haben sich im nahenden In-
formationszeitalter drastisch verändert. Markant für diese Entwicklung ist die sprunghafte 
Verbreitung sogenannter �Interaktiver Medien�, wie beispielsweise dem World-Wide-Web 
oder Online-Diensten. Interaktive Medien stehen den traditionellen Medien wie TV, Radio 
und Printmedien gegenüber. 

Das Internet hat im Alltag vieler Menschen längst seinen Platz gefunden. Die tägliche 
Kommunikation per Email hat bei vielen Menschen bereits eine ähnliche Selbstverständlich-
keit erlangt wie die Benutzung des Telefons. Das World-Wide-Web ist zum Massenmedium 
geworden. Der Umsatz mit über das Internet verkauften Waren und Dienstleistungen hat in 
den vergangenen Jahren stark zugenommen und wächst weiter (Ammann 1997; 
Clement/Peters/Preiß 1999). Heute schon wird Musik in CD-Qualität über das Internet in rein 
digitaler Form distribuiert. In wenigen Jahren wird auch das Fernsehen interaktiv sein und 
damit direkt auf Benutzerwünsche reagieren können (Clement 2000). Neben den in der physi-
schen Welt vorherrschenden räumlichen Restriktionen fallen auch zeitliche Restriktionen, 
welche beim traditionellen Handel u. a. durch die Festlegung von Ladenöffnungszeiten ent-
stehen, weg. Der Nachfrager kann prinzipiell von jedem internetfähigen Computer rund um 
die Uhr Angebote auswerten und Transaktionen tätigen. 

In Interaktiven Medien wird es möglich, eine sehr hohe Anzahl von Kunden in einen rech-
nergestützten, individualisierten Dialog einzubinden. Mit Hilfe dieser Kommunikationsform 
lassen sich zu marginalen Betriebskosten Benutzerprofile offenlegen. Darauf aufbauend kön-
nen speziell auf den Kunden zugeschnittene Angebote �online� unterbreitet werden. Man 
spricht in diesem Zusammenhang von einer �Segment-of-one-Politik� oder von �Mass 
Customization� (Fink 1999). Das Verständnis für die individuellen Bedürfnisse des Kunden 
wächst. Angebote können wirksamer und effizienter unterbreitet werden. 

Betrachten wir zunächst die Unterschiede zwischen traditionellen Massenmedien und 
Interaktiven Medien. 
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2.2 Kommunikationsmodell der Interaktiven Medien 

Die verfolgte Kommunikationsstrategie in den traditionellen Massenmedien wie TV, Radio 
und Printmedien basiert auf einer einseitig ausgerichteten �One-to-Many-Kommunikation�. 
Abb. 1 illustriert die Verbreitung eines Inhalts (Content) durch das Unternehmen (F) über ein 
Medium zum Konsumenten (C). Möchte beispielsweise ein Automobil-Unternehmen für ein 
Kraftfahrzeug werben, so schaltet es Werbespots im Fernsehen und Radio und führt eine be-
gleitende Kampagne über die Printmedien durch. Die Botschaft gelangt an alle über das Me-
dium erreichten Konsumenten, und zwar unabhängig davon, ob das beworbene Produkt prin-
zipiell für einen Kauf in Frage kommt. Es ergeben sich hohe Streuverluste. 

 

Abb. 1: One-to-Many-Kommunikation1 

Die Leistungsfähigkeit Interaktiver Medien geht weit über die Möglichkeiten der One-to-
Many-Kommunikation hinaus. Mit Hilfe der Interaktiven Medien läßt sich ein rückgekoppel-
ter, geschlossener Kommunikationskreislauf aufbauen, wobei sowohl die Gruppe der Sender 
als auch der Empfänger aus einer theoretisch unbeschränkten Anzahl von Kommunikations-
teilnehmern bestehen kann ("Many-to-Many"). Die Kommunikation läuft dabei nicht nach 
dem traditionellen Sender-Empfänger-Prinzip ab, sondern vielmehr werden zuerst Inhalte von 
Teilnehmern in das Medium eingebracht, welche später von anderen Teilnehmern abgerufen 
werden können (vgl. Abb. 2). 

                                                 
1 Hoffman/Novak/Chatterjee 1995 
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Abb. 2: Many-to-Many-Kommunikation2 

Mit Hilfe der Interaktivität des Mediums ist es erstmals möglich, die Menge der Kunden 
und potentiellen Kunden mit dem Unternehmen in einen asynchronen Dialog einzubinden, da 
der Informationsfluß in Interaktiven Medien beidseitig stattfinden kann. Weiterhin ist die 
Kommunikation nicht nur zwischen den Online-Anbietern und Kunden, sondern auch zwi-
schen den Kunden untereinander möglich. Die Kommunikation wird dabei wesentlich durch 
die asynchrone Kommunikationsfähigkeit des Mediums vereinfacht, so daß die Teilnehmer 
nicht gleichzeitig kommunizieren müssen. Die Benutzung des Mediums ist also �rund um die 
Uhr� möglich. Ladenöffnungszeiten gibt es in Interaktiven Medien nicht. 

Während in den letzten Jahren vorwiegend nur eine beschränkte Nutzung insbesondere des 
Internet im Sinne reiner Firmen- und Produktpräsentationen stattfand (Hoffman/Novak 1996), 
nutzen mittlerweile immer mehr kommerzielle Anbieter von Gütern und Dienstleistungen die 
neuen Möglichkeiten der Interaktiven Medien (Albers/Peters 1999). 

Entsprechende Technik vorausgesetzt, können die Transaktionen jedes Online-Teilnehmers 
aufgezeichnet und zum Nutzen des Anbieters und Kunden weiterverwendet werden. Anhand 
des Benutzer- und Transaktionsprofils lassen sich Rückschlüsse auf die Interessen und Präfe-
renzen der Teilnehmer ziehen. Dadurch wird es möglich, Informationen und Angebote gezielt 
auf den einzelnen Kunden auszurichten (Strauß/Schoder 1999). 

                                                 
2 Hoffman/Novak/Chatterjee 1995 
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2.3 Individualisierung von Angeboten 

Einer der weitreichendsten und folgenschwersten Unterschiede der Interaktiven Medien 
gegenüber klassischen Massenmedien ist die Möglichkeit einer massenhaften Individualisie-
rung der Marketing-Instrumente durch den Anbieter, welche auch als Personalisierung be-
zeichnet wird. 

Betrachten wir hierzu einige Beispiele. Das Unternehmen BOL (www.bol.de) betreibt ei-
nen Buchladen im Internet. Während der Interaktion mit dem System zeichnet das System 
laufend Daten über den Benutzer auf. Das System registriert beispielsweise anhand von ein-
gegebenen Suchbegriffen, für welche Art von Büchern sich der Kunde interessiert. Auf Basis 
dieser Daten werden individuell Werbung und Buchangebote eingeblendet. Hat der Kunde 
z. B. bereits ein Buch von Ken Follett gekauft, wird bei seinem nächsten Besuch automatisch 
das neueste Werk dieses Autors eingeblendet. BOL versucht mit dieser Strategie, Streuverlus-
te bei der Werbung zu minimieren und den Umsatz pro Kunde zu maximieren. 

Bei MyDisc (www.mydisc.de) können Kunden nicht nur CDs kaufen, sondern sich eigene 
CDs selbst zusammenstellen. Der Kunde wählt aus einer sehr hohen Anzahl von Musiktiteln 
diejenigen aus, die er auf seine CD gebrannt haben möchte. Nach Auftragserteilung wird die 
individuell konfigurierte CD automatisch für den Kunden hergestellt und verschickt. In die-
sem Falle wird also nicht primär die Interaktion mit dem Kunden individualisiert, sondern das 
Produkt selbst. 

Acumins (www.acumins.com) stellt für ihre Kunden Vitamintabletten mit individueller Mi-
schung von Substanzen her. Der Kunde wird zunächst nach einer Reihe von Verhaltenseigen-
schaften und gesundheitlichen Aspekten gefragt. Anschließend werden ihm seine persönli-
chen Vitamintabletten zusammengestellt, die er nachfolgend direkt bestellen kann. 

Der Dienstleister PersonaLogic (www.personalogic.com) betreibt einen Software-Agenten, 
welcher das individuell passende Produkt aus einer großen Anzahl auf dem Markt verfügba-
ren Produkte auswählt (Clement/Runte 1999a). Interessiert sich der Nachfrager beispielsweise 
für Autos, durchläuft er einen Frage- und Antwortprozeß mit dem PersonaLogic-System. Er 
wird zunächst aufgefordert, einige Basis-Anforderungen an das Kraftfahrzeug zu stellen. In 
diesem Schritt kann z. B. gewählt werden, ob Interesse an einem Cabrio oder einem Gelän-
dewagen besteht. Diese Basis-Anforderungen werden als �Hard Constraints� bezeichnet. An-
schließend wird der Kunde gebeten, Bedeutungsgewichte für bestimmte Produkteigenschaften 
einzugeben, welche als �Soft Constraints� bezeichnet werden. Abschließend werden die Hard 
und Soft Constraints in einem Präferenzmodell zusammengefaßt. Das System generiert eine 
Produkt-Empfehlung, in der alle Hard Constraints und je nach Präferenzen möglichst viele 
Soft Constraints enthalten sind bzw. diesen am nächsten kommen. 
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2.4 Empfehlungs-Systeme 

Bei PersonaLogic handelt es sich um ein Empfehlungs-System, also ein Computersystem, 
dessen hauptsächliche Aufgabe in der Abgabe von Empfehlungen besteht. Empfehlungs-
Systeme lassen sich nach ihrer Funktionsweise in nicht-individualisierte und individualisierte 
Systeme einteilen (Abb. 3). 

Unter Empfehlungs-Systemen werden in der Literatur Systeme verstanden, deren haupt-
sächliche Aufgabe die Abgabe von Empfehlungen für den Benutzer ist. Der Benutzer inter-
agiert also wissentlich mit dem System in der Motivation, eine Empfehlung für Objekte aus 
einer bestimmten Klasse von Objekten zu erhalten. 

Bei den nicht-individualisierten Empfehlungs-Systemen kommen vergleichsweise einfache 
Methoden der Empfehlungs-Generierung zum Einsatz. Man stelle sich beispielhaft ein Sys-
tem vor, welches die Kinofilm-Präferenzen einer breiten Masse von Benutzern speichert und 
Präferenz-Mittelwerte für jeden Kinofilm berechnet. Die Kinofilme werden nach Ihrer Präfe-
renz absteigend geordnet und die 100 Filme mit der höchsten mittleren Präferenz ausgegeben. 
Die über solche Systeme abgegebenen Empfehlungen sind für jeden Benutzer identisch. 
Nicht-individualisierte Systeme nutzen die Möglichkeiten der Interaktiven Medien damit nur 
beschränkt. Nicht-individualisierte Systeme sind in dieser Arbeit von untergeordneter Rele-
vanz. 

Interessanter sind die individualisierten Empfehlungs-Systeme. Diese lassen sich einteilen 
in eigenschaftsbasierende Systeme und Empfehler-Systeme, welche meist als Recommender-
Systeme bezeichnet werden (Abb. 3). Die wesentliche Leistung dieser Systeme ist es, indivi-
duell passende Angebote generieren zu können. Diese Empfehlungen berücksichtigen also bei 
den abgegebenen Empfehlungen die persönlichen Präferenzen des einzelnen Benutzers. 

Der Unterschied zwischen eigenschaftsbasierenden Systemen und Recommender-Systemen 
liegt in dem Mechanismus, der zur Individualisierung der Empfehlung verwendet wird. Wäh-
rend in eigenschaftsbasierenden Systemen die Eigenschaften der prinzipiell empfehlbaren 
Objekte untersucht werden, basiert die Empfehlung in Recommender-Systemen auf einer 
Mehrzahl anderer Benutzer, welche als �Empfehler� (Recommender) tätig werden. Die ent-
sprechenden Verfahren werden in den folgenden Abschnitten noch detailliert dargestellt. 
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Empfehlungs-System

Individualisiert

Eigenschaftsbasiertes 
System

(Feature Based Filtering)

Recommender System
(Collaborative Filtering)

Nicht individualisiert

 

Abb. 3: Arten von Empfehlungs-Systemen 

Die Bedeutung der Mechanismen von Empfehlungs-Systemen ist jedoch sehr viel weiter zu 
fassen. An einer Vielzahl von Stellen, wo Konsumenten mit rechnergesteuerten Umgebungen 
in Kontakt kommen, lassen sich die aus Empfehlungs-Systemen bekannten Verfahren einset-
zen. So ist die individuelle Empfehlung eines Buches beim Internet-Buchhändler BOL auf 
Basis eines gespeicherten Benutzerprofils nichts anderes als die Anwendung einer Technik 
aus einem Recommender-System. In individualisierten elektronischen Zeitschriften kann die 
Schlagzeile eingeblendet werden, welche die höchste Aussicht auf das Weiterlesen und Bin-
den des Kunden an das Angebot erzeugt. In diesen Beispielen merkt der Kunde nicht direkt, 
daß er mit einem Recommender-System interagiert. Die eingesetzten Algorithmen sind je-
doch identisch. 

Mit den in individualisierten Empfehlungs-Systemen verwendeten Methoden lassen sich 
typischerweise drei unterschiedliche Zielsetzungen verfolgen. Bei der ersten Zielsetzung han-
delt es sich um die Auswahl eines oder mehrerer Objekte aus einer Gesamtheit von Objekten, 
wobei die ausgewählten Objekte bestimmten Kriterien entsprechen sollen. Es handelt sich um 
ein sogenanntes Filter-Problem, bei dem die Objekte in �geeignete� und �ungeeignete� Ob-
jekte zu klassifizieren sind. Das Entscheidungskriterium für eine Filterung läßt sich unter-
schiedlich festlegen. Oft wird die Präferenz des Benutzers verwendet. Alternativ lassen sich 
u. a. auch Interesse an den Objekten oder Relevanz des Objektes für den Benutzer einsetzen. 
Liegt die Präferenz bzw. das Interesse oder die Relevanz unter einem bestimmten Niveau, so 
wird das Objekt gefiltert. 
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Eine zweite Zielsetzung ist die Rangreihung der Objekte in eine geordnete Liste, welche 
mit der tatsächlichen Rangreihung durch den Benutzer möglichst gut übereinstimmen soll. 
Hier interessiert man sich nicht für die Präferenz eines einzelnen Objektes, sondern für die 
relative Präferenz der Objekte untereinander. Teilt man die geordnete Liste in einen oberen 
und einen unteren Teil, so erhält man wieder das mit der ersten Zielsetzung verfolgte Ergeb-
nis, nämlich die Filterung der Objekte. 

Eine dritte Zielsetzung bildet die direkte Vorhersage, welche Präferenz ein bestimmter Be-
nutzer für ein konkretes Objekt hat. Allgemeiner läßt sich formulieren, daß fehlende Elemente 
eines Benutzerprofils prognostiziert werden sollen. Diese Zielsetzung wird typischerweise 
dann verfolgt, wenn bestimmte Präferenzwerte eines Benutzers für ein Objekt geschätzt wer-
den sollen. Eine über den Einsatz in Empfehlungs-Systemen hinausgehende Anwendung liegt 
in der Schätzung von individuellen Kaufwahrscheinlichkeiten für Produkte. Dies ist vor allen 
Dingen für Betreiber von Ecommerce-Angeboten interessant, welche die Individualisierung 
ihres Angebots anstreben. 

Um die dargestellten Zielsetzungen von Empfehlungs-Systemen angehen zu können, ist es 
notwendig, daß Empfehlungs-Systeme einen Prognose-Mechanismus besitzen. In der Litera-
tur unterscheidet man hier zwei prinzipiell unterschiedliche methodische Ansätze 
(Balabanovic/Shoham 1997): Eigenschaftsbasierendes Filtern (Feature Based Filtering; auch 
Content Based Filtering genannt) und Kollaboratives Filtern (Collaborative Filtering). Wäh-
rend Feature Based Filtering in eigenschaftsbasierenden Systemen zum Einsatz kommt, wird 
in Recommender-Systemen das Collaborative Filtering verwendet. Die Verfahren sowie deren 
spezifische Vor- und Nachteile werden in den folgenden Abschnitten näher betrachtet. 

2.4.1 Eigenschaftsbasierende Systeme 

Beim eigenschaftsbasierenden Filtern wird für die betrachtete Klasse von Objekten, der so-
genannten Objekt-Domäne, ein Eigenschaftsraum entwickelt. Objekte werden anhand einer 
Reihe von objektiven Eigenschaften klassifiziert bzw. bewertet. Diese Eigenschaften können 
unterschiedlicher Art sein. 

Zur Darstellung objektiver Eigenschaftsräume wird beispielhaft oft die Domäne �Kraft-
fahrzeuge� verwendet (Brockhoff 1993, S. 22). Man könnte Kraftfahrzeuge z. B. nach der 
Eigenschaft �Aufbau� bewerten. Mögliche Ausprägungen wären in diesem Falle u. a. �Li-
mousine�, �Coupé�, �Cabriolet� und �Kombi�. Weitere mögliche Eigenschaften wären die 
Leistung des Motors, Volumen des Kofferraums oder die Anzahl der Türen. 

Man erkennt, daß sich Kraftfahrzeuge zumindest zu einem Teil anhand von Produkt-
Eigenschaften beschreiben lassen. Produkte sind demnach Eigenschaftsbündel (Brockhoff 
1993). Es gibt jedoch auch eine Reihe von Einschränkungen. Nur unter Schwierigkeiten ließe 
sich die Eigenschaft �Image der Auto-Marke� operationalisieren. Hier würde sich insbesonde-
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re das Problem der Objektivität stellen. Die Aussage, ob die Auto-Marke Volkswagen als 
sportlich gilt, ist keine objektiv zu beantwortende Frage. 

Ziel des Feature Based Filtering ist es nun, anhand der Eigenschaften auf die Präferenz ei-
nes Benutzers für dieses Objekt zu schließen. Zum einen geschieht dies durch die Filterung 
von Objekten, die auf Basis ihrer Eigenschaften durch den Benutzer ausgeschlossen wurden. 
Ein solches Verfahren wird bereits bei Brockhoff beschrieben (Brockhoff 1985; Brockhoff 
1987). Hier werden Gebrauchtwagen aus einem Gesamtangebot von Fahrzeugen gefiltert, 
indem Fahrzeuge nach bestimmten Kriterien ausgeschlossen werden können (z. B. Kilometer-
stand max. 50.000). Den herausgefilterten Objekten wird die Präferenz null zugewiesen. 

Die verbleibenden Objekte sollen nun in eine Rangordnung gebracht werden. Dies ge-
schieht in der Regel dadurch, daß die Partial-Präferenzen, also die Bedeutungsgewichte der 
Objekt-Eigenschaften für den individuellen Benutzer ermittelt werden. Dies kann über unter-
schiedliche Verfahren erfolgen. Beispielsweise läßt sich die Methode des Self-Explicated-
Measurements anwenden. Diese Methode gehört zu den sogenannten kompositionellen Ver-
fahren. Hierbei wird der betreffende Benutzer direkt nach dem Bedeutungsgewicht bestimm-
ter Eigenschaften befragt. Anhand eines Präferenzmodells läßt sich dann die Global-
Präferenz für ein Objekt berechnen, die einem aggregierten Gesamtwert der Präferenz ent-
spricht. 

Das einfachste dieser Teilnutzen-Modelle ist das linear-additive Präferenz-Modell 
(Tscheulin 1992, S. 13). Die Eigenschaften eines Produktes werden hier quantitativ gemessen. 
Höhere Werte für eine Eigenschaft drücken Sachverhalte wie �besser� oder �hochwertiger� 
aus. Der Benutzer vergibt nun Bedeutungsgewichte für die einzelnen Eigenschaften. Die Ei-
genschaften werden mit dem Bedeutungsgewicht multipliziert und anschließend addiert. Man 
erhält die Global-Präferenz. 

Abb. 4 zeigt ein Beispiel für ein linear-additives Präferenz-Modell für ein Kraftfahrzeug. Es 
werden drei Eigenschaften verwendet, deren Ausprägungen bei dem betrachteten Fahrzeug 
mit 5, 3 und 2 operationalisiert wurden. Die Partial-Präferenzen des betrachteten Benutzers 
betragen 2, 3 und 6. Es ergibt sich eine Global-Präferenz für das Fahrzeug von 31. 

 

 
Eigenschafts- 
Ausprägung ei

Partial- 
Präferenz pi pi · ei 

Leistung 5 2 10 
Komfort 3 3 9 
Preis 2 6 12 
Global-Präferenz   31 

Abb. 4: Linear-additives Präferenz-Modell 

Weiterhin besteht die Möglichkeit, eine Conjoint-Analyse durchzuführen (Green/Srinivasan 
1978; Green/Srinivasan 1990). Bei diesem dekompositionellen Verfahren wird dem Benutzer 
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eine Reihe von realen oder fiktiven Produkten mit verschiedenen Eigenschaften präsentiert, 
zu denen er seine Global-Präferenzen äußern soll. Anschließend lassen sich die Partial-
Präferenzen schätzen. Auf dieser Basis können für alle Objekte, deren Eigenschaftsausprä-
gungen bekannt sind, Prognosen bezüglich der Global-Präferenz ermittelt werden. 

Trotz theoretischer und inhaltlicher Probleme liefert die vergleichsweise einfache Methode 
des Self-Explicated-Measurements im Vergleich zur anspruchsvolleren Conjoint-Analyse 
Prognosen mit guter Validität (Srinivasan/Park 1997). Die Eignung der Verfahren für An-
wendungen im Internet ist bislang jedoch noch nicht untersucht. 

Eine spezielle Anwendung des Feature Based Filtering wird bei der Filterung von Text-
Dokumenten verwendet. Hier wird ein Eigenschafts-Vektor aufgespannt, welcher die Begriffe 
zählt, die in dem betreffenden Dokument vorkommen. Der Benutzer gibt bei der Benutzung 
des Empfehlungs-Systems einen oder mehrere Suchbegriffe ein. Das System filtert dann nach 
bestimmten Kriterien die Dokumente heraus, in denen die gesuchten Worte am häufigsten 
vorkommen. Diese stichwortartige Suche wird als �Keyword Based Filtering� bezeichnet 
(Sheth 1994). Sie wird u. a. in modernen Web-Crawlern, einer speziellen Art von Internet-
Suchmaschinen, verwendet. 

Ein weiteres Beispiel für das Feature Based Filtering ist Letizia (Lieberman 1995). Bei 
Letizia handelt es sich um einen Software-Agenten, welcher den Browsing-Prozeß unterstützt. 
Das System schlägt auf jeder Seite vor, welcher der Hyperlinks der jeweils aktuell sichtbaren 
HTML-Seite von größtem Interesse für den Benutzer ist. Hierzu untersucht das System die 
hinter den Hyperlinks liegenden Dokumente und vergleicht Sie mit den bislang besuchten 
Dokumenten auf Ähnlichkeiten in den vorkommenden Begriffen. Auch hier werden also Ei-
genschaften von Objekten, in diesem Falle Webseiten, untersucht und zur Präferenzbestim-
mung herangezogen. 

Ein weiteres Beispiel liefern sogenannte Desktop-Agenten (Clement/Runte 1999a), welche 
eingehende Emails automatisch in elektronische Postfächer einsortieren können (Nardi/Miller 
1998). Auch hier erfolgt die Klassifizierung anhand bestimmter Objekt-Eigenschaften wie 
Absender der Email oder textueller Inhalt des Titels der Nachricht. 

 
Allgemein lassen sich Einschränkungen bei der Anwendung des Feature Based Filtering an 

folgenden Kriterien festmachen (Shardanand/Maes 1995): 
• Entweder müssen die Objekte durch Maschinen �abtastbar� sein (z. B. Text) oder den 

Objekten müssen Attribute oder Eigenschaftsausprägungen mit vertretbarem Aufwand 
von Hand zugewiesen werden können. Beim derzeitigen Stand der Technologie können 
Medien wie Klang, Bilder oder Video nicht hinreichend automatisch analysiert werden, 
um ihnen aussagekräftige Attribute zuweisen zu können. Weiterhin ist es in vielen Fällen 
nicht praktikabel, Eigenschaften von Objekten erstens zu erheben und zweitens diesen 
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Objekten �von Hand� zuzuweisen. Dies gilt insbesondere für Domänen, in denen es eine 
sehr große Anzahl für den Benutzer prinzipiell in Frage kommender Objekte gibt. 

• Eigenschaftsbasierende Verfahren sind in der Regel nicht in der Lage, Objekte zu finden, 
die sich von bislang gefundenen Objekten in wesentlichen Attributen unterscheiden, aber 
trotzdem mit hoher Präferenz für den Benutzer verbunden sind. Vielmehr werden eher 
Objekte gefunden, die den bislang gefundenen und vom Benutzer als hoch präferiert ein-
gestuften Objekten ähneln. 

• Eigenschaftsbasierende Verfahren können Objekte nicht auf Basis von Kriterien wie 
�Qualität�, �Stil� oder individuellem �Blickwinkel� empfehlen. So kann ein eigenschafts-
basierendes System zwei Textdokumente nicht anhand ihrer Qualität oder Aussagekraft 
beurteilen, wenn die gleichen Begriffe verwendet werden. 

• In vielen Objekt-Kategorien ist die Beschreibung von Objekten anhand von Eigenschaften 
praktisch nicht durchführbar. Hierzu zählt u. a. der Bereich der Unterhaltung. Kinofilme, 
Bücher oder Musik-Titel lassen sich nur äußerst eingeschränkt oder gar nicht anhand ob-
jektiver Eigenschaften beschreiben. Selbst wenn man bestimmte Eigenschaften wie �Län-
ge des Films� heranziehen würde, wäre der Erklärungsgehalt für die Global-Präferenz 
vermutlich nicht besonders hoch. 

2.4.2 Recommender-Systeme 

Der letzte Abschnitt hat gezeigt, daß das eigenschaftsbasierende Filtern in einigen Domä-
nen in seiner Leistungsfähigkeit eingeschränkt ist. Mit Hilfe des Verfahrens Collaborative 
Filtering (Kollaboratives Filtern) versucht man dort, diesen Nachteilen entgegenzutreten 
(Shardanand/Maes 1995). 

Das Verfahren basiert auf dem Gedanken, daß man über eine Vielzahl von Personen ver-
fügt, welche als Benutzer bezeichnet werden. Diese Benutzer geben ihre individuellen 
Präferenzen für eine Anzahl von Objekten ab. Möchte sich nun ein bestimmter Benutzer (der 
aktive Benutzer) eine individuelle Empfehlung über interessante oder präferierte Objekte 
geben lassen, wird zunächst aus der hohen Anzahl unterschiedlicher Benutzer eine Reihe 
�ähnlicher� Benutzer identifiziert. Die Ratings dieser Benutzer werden dann verwendet, um 
dem aktiven Benutzer eine individuell für ihn passende Empfehlung auszugeben. 
Einrichtungen oder Systeme, die solche Empfehlungen liefern können, werden als 
Recommender-Systeme bezeichnet. Das in Recommender-Systemen verwendete Collaborative Filtering bildet die methodische 
Grundlage dieser Arbeit. Es wird in den nachfolgenden Abschnitten umfassend dargestellt. 
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2.5 Collaborative Filtering 

2.5.1 Tapestry 

Die Literatur zu Collaborative Filtering ist relativ jung. Der Ausdruck �Collaborative Filte-
ring� wurde erstmals in einem Aufsatz über das System �Tapestry� verwendet (Goldberg et 
al. 1992). Bei diesem System handelt es sich um ein Email-Filter-System, welches im Xerox 
Palo Alto Research Center eingesetzt wurde. 

Nach der Einführung eines elektronischen Nachrichtensystems kam es bei Xerox zu einem 
ausufernden Information-Overload, da Rundschreiben per Email grundsätzlich an jeden Mit-
arbeiter geschickt wurden. Um diesem Problem zu begegnen, wurden sog. �Mailing-Listen� 
mit spezifischen Interessengebieten eingerichtet. In diese Listen konnte sich jeder Mitarbeiter 
eintragen und erhielt sämtliche Emails, die ein beliebiger Benutzer an diese Liste schickte. 
Durch das Listensystem konnte jedoch lediglich eine grobe Vorauswahl der Emails getroffen 
werden, die für den Mitarbeiter tatsächlich relevant waren. Ferner war nicht sichergestellt, daß 
die für einen Mitarbeiter relevanten Emails nicht über eine andere Liste veröffentlicht wurden, 
in die sich derjenige nicht eingetragen hatte. 

Zwar existierten zu diesem Zeitpunkt bereits eigenschaftsbasierende Filter-Systeme, welche 
alle verfügbaren Emails unabhängig von ihrer Listenzugehörigkeit auf bestimmte textuelle 
Inhalte hin überprüfen konnten (Malone et al. 1987; Pollock 1988). Die Idee bei Xerox war 
jedoch, daß die Informations-Filterung durch die Einbeziehung menschlichen Urteilsvermö-
gens effektiver gestaltet werden könnte. Aus diesem Grunde wurde das System �Tapestry� 
entwickelt, welches die für einen spezifischen Benutzer relevanten Emails aus einer hohen 
Anzahl von Emails filterte. Das angewendete Verfahren wurde als �Collaborative Filtering� 
bezeichnet. Der Begriff bedeutet nichts anderes, als daß Personen sich gegenseitig bei der 
Informations-Filterung helfen, also eine kollaborierende Informations-Filterung betreiben. 

Jeder Benutzer des Tapestry-Systems hatte nach dem Lesen einer Email aus einer Mailing-
Liste die Möglichkeit, diese Email nach ihrer Relevanz zu bewerten. Diese Bewertungen lie-
ßen sich von anderen Benutzern weiterverwenden, indem die Relevanz-Daten in individuali-
sierte Email-Filter eingesetzt werden konnten. Eine typische Filter-Definition in Tapestry 
könnte lauten: �Zeige alle Emails, welche die Benutzer Clement oder Litfin als relevant ein-
gestuft haben�, oder �zeige keine Emails, die von Paul oder Garczorz als irrelevant eingestuft 
wurden. 

Tapestry basiert auf einem Netzwerk von Benutzern, die ähnliche Präferenzen für bestimm-
te Emails besitzen. Das Filter-Design von Tapestry erfordert es, daß sich diese Personen per-
sönlich kennen und selbst einschätzen können, wie stark man der Einschätzung von Emails 
durch diese Personen trauen kann. Damit ergibt sich der typische Einsatzbereich des Ta-
pestry-Systems: Netzwerke, in denen Benutzer an teilweise überlappenden Aufgabenstellun-
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gen und Problemen arbeiten und sich dabei persönlich so gut kennen, daß sie bestimmte Prä-
ferenzen anderer Benutzer zumindest abschätzen können. 

Das Tapestry-System unterscheidet sich mittlerweile in wesentlichen Punkten von weiter-
entwickelten Collaborative-Filtering-Systemen. Es gilt jedoch als Wegbereiter nachfolgender 
Systeme und hat nicht zuletzt den Begriff des Collaborative Filtering geprägt. 

2.5.2 US-Patente 4.870.579 und 4.996.642 

In der Literatur wird der Aufsatz über das Tapestry-System allgemein als die erste und ur-
sprüngliche Quelle zum Collaborative Filtering gewertet. Es gibt jedoch noch ältere Quellen, 
welche die Idee und den Algorithmus bereits recht detailliert beschreiben. Obwohl nicht als 
solches benannt, wird Collaborative Filtering schon in den US-Patenten 4.870.579 und 
4.996.642 beschrieben (Hey 1989; Hey 1991). Die Patente wurden in den Jahren 1987 bzw. 
1989 von John Hey beantragt und in den Jahren 1989 bzw. 1991 bewilligt. 

Das �Field of Invention� wird in Patent 4.870.579 beschrieben als: �This invention relates 
to a system and method of predicting reactions to items not yet sampled by a user, and more 
particularly to such a system and method which adjust the reaction prediction for each un-
sampled item for that user based on the similarity in reaction of other users to that user�. 
Zweck der Methode ist es also, Reaktionen eines Benutzers auf Objekte vorherzusagen, wobei 
die Vorhersage sich auf Reaktionen von zu diesem Benutzer �ähnlichen� Benutzern stützt.  

Während in Patent 4.870.579 nur von �predicting reactions to items� gesprochen wird, 
wird in Patent 4.996.642 explizit auf �recommending items� Bezug genommen. Im zweiten 
Patent wurde also zusätzlich noch der Anwendungsbezug der Methode in Recommender-
Systemen hinzugefügt. Ansonsten ähneln sich die Patente in wesentlichen Punkten. 

Die in den Patenten beschriebenen Algorithmen bilden bereits die wesentlichen Elemente 
ab, welche sich auch in modernen Collaborative-Filtering-Systemen wiederfinden. Damit 
muß diesen beiden Patenten der Ursprungscharakter für das Collaborative Filtering zugespro-
chen werden. 

Hey gilt damit als der Erfinder der Collaborative-Filtering-Methodik. Er ist auch der Ent-
wickler der Collaborative-Filtering-Software �Likeminds� (www.likeminds.com), welche 
unter anderem bei Moviecritic, einem Recommender System für Kinofilme, Einsatz findet 
(www.moviecritic.com). 

2.5.3 CHI ´95 

Als wichtige Veröffentlichungen erschienen nach dem Tapestry-Artikel drei Aufsätze über 
Collaborative Filtering in den �Human Factors in Computing Systems, CHI �95 Conference 
Proceedings�. Im ersten Artikel (Maltz/Ehrlich 1995) wurde der Begriff des Active und Passi-
ve Collaborative Filtering geprägt. Beim Active Collaborative Filtering empfehlen sich Be-
nutzer in einem sozialen Netzwerk gegenseitig Objekte, indem sie aktiv eine Empfehlung 
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abgeben und diese durch Push-Kommunikation (z. B. per Email) verbreiten. Beim nicht-
aktiven Collaborative Filtering steht jeweils ein ratsuchender Benutzer im Mittelpunkt des 
Interesses, welcher über vormals gespeicherte Daten anderer Benutzer Empfehlungen durch 
Pull-Kommunikation (z. B. per World-Wide-Web) abruft. 

Der zweite Artikel (Hill/Rosenstein/Furnas 1995) führt erstmals im Zusammenhang von 
Recommender-Systemen den Begriff der �Virtual Community� ein. Das in dem Aufsatz be-
schriebene, aber nicht als solches benannte Recommender-System empfiehlt Videofilme per 
Email. Das Verfahren läuft technisch wie folgt ab. Zunächst schreibt man per Email an einen 
bestimmten Email-Server. Der Email-Server schickt postwendend eine Liste mit 500 Video-
filmen zurück, die der Proband anhand einer 10er-Skala bewerten muß. Um für eine hohe 
Anzahl von Bewertungen zu sorgen, handelt es sich bei 250 dieser Filme um ein fixes Set von 
sogenannten �populären� Filmen. Um für eine ausreichend hohe Anzahl an Bewertungen 
auch bei weniger bekannten Filmen zu sorgen, werden die restlichen 250 Filme jeweils zufäl-
lig aus einer Datenbank von insgesamt 1750 Filmen ausgewählt. Nachdem die Filme bewertet 
wurden, werden sie per Email an den Server zurückgeschickt. Dieser wählt in einem Hin-
tergrundprozeß Benutzer mit ähnlichem Filmgeschmack aus, berechnet Prognosen für die 
nicht bewerteten Filme, sortiert diese und schickt die Filme mit den höchsten Prognosen als 
Empfehlung per Email an den Benutzer zurück. 

Der dritte Artikel (Shardanand/Maes 1995) prägt den Begriff �automating the word of 
mouth�. Collaborative-Filtering-Verfahren werden also in den Zusammenhang einer automa-
tischen Verbreitung von �Mund-zu-Mund-Propaganda� gestellt. Es handelt sich dabei um das 
Recommender-System �Ringo�, welches Musik empfiehlt und über das World-Wide-Web 
oder per Email zugänglich war (Shardanand 1994). 

Zunächst wird der Benutzer aufgefordert, auf einer Siebener-Skala anzugeben, wie gern er 
die Musik von 125 unterschiedlichen Interpreten hört. Ein Teil der vorgelegten Künstler rep-
räsentiert die bekanntesten Interpreten in der Datenbank, um eine gewisse Mindestanzahl von 
Bewertungen sicherzustellen. Der Rest wird zufällig aus der gesamten Datenbank ausgewählt. 
Nachdem der Benutzer seine Bewertungen abgeschickt hat, erhält er über das Collaborative-
Filtering-Verfahren individuelle Musik-Empfehlungen. 

2.5.4 ACM 97 

Weitere Verbreitung erfuhr das Collaborative Filtering durch eine Ausgabe der �Communi-
cations of the ACM�, in der eine Anzahl von Recommender-Systemen beschrieben wurden, 
die sich unterschiedlicher Collaborative-Filtering-Verfahren bedienen. Im Leitartikel zu die-
sen Systemen wird eine Übersicht über zum betreffenden Zeitpunkt existierende Recommen-
der-Systeme gegeben (Resnick/Varian 1997). 
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Eines des interessantesten und nachfolgend am meisten zitierten System ist �GroupLens� 
(Konstan et al. 1997). Grouplens empfiehlt Nachrichten im Usenet-Dienst des Internet. Beim 
Usenet-Dienst handelt es sich um dezentral organisierte, global nutzbare elektronische 
schwarze Bretter. An diesen als Newsgroup bezeichneten schwarzen Brettern kann jeder Teil-
nehmer des Internet Nachrichten �posten� und macht sie damit allen Abonnenten der betref-
fenden Newsgroup zugänglich. Ein zentrales Problem am Usenet-Dienst war bereits bei der 
Installation des Grouplens-Systems im Jahre 1996 das des Information-Overload. In einigen 
beliebten Newsgroups wurde dermaßen viel gepostet, daß alle Nachrichten kaum noch in an-
gemessener Zeit durchgesehen werden konnten, um die für den individuellen Benutzer wirk-
lich interessanten Mitteilungen ausfindig zu machen. Der Nutzen der betreffenden News-
groups nahm damit rapide ab. 

Grouplens war in der Lage, über einen Collaborative-Filtering-Algorithmus Empfehlungen 
für Usenet-Nachrichten auszugeben. Dazu wurde in einer Reihe von Usenet-Programmen die 
Möglichkeit zur Bewertung von Newsgroup-Artikeln geschaffen. Die Ratings wurden über 
das Internet an einen zentralen Grouplens-Server geschickt, welcher den Kern des Systems 
bildete. Der Server war ebenfalls in der Lage, automatisch berechnete individuelle Empfeh-
lungen auszugeben, welche Nachrichten möglicherweise interessant für den betreffenden 
Nutzer sein könnten. Die empfohlenen Nachrichten wurden abschließend durch die betreffen-
den Newsgroup-Reader angezeigt. 

Ein weiterer Ansatz wird von Rucker und Polanco (Rucker/Polanco 1997) präsentiert, die 
ihr Recommender-System �Siteseer� beschreiben. Das System basiert auf sogenannten 
�Bookmarks�. Bei Bookmarks handelt es sich um elektronische Lesezeichen, welche beim 
Browsen von Webseiten gesetzt werden können. Die Bookmarks eines Benutzers werden in 
einer Bookmark-Sammlung gespeichert. Auf diese Sammlung kann der Benutzer dann später 
zugreifen, um Webadressen leichter wiederfinden zu können. Im Siteseer-System wird unter-
stellt, daß die Existenz von Bookmarks in der Sammlung eines Benutzers eine Interessensbe-
kundung für die betreffende Website darstellt. 

Die Bookmarks einer Anzahl von Testpersonen werden gesammelt und mit den Bookmark-
Sammlungen anderer Benutzer auf gleiche Einträge hin verglichen. Je mehr gleiche Einträge 
zwischen zwei Benutzern vorliegen, desto ähnlicher werden die betreffenden Benutzer einge-
stuft. Möchte ein Benutzer eine Bookmark-Empfehlung beziehen, so werden die Bookmarks 
seiner �nächsten Nachbarn� nach ihrer Häufigkeit präsentiert. 

Aussagekräftige empirische Ergebnisse, welche etwas über die Leistungsfähigkeit des Sys-
tems aussagen, werden von Rucker und Polanco jedoch nicht präsentiert. 

 
Zu erwähnen ist, daß nicht alles, was als �Collaborative-Filtering-System� bezeichnet wird, 

diesem Namen tatsächlich gerecht wird. Terveen et al. stellen ein System namens PHOAKS 
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dar (Terveen et al. 1997). PHOAKS ist ein Computersystem, welches regelmäßig die in den 
Newsgroups des Usenet-Dienstes veröffentlichten Nachrichten auf URLs durchsucht.3 Die 
URLs werden als Empfehlungen aufgefaßt und nach der Häufigkeit ihres Erscheinens in 
Nachrichten von unterschiedlicher Benutzern gezählt. Empfehlungen werden nach 
Newsgroups sortiert und nach der Häufigkeit ihres Erscheinens in Nachrichten geordnet. 
Wurde eine Website z. B. fünfmal in der Newsgroup �de.rec.luftfahrt� erwähnt, so würde sie 
eher empfohlen werden als Websites, die nur dreimal erwähnt wurden. 

Bei PHOAKS handelt es sich um ein System, welches zwar eine gemeinschaftliche Filter-
Leistung erbringt, jedoch keine individualisierten Empfehlungen ausgibt. Obwohl das System 
als �Collaborative-Filtering-System� bezeichnet wird, ist es lediglich der Gruppe der nicht-
individualisierten Empfehlungs-Systeme zuzuordnen. 

2.6 Active und Automated Collaborative Filtering 

Bei der Beschäftigung mit Collaborative Filtering stößt man früher oder später auf die Ab-
kürzung �ACF�. Uneinigkeit besteht jedoch darüber, wofür die Abkürzung ACF eigentlich 
steht. Im wesentlichen gibt es zwei unterschiedliche Deutungen dieser Abkürzung: Active 
Collaborative Filtering und Automated Collaborative Filtering (Abb. 5). 
• Active Collaborative Filtering 

Der Begriff des Active Collaborative Filtering wurde im einem Aufsatz aus dem Jahre 1995 
eingeführt (Maltz/Ehrlich 1995). Active Collaborative Filtering bringt zum Ausdruck, daß 
Benutzer sich gegenseitig aktiv bestimmte Objekte empfehlen (Push-Kommunikation). Im 
Gegensatz dazu holt sich ein Benutzer beim Passive Collaborative Filtering über eine Daten-
bank mit gespeicherten Benutzerprofilen eine Empfehlung (Pull-Kommunikation). 

Das wesentliche Kriterium des aktiven Ansatzes ist, daß der Recommender den aktiven 
Benutzer persönlich kennt. Active-Collaborative-Filtering-Verfahren ist also ein Hilfsmittel 
zur Unterstützung von Netzwerken zwischen Personen, die sich untereinander kennen und 
bestimmte Beziehungen zueinander haben. Beim nicht-aktiven Ansatz müssen sich die Be-
nutzer hingegen nicht notwendigerweise persönlich kennen. Daher sind auf Active Collabora-
tive Filtering basierende Systeme stets in ihrer Skalierbarkeit begrenzt. Anwendung finden 
solche Systeme vorwiegend in geschlossenen Organisationen. 

Active Collaborative Filtering funktioniert vor allen Dingen gut in überschaubaren Arbeits-
gemeinschaften, in denen der Empfehler abschätzen kann, ob ein Objekt für den aktiven Be-
nutzer interessant ist. Als empfohlene Objekte kommen insbesondere Textdokumente, Emails 

                                                 
3 Bei einem Unified Resource Locator (URL) handelt es sich um einen Bezeichner in Textform, welcher auf 

eine bestimmte Quelle im Internet hinweist. Beispielsweise lautet der URL für die Homepage des Autors die-
ser Arbeit http://www.runte.de/matthias. 
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und dergleichen in Frage. Ein Beispiel bildet das weiter oben beschriebene Tapestry-System 
(Goldberg et al. 1992). 
• Automated Collaborative Filtering 

Unter dem Begriff �Automated Collaborative Filtering� versteht man Collaborative-
Filtering-Verfahren, welche die Eigenschaft der automatisierten Empfehlungsabgabe aufwei-
sen (Baldi 1998). Dabei erfolgt im Unterschied zu Systemen wie Tapestry die Bestimmung 
der Ähnlichkeit zwischen Benutzern über ein mathematisches oder regelbasiertes Verfahren, 
welches sich rechnerbasiert automatisieren läßt. Es ist demnach keine manuelle Eingabe von 
Filter-Vorschriften mehr notwendig. Vielmehr ist der Algorithmus in der Lage, diese Aufgabe 
selbst zu übernehmen. Damit ist es nicht mehr notwendig, daß sich die Benutzer persönlich 
untereinander kennen. 

Automated Collaborative Filtering bildet damit den Gegenpol zum Active Collaborative 
Filtering (s. oben). Mit Hilfe dieser Verfahrensgruppe sind skalierbare Systeme darstellbar, 
welche eine prinzipiell unbegrenzt große Menge von Benutzern aufnehmen können. Damit 
werden neue Marketing-Strategien wie Mass Customization und One-to-One-Marketing mög-
lich (Schnäbele 1997; Pine II 1993). Aus diesem Grunde spielen insbesondere die Verfahren 
des Automated Collaborative Filtering die wesentliche Rolle in dieser Arbeit. Im folgenden 
ist daher unter dem Begriff �Collaborative Filtering� durchgängig die Klasse der Automated-
Collaborative-Filtering-Verfahren gemeint. 

Die Verfahren der Automated-Collaborative-Filtering-Klasse lassen sich nach ihrem Prin-
zip in zwei Gruppen einteilen (Breese 1998). Die speicherbasierten Algorithmen (Memory 
Based Algorithms) nehmen bei jeder Anfrage Berechnungen über die gesamte Datenmatrix 
vor. Im Gegensatz dazu benutzen modellbasierte Algorithmen (Model Based Algorithms) die 
Datenmatrix, um die Parameter eines Modells schätzen. Dieses Modell wird nachfolgend be-
nutzt, um Empfehlungen und Prognosen für individuelle Benutzer abzugeben, ohne bei jeder 
Empfehlungsabgabe auf die gesamte oder große Teile der Datenbank zugreifen zu müssen. 

Collaborative Filtering

Active CF Automated CF

Model Based CF Memory Based CF  

Abb. 5: Active und Automated Collaborative Filtering 



Active und Automated Collaborative Filtering 21 

Der Vorteil des modellbasierten Collaborative Filtering liegt in der Tatsache begründet, daß 
die teilweise sehr aufwendige Benutzermodellierung off-line erfolgen kann, also ohne daß 
eine zeitkritische Anfrage an das Recommender-System vorliegt. Die Anwendung des off-line 
gerechneten Modells für individuelle Benutzer erfolgt dann in der Regel mit deutlich geringe-
rem Rechenaufwand. Im Gegensatz dazu erfolgt bei den speicherbasierten Verfahren stets 
eine Berechnung über die gesamte Datenbank oder zumindest große Teile der Daten. 

Auf der anderen Seite kann durch die Informationsverdichtung im Rahmen der Modellie-
rung ein Informationsverlust eintreten. Dies ist bei den speicherbasierten Verfahren nicht der 
Fall. Ein typisches Beispiel für einen vermutlich hohen Informationsverlust ist das in dem 
Recommender-System Jester 2.0 verwendete modellbasierte Hauptkomponenten-Verfahren 
(Gupta et al. 1999). Hier werden die Präferenzen der Benutzer von zehn Globalurteilen auf 
zwei Eigenvektoren verdichtet. Anhand der Eigenvektoren findet dann die individuelle Präfe-
renz-Prognose für jeden einzelnen Benutzer statt. 

Ein weiteres Beispiel für einen modellbasierten Ansatz findet sich in Kohrs/Merialdo 1999. 
Hier wird ein einfaches hierarchisches Cluster-Verfahren verwendet, um Collaborative Filte-
ring auch in Domänen nutzbar zu machen, in denen nur sehr wenige Rating-Daten vorliegen. 
Ein weiterer auf Clustern basierender Ansatz wird von Ungar/Foster 1998 vorgeschlagen. 
Hier werden, basierend auf einer binären Präferenzmatrix, Benutzer und Objekte zunächst 
Benutzer- und Objekt-Clustern zugeordnet. Das eigentliche Collaborative Filtering beschränkt 
sich nachfolgend auf eine probabilistische Zuordnung der Benutzer zu Clustern. Auf dieser 
Basis werden dann Wahrscheinlichkeiten dafür bestimmt, daß ein Benutzer ein Objekt präfe-
riert. 

Weitere im Zusammenhang von Collaborative Filtering möglicherweise einsetzbare Mo-
dellgattungen stammen aus dem Bereich der neuronalen Netze, mit deren Hilfe sich nicht-
lineare Ursache-Wirkungs-Beziehungen modellieren lassen. Mit Hilfe von neuronalen Netzen 
versucht man, die Funktionsweise des menschlichen Gehirns nachzuempfinden (Kinnebrock 
1994, S. 11ff). 

Ein neuronales Netz besteht aus sogenannten Eingangs- und Ausgangs-Neuronen, welche 
die Werte eines Eingangs- bzw. Ausgangsvektors annehmen können. Die Neuronen werden 
über weitere, versteckte Neuronen miteinander so verknüpft, daß über spezielle funktionelle 
Zusammenhänge der Eingangsvektor in einen Ausgangsvektor transformiert wird. Neben der 
Wahl einer geeigneten Netzwerktopologie, also dem Aufbau des Netzes, ist vor allen Dingen 
der Lernalgorithmus von Bedeutung, mit dem die Beziehungen zwischen den Neuronen mit 
Gewichtungen (Synapsen) versehen werden (Kratzer 1990, S. 165). Die Synapsen sind maß-
geblich dafür verantwortlich, welcher funktionale Zusammenhang zwischen den Eingangs- 
und Ausgangsneuronen entsteht. Man verwendet zur Bestimmung ein Trainings-Set aus In-
put- und Outputvektoren. Abweichungen zwischen dem vom Netz ausgegebenen Outputvek-
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tor und dem �tatsächlichen� Outputvektor des Trainings-Sets haben je nach Lernalgorithmus 
bestimmte Änderungen der Synapsen zur Folge. Der Lernalgorithmus läuft solange, bis das 
Netz mit hinreichender Genauigkeit den Wirkungszusammenhang zwischen Input- und Out-
putvektor wiedergibt. Danach ist das Netz im Idealfall in der Lage, für alle möglichen Ein-
gangsvektoren die passenden Ausgangsvektoren zu ermitteln. Ob neuronale Netze gute Er-
gebnisse im Bereich Collaborative Filtering bringen, ist nach Kenntnis des Autors bislang 
noch nicht erforscht. 

Eine weitere Variante des modellbasierten Collaborative Filtering stellen Bayes�sche Netze 
dar (Breese 1998). Mit Bayes�schen Netzen werden über geeignete Lernalgorithmen Ent-
scheidungsbäume erzeugt, mit denen man bedingte Wahrscheinlichkeiten für die Ausprägung 
bestimmter Variablen berechnen kann. Im Falle des Collaborative Filtering repräsentieren die 
Knoten die Objekte, die Kanten zu untergeordneten Knoten Ratings für diese Objekte. 

Abb. 6 enthält ein fiktives Beispiel für einen mit Bayes�schen Netzen erzeugten Entschei-
dungsbaum aus dem Bereich �Fernsehserien�. Die unterschiedlichen Fernsehserien werden 
binär mit den Ausprägungen �gut� oder �schlecht� bewertet. Zu ermitteln ist die Wahrschein-
lichkeit, daß ein Benutzer die Serie �Lindenstraße� gut bzw. schlecht findet. Falls er die Sen-
dung �Gute Zeiten, schlechte Zeiten� (GZSZ) mit �gut� bewertet hat, wird er mit einer Wahr-
scheinlichkeit von 70% auch �Lindenstraße� mit �gut� bewerten. Fand er GZSZ schlecht, so 
wird im weiteren Verlauf des Entscheidungsbaumes unterschieden, welche Bewertung für die 
Serie �Friends� vorlag. Falls auch diese mit �schlecht� bewertet wurde, so beträgt die Wahr-
scheinlichkeit nur 25%, daß die �Lindenstraße� für �gut� befunden wird. Anderenfalls lautet 
die Wahrscheinlichkeit für �gut� bzw. �schlecht� je 50%. 
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Abb. 6: Entscheidungsbaum für die Fernsehserie �Lindenstraße� 

Wie auch bei neuronalen Netze handelt es sich bei Bayes�schen Netzen um probabilistische 
Methoden. Es werden Wahrscheinlichkeiten für bestimmte Ausprägungen auf einer Rating-
Skala ermittelt. Hieraus folgt, daß keine stetigen Rating-Skalen verwendet werden können, 
sondern stets mit diskreten Skalen gearbeitet werden muß. Im Bedarfsfalle kann eine stetige 
Skala auch auf diskrete Ausprägungen heruntertransformiert werden. 

Anzumerken ist, daß für Collaborative-Filtering-Anwendungen, in denen statt einer binären 
eine mehrwertige Rating-Skala (z. B. 1 bis 7) vorliegt, die Komplexität der Entscheidungs-
bäume und Lernalgorithmen stark ansteigt, was sich nachteilig auf die Rechenzeit des Lernal-
gorithmus auswirkt (Chickering/Heckerman/Meek 1997). Zu beachten ist dabei, daß in den 
meisten Fällen auch noch Ausprägungen für fehlende Ratings zu berücksichtigen sind (bei-
spielsweise �GZSZ unbekannt�). Sind die Entscheidungsbäume für alle Objekte jedoch erst 
einmal berechnet, so sind individuelle Prognosen mit sehr geringem Zeitaufwand durchführ-
bar. 

In dieser Arbeit werden Collaborative-Filtering-Algorithmen nach dem Kriterium ihrer pro-
gnostischen Validität untersucht. Die Rechenzeit für die entsprechenden Prognosen ist dabei 
von untergeordneter Bedeutung. 

Im Fokus dieser Arbeit stehen speicherbasierte Algorithmen. Dies bedeutet jedoch in keiner 
Weise, daß modellbasierte Algorithmen sich hinsichtlich ihrer Prognosegüte prinzipiell als 
nachteilig erweisen müssen. 
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2.7 Präferenzen und Prognosen 

2.7.1 Messung der Präferenz 

Automated Collaborative Filtering geht von einer Vielzahl von Benutzern eines Recom-
mender-Systems aus. Für jeden Benutzer liegt eine bestimmte Menge von Daten vor, welche 
im folgenden als Benutzerprofil bezeichnet wird. 

Die Daten können auf unterschiedlichen Skalenniveaus gemessen werden. Prinzipiell 
kommen alle aus der Literatur bekannten Skalenniveaus in Frage. Man unterscheidet 
• binäre Merkmale (z. B. 0/1, ja/nein etc.), 
• nominalskalierte mehrstufige (kategorielle) Merkmale (z. B. rot/gelb/blau), 
• ordinalskalierte Merkmale (z. B. schlecht/mittel/gut), 
• intervallskalierte Merkmale und 
• verhältnisskalierte Merkmale. 

Nominalskalierte mehrstufige Merkmale lassen sich allgemein in binäre Merkmale über-
führen. Intervallskalierte und verhältnisskalierte Merkmale werden auch als metrisch bezeich-
net. 

Weiterhin lassen sich diskrete und stetige Ausprägungen unterscheiden 
(Fahrmeir/Hamerle/Tutz 1996, S. 11). Ein Merkmal heißt diskret, wenn es höchstens abzähl-
bar viele Ausprägungen annehmen kann. Ein Merkmal heißt stetig, wenn mit jeweils zwei 
Ausprägungen auch jeder Zwischenwert zulässig ist. Stetige Merkmale können nicht nomi-
nalskaliert sein. Diskrete Merkmale können beliebig skaliert sein. 

Viele als metrisch angenommenen Merkmale sind eigentlich nur ordinalskaliert. Insbeson-
dere in Recommender-Systemen muß der aktive Benutzer häufig einen Zahlenwert auf einer 
diskreten Rating-Skala wählen. Den Stufen der Rating-Skala werden diskrete numerische 
Werte zugeordnet. Unterstellt man äquidistante Ausprägungen der Rating-Skala, ergibt sich 
eine Intervallskala. 

Neben dem Skalenniveau des Benutzerprofils ist auch das Meßverfahren von Interesse. Die 
Verfahren zur Messung des Benutzerprofils in Recommender-Systemen lassen sich in zwei 
prinzipiell unterschiedliche Arten einteilen: 
• Die Messung der Daten erfolgt implizit, also nur durch Interaktion mit dem System und 

ohne explizite Befragung des Benutzers. Dabei kommt eine Reihe unterschiedlicher Met-
riken in Betracht. Beispielsweise kann gezählt werden, ob und wie häufig ein Benutzer 
bestimmte Inhalte abruft oder wie lange er sich mit diesen Inhalten beschäftigt. Die impli-
zite Messung entspricht der beobachtenden Messung in der physischen Welt. 

• Dem Benutzer werden die Objekte zur expliziten Bewertung vorgelegt. Dies bedeutet, daß 
vom Benutzer eine aktive Bewertung der Objekte erwartet wird. Die explizite Bewertung 
entspricht der Befragung in der physischen Welt. 
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Während implizite Messungen teilweise binäres Meßniveau besitzen (z. B. ob ein bestimm-
ter Inhalt abgerufen wurde oder nicht), wird bei expliziten Messungen oft ein ganzzahliges, 
numerisches Meßniveau verwendet. Der Benutzer bewertet die Objekte in der Regel mit Hilfe 
einer Rating-Skala. Dies liegt vor allen Dingen an dem höheren Informationsgehalt bei meh-
reren Merkmalsausprägungen. 

Weiterhin lassen sich die Objekte nach unterschiedlichen Kriterien bewerten. Beispiele für 
mögliche Kriterien sind Interesse an dem Objekt, Nutzen des Objektes, Ästhethik und viele 
weitere. Je mehr Kriterien erhoben werden, desto detaillierter sind zwar ggf. nachfolgende 
Analysen möglich. Jedoch steigt in gleichem Maße die Belastung für den Nutzer. Wird nur 
eine Präferenz-Größe erhoben, spricht man von globalen Bewertungen oder Global-Ratings. 
Der Benutzer vergibt in diesem Falle nur eine einzige, umfassende Bewertung für das Objekt. 
Als entsprechende Aufforderung für eine globale Bewertung könnte man beispielsweise die 
Frage �Wie finden Sie...� verwenden. 

Aus den oben genannten Gründen beziehen sich die in dieser Arbeit verwendeten Algo-
rithmen stets auf 

• explizite, 
• numerische, 
• globale 

Bewertungen von Objekten. Bei den Rating-Werten handelt es sich, wenn nicht anders ge-
kennzeichnet, um Werte auf einer ganzzahligen Intervallskala. Höhere Werte indizieren eine 
höhere Präferenz. 

2.7.2 Benutzerprofil und Datenmatrix 

Wie oben angeführt ist das Benutzerprofil eine Sammlung von Daten über einen Benutzer. 
Beim Collaborative Filtering besteht das Benutzerprofil oft gänzlich oder zu einem wesentli-
chen Teil aus einer Anzahl von Präferenzwerten für bestimmte Objekte. Diese Präferenzwerte 
bezeichnen wir als Rating. Ratings lassen sich vektoriell anordnen und werden im folgenden 
durchgängig als Rating-Vektor bezeichnet. 

Das Benutzerprofil kann auch andere benutzerspezifische Daten beinhalten, wie zum Bei-
spiel demografische Daten (z. B. Alter, Geschlecht, Berufsstand, Einkommen, Familienstand), 
Benutzerverhalten (bestimmte angeklickte Webseiten, Verweildauer auf bestimmten Seiten) 
und andere. Wir beschränken uns in den nachfolgenden Betrachtungen jedoch vorerst auf den 
Rating-Vektor. 

Der Rating-Vektor ui beinhaltet Präferenzen uij des Benutzers i ∈  I über eine Anzahl von 
Objekten j ∈  J. Die Rating-Vektoren lassen sich in einer Rating-Matrix U anordnen: 
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Der Parameter M gibt dabei die Anzahl der Benutzer der Menge I an, N die Anzahl der Ob-
jekte aus der Menge J. 

In der Regel ist der Rating-Vektor bzw. die Datenmatrix unvollständig. Es gibt also Objek-
te, die der Benutzer nicht kennt, absichtlich oder versehentlich nicht bewertet hat, oder die 
ihm nicht zur Bewertung vorgelegt wurden. Die fehlenden Rating-Werte werden als Missing 
Values oder Lücken bezeichnet. 

Ist in den Rating-Vektoren zweier Benutzer ein Rating-Wert für ein bestimmtes Objekt 
vorhanden, wird im folgenden von einer Überlappung gesprochen. 

2.7.3 Prognose 

Zweck der Collaborative-Filtering-Methodik ist es nun, die Missing Values im Rating-
Vektor jeweils eines Benutzers durch Prognosewerte zu ersetzen. Ziel der Prognose ist es, die 
�tatsächlichen� Präferenzen des Benutzers möglichst gut zu schätzen. 

In dieser Zielsetzung liegt eine wesentliche abgrenzende Eigenschaft des Verfahrens im 
Gegensatz zur Clusteranalyse. Dort wird versucht, eine Anzahl von Objekten in eine Anzahl 
möglichst homogener Gruppen einzuteilen, die untereinander möglichst unterschiedlich sein 
sollen. Im Kontext des Collaborative Filtering steht jedoch stets ein bestimmter Benutzer im 
Fokus der Betrachtung. Dieser Benutzer wird als aktiver Benutzer  bezeichnet. 

Das wesentliche Prinzip des Verfahrens ist es dabei, zunächst die Ähnlichkeit zwischen 
dem aktiven Benutzer und anderen in der Datenmatrix gespeicherten Benutzern zu bestim-
men. Diese Ähnlichkeit wird anhand einer Distanz- oder Korrelationsberechnung auf Basis 
der existierenden Ratings in der Datenmatrix vorgenommen. Benutzer mit hoher Ähnlichkeit 
zum aktiven Benutzer werden selektiert und als Mentoren bezeichnet. Nachfolgend werden 
existierende Ratings der Mentoren zur Prognose der fehlenden Werte im Rating-Vektor des 
aktiven Benutzers verwendet. Die Prognosewerte können einzelne Werte sein, sich aber auch 
aus mehreren Ratings unterschiedlicher Mentoren zusammensetzen. 

Für die Abgabe von individuellen Empfehlungen an den aktiven Benutzer werden die Ob-
jekte ausgewählt, welche die höchsten individuellen Prognosewerte erzielen. 
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2.7.4 Weitere Anwendungen 

Verallgemeinert läßt sich Collaborative Filtering auf beliebige Benutzerdaten anwenden. 
Neben Präferenzdaten kommt eine Reihe weiterer Daten in Frage, die von diesem Benutzer 
explizit abgefragt oder während der Interaktion mit ihm implizit aufgezeichnet werden. 

Besonders interessant ist in diesem Zusammenhang die Aufzeichnung von Daten der Kauf-
historie eines Benutzers von Waren und Dienstleistungen. Prognostiziert werden dann keine 
Präferenzen, sondern Kaufwahrscheinlichkeiten. Diese Information läßt sich vom Betreiber 
eines in den interaktiven Medien tätigen Unternehmens nutzen, um dem Benutzer individuelle 
Angebote zu unterbreiten. Möchte der Betreiber seinen Deckungsbeitrag maximieren, so wird 
er die Stückdeckungsbeiträge seiner Produkte mit den individuellen Kaufwahrscheinlichkei-
ten des Benutzers multiplizieren und die Angebote unterbreiten, für die der Erwartungswert 
des Deckungsbeitrages maximiert wird. Collaborative Filtering eignet sich damit auch als 
Instrument zur individuellen Kundenwert-Bestimmung. 

2.8 Feature Based vs. Collaborative Filtering 

Kollaboratives Filtern weist gegenüber eigenschaftsbasiertem Filtern sowohl Vorteile als 
auch Nachteile auf. Die Eignung der Verfahren hängt vor allem von der betrachteten Klasse 
zu filternder Objekte ab, also der Objekt-Domäne. 

Für die Einsatzfähigkeit des eigenschaftsbasierenden Filterns ist zunächst prinzipiell zu un-
tersuchen, ob sich die vorliegenden Objekte anhand von Eigenschaften sinnvoll filtern lassen. 
Dazu ist eine Reihe von Kriterien zu erfüllen. Zuerst müssen dem Objekt überhaupt objektive 
Eigenschaften zuzuweisen sein. Dies wäre beispielsweise bei Kraftfahrzeugen der Fall (Leis-
tung, Anzahl Türen, Verbrauch etc). Zu prüfen wäre dann, ob die Eigenschaften einen ausrei-
chenden Erklärungsgehalt für die Globalpräferenzen der Benutzer aufweisen. 

Weiterhin müssen die Eigenschaften mit angemessenem Aufwand erhebbar sein. Zu unter-
scheiden sind hier Objekte, deren Eigenschaften automatisch erfaßt werden können (z. B. 
Textdokumente im Internet) und Objekte, deren Eigenschaften �von Hand� erfaßt und in eine 
Datenbank eingegeben werden müssen (z. B. Kraftfahrzeuge). Beim zweiten Fall spielen zwei 
Faktoren eine entscheidende Rolle: Zum einen der Aufwand der Erfassung der Eigenschaften 
je Objekt und zum zweiten die Anzahl der Objekte. 

Der typische Einsatzbereich eigenschaftsbasierender Verfahren liegt also in der Durchfüh-
rung einer spezifischen Suche nach Objekten mit bestimmten Eigenschaften. Als ein gutes 
Beispiel dient die Domäne �Personal Computer�. Personal Computer lassen sich zum einen 
vergleichsweise gut anhand von Eigenschaften beschreiben, da sie weitgehend modular auf-
gebaut sind. Die Eigenschaften bzw. Komponenten sind objektiv anhand von Leistungsdaten 
beschreibbar und zweifelsfrei relevant für die Präferenz bzw. Kaufentscheidung der Nachfra-
ger. Auch sind die Eigenschaften von Personal Computern kostengünstig zu erheben. 
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Die Vorteile des eigenschaftsbasierenden Ansatzes liegen zum ersten in der meist einfachen 
und damit transparenten Berechnung der Präferenzprognosen, wie dies beispielsweise beim 
linear-additiven Präferenzmodell der Fall ist. Das Prognoseergebnis kann stets vollständig 
erklärt werden. Weiterhin können die Filter-Ergebnisse vergleichsweise leicht durch den 
Betreiber des Empfehlungs-Systems kontrolliert werden. Dies kann z. B. über die Modifizie-
rungen der Eigenschaftsausprägungen geschehen. Die volle Funktionalität eigenschaftsbasie-
render Empfehlungs-Systeme ist sofort nach der Inbetriebnahme gewährleistet. Der Aufbau 
einer Benutzerbasis ist nicht erforderlich. Die Prognose von Präferenzen ist unabhängig von 
anderen Benutzern möglich, sobald die Partial-Präferenzen des aktiven Benutzers erhoben 
wurden. 

Nachteilig wirkt sich beim eigenschaftsbasierenden Filtern vor allen Dingen aus, daß sub-
jektive Eigenschaften von Objekten nicht berücksichtigt werden können. Diese können jedoch 
selbst in eher technischen Domänen einen starken Einfluß auf die Gesamtpräferenz ausma-
chen. Das Verfahren ist in stark subjektiv geprägten Domänen in der Regel ungeeignet. Wei-
terhin müssen die Eigenschaften für jedes Objekt erhoben und ggf. gepflegt werden. Dies 
kann bei einer größeren Anzahl von Objekten und schwierig zu erhebenden Eigenschaften 
sehr aufwendig sein. 

 
Sind die für das eigenschaftsbasierende Filtern geforderten Voraussetzungen nicht erfüllt, 

bietet sich in einigen Fällen das Kollaborative Filtern an. Ein erstes Kriterium für die Einsatz-
fähigkeit des Verfahrens stellt die subjektive Prägung der Benutzerpräferenzen dar. Ist diese 
gegeben, lassen sich möglicherweise die Präferenz-Abhängigkeiten über Benutzer- und Ob-
jektgrenzen hinweg nutzen, welche den methodischen Kern von Collaborative-Filtering-
Verfahren bilden. Dies ist insbesondere dann der Fall, wenn Benutzergruppen existieren, wel-
che ähnliche Präferenzen für bestimmte Gruppen von Objekten aufweisen. 

Beim Automated Collaborative Filtering ist weiterhin zu beachten, daß für jeden Benutzer 
zunächst eine Reihe von Daten erhoben werden muß, bis ihm Empfehlungen unterbreitet 
werden können. Dazu ist es weiterhin erforderlich, daß in der Datenbank des Recommender-
Systems bereits eine ausreichende Anzahl von Benutzern gespeichert ist. 

Diese Voraussetzungen grenzen den Einsatzbereich des Automated Collaborative Filtering 
bereits recht genau ein. Das Verfahren findet typischerweise seinen Einsatz in Domänen, in 
denen die Objekte sich nicht anhand von objektiven Eigenschaften beschreiben lassen oder 
die Erhebung zu aufwendig wäre. Dies ist insbesondere im Unterhaltungssektor der Fall, wo 
zusätzlich die Präferenz für bestimmte Objekte ausgesprochen subjektiv ausfällt. Hier findet 
das Verfahren Verwendung bei der Empfehlung von Musik, Kino- und Videofilmen. Zur Zeit 
ist das typische Medium für solche Recommender-Systeme das Internet, womit der Zugang 
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jedem Internet-Teilnehmer ermöglicht wird: Mass Customization und One-to-One-Marketing 
wird ermöglicht. 

Neben den beschriebenen Möglichkeiten bietet Collaborative Filtering einige weitere inte-
ressante Vorteile gegenüber Feature Based Filtering. Einen zentraler Punkt bildet in diesem 
Zusammenhang der Gedanke der Virtuellen Community (Hagel III/Armstrong 1997). Virtuel-
le Communities sind interaktive Gemeinschaften von Organisationen und Personen, die über 
interaktive Medien kommunizieren (Paul/Runte 1999). Ein Recommender-System kann die 
Grundlage für eine Virtuelle Community bilden, obwohl sich zumindest beim Automated 
Collaborative Filtering die Benutzer nicht persönlich kennen müssen. Insbesondere der in 
Virtuellen Communities stattfindende Erfahrungsaustausch über Benutzergrenzen hinweg 
wird in vielen Recommender-Systemen sogar zum Aufhänger des Systems gemacht (z. B. 
Firefly, www.firefly.com; Moviecritic, www.moviecritic.com). Das betreffende Recommen-
der-System kann in diesem Falle für sich in Anspruch nehmen, daß die ausgegebenen Emp-
fehlungen auf der gemeinschaftlichen Erfahrung einer Virtuellen Community basieren und 
somit menschliches Wissen und Urteilsvermögen mit einbezieht. 

Zu weiteren interessanten Leistungseigenschaften des Collaborative Filtering gehört die ob-
jektübergreifende Art und Weise, anhand derer Empfehlungen zustande kommen. Das Ver-
fahren ist möglicherweise in der Lage, Objekte zu empfehlen, die von ihren objektiven Eigen-
schaften her ausgesprochen unähnlich zu den Objekten sind, die der aktive Benutzer kennt 
und dem System als hoch präferiert gemeldet hat. Die Ähnlichkeit zu den bereits bekannten 
Objekten kann über Sachverhalte vorliegen, die anhand von Eigenschaften nicht zu erfassen 
sind, und nur über die virtuelle Community der Benutzer des Recommender-Systems aufge-
deckt werden können. 

Auf der andere Seite verfügt das Verfahren auch über Nachteile, die den sinnvollen Einsatz 
in einigen Domänen erschweren oder unmöglich machen. Zum ersten ist zu nennen, daß die 
über Collaborative Filtering erzeugten Prognosen einen �Black-Box-Charakter� besitzen. Die 
Berechnung erfolgt über eine große Anzahl von Daten und ist damit in der Regel nicht beson-
ders transparent. Wie eine bestimmte Empfehlung zustande gekommen ist, läßt sich exakt nur 
schwer nachvollziehen. Eigenschaften von Objekten, selbst wenn sie erhebbar, verfügbar und 
relevant sind, werden nicht mit in die Prognose miteinbezogen. 

Weiterhin ist die sogenannte Bootstrapping-Phase bei Recommender-Systemen mit Auto-
mated Collaborative Filtering zu nennen, welche sich sowohl für neue Benutzer als auch für 
neue Objekte auswirkt. Neue Benutzer können ohne Daten in ihrem Benutzerprofil keine 
Empfehlungen über das Verfahren erhalten. Über neue Objekte muß zunächst eine Anzahl 
von Rating-Daten o.ä. vorliegen, bis das betreffende Objekt empfohlen werden kann. Insbe-
sondere in diesem Bereich ist Feature Based Filtering überlegen: Mit der Festlegung von Ei-



30 Individualisierung von Angeboten in Interaktiven Medien 

genschaftsausprägungen ist ein Objekt bereits empfehlbar, sobald der aktive Benutzer seine 
Partial-Präferenzen mitgeteilt hat. 

Abb. 7 faßt die Vor- und Nachteile sowie die typischen Einsatzbereiche von Feature Based 
und Collaborative Filtering zusammen. 
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 Feature Based Filtering Collaborative Filtering 
Voraus-
setzungen 

Objekte gut anhand objektiver 
Eigenschaften beschreibbar. 
Eigenschaften sind relevant für 
Präferenz. 
Angemessener Aufwand für die 
Erhebung der Objekt-
Eigenschaften oder Eigenschaf-
ten automatisch erhebbar. 
Präferenz eines Objektes wird 
durch Eigenschaften, weniger 
durch „Geschmack“ determi-
niert. 

Präferenz subjektiv geprägt. 
Präferenzbeziehungen über Benutzer- und 
Objektgrenzen hinweg. 
Existenz von Benutzergruppen mit ähnlichen 
Präferenzen für bestimmte Objektgruppen 
Angemessene Erhebbarkeit von Präferenzen 
für eine Reihe von Objekten, bis Prognosen 
durchgeführt werden können. 
Ausreichende Anzahl von Benutzerprofilen. 

Typischer 
Einsatzbe-
reich 

Technische Produkte. 
„Geschmack“ spielt bei der Prä-
ferenz untergeordnete Rolle 
oder Produkte sind trennscharf 
in Kategorien einzuordnen. 

Objekte nicht anhand objektiver Eigenschaften 
beschreibbar oder Erhebung zu aufwendig. 
Active Collaborative Filtering: 
Informationsmanagement in Arbeitsgruppen. 
Automated Collaborative Filtering: 
Recommender-Systeme, One-to-One-
Marketing. 

Vorteile Verfahren arbeitet sofort nach-
dem der Benutzer seine Eigen-
schafts-Präferenzen abgege-
ben hat. 
Transparente Berechnung von 
Präferenzen. 
Prognoseergebnis kann voll-
ständig erklärt werden. 
Filter-Ergebnisse können durch 
Änderung der Eigenschafts-
ausprägungen leicht „kontrol-
liert“ werden. 
Durchführung von spezifischen 
Suchen nach Objekten mit be-
stimmten Eigenschaften mög-
lich. 

Deckt Beziehungen zwischen Benutzern und 
Objekten auf, die nicht mit objektiven Eigen-
schaften beschreibbar sind. 
Ermöglicht Erfahrungsaustausch zwischen 
einer hohen Anzahl von Benutzern, die sich 
nicht zwingend persönlich kennen müssen. 
Verwendet menschliches Wissen und 
Urteilsvermögen, Nutzung des Community-
Gedankens. 
Einsatzfähigkeit in Bereichen, in denen die 
Erhebung von objektiven Eigenschaften nicht 
möglich oder aufwendig wäre. 
Findet interessante Objekte, die nicht anhand 
von Eigenschaften gefunden worden wären. 
Findet interessante Objekte, auch wenn nicht 
danach gesucht wurde. 

Nachteile Subjektive Eigenschaften von 
Objekten nicht einbeziehbar. 
Individueller Geschmack o.ä. 
anhand von durchgängigen 
Eigenschaften nicht darstellbar.
Eigenschaften müssen für je-
des Objekt erhoben und ggf. 
gepflegt werden. 

Black-Box-System. 
Keine Prognose für neue Benutzer mit leerem 
Benutzerprofil möglich. 
Keine Prognose für neue Objekte möglich. 
Bootstrapping-Problematik: Minimum an Be-
nutzerprofilen notwendig, um sinnvolle Emp-
fehlungen abgeben zu können. 
Eigenschaften von Objekten werden nicht mit 
einbezogen, selbst wenn diese verfügbar und 
relevant sind. 

Abb. 7: Vor- und Nachteile von Feature Based und Collaborative Filtering 



32 Individualisierung von Angeboten in Interaktiven Medien 

2.9 Feature Guided Collaborative Filtering 

Die spezifischen Nachteile von Feature Based und Collaborative Filtering versucht man, 
durch die Kombination der beiden Methoden zu beheben. Man spricht bei diesem Ansatz von 
Feature Guided Collaborative Filtering oder auch Content Based Collaborative Filtering 
(Pazzani 1998). 

Dabei wird die Menge der Objekte durch einen Eigenschaftsraum partitioniert, so daß auf 
Basis der Eigenschaften eine vergleichsweise trennscharfe Vorauswahl der Objekte stattfin-
den kann. Die Präferenz für die verbleibenden Objekte wird über Collaborative Filtering er-
mittelt. Zur Ähnlichkeitsbestimmung zwischen den Benutzern können hier neben den vorlie-
genden Rating-Daten für Objekte auch die Partial-Präferenzen der Benutzer verwendet wer-
den. 

Der Vorteil dieser Vorgehensweise liegt in der Kombination der Stärken von Feature Based 
und Collaborative Filtering, wobei eine Reihe von Nachteilen der beiden Verfahren vermie-
den werden kann (Balabanovic 1997). Zum einen läßt sich durch das Feature Based Filtering 
eine effiziente Vorselektion von Objekten vornehmen, soweit dies anhand von Eigenschaften 
möglich ist. Der Ansatz des Collaborative Filtering übernimmt anschließend die Einbringung 
menschlicher Erfahrung und Urteilsvermögen in den Bereichen, in denen Objekteigenschaften 
versagen. Abb. 8 stellt die Verwendung von Eigenschaften und menschlichem Urteilsvermö-
gen in den beiden unterschiedlichen Richtungen Feature Based und Collaborative Filtering 
sowie in der Kombination der Verfahren gegenüber. 

Einschränkend muß erwähnt werden, daß in den jeweiligen Domänen die allgemeinen Vor-
aussetzungen für beide Ansätze zumindest teilweise erfüllt sein müssen. So muß die verfüg-
bare Eigenschaftsinformation für die Objekte für die Partitionierung relevant sein. Analog gilt 
dies für die oben beschriebenen Voraussetzungen für das Collaborative Filtering. 

Somit sind die typischen Anwendungsgebiete von Feature Guided Collaborative Filtering 
subjektiv geprägte Domänen mit einer breiten Auswahl von Objekten, in denen eine Reihe 
von Eigenschaften leicht erhebbar oder bereits verfügbar sind (z. B. Websites, Bücher und 
Restaurants). Beispiele für Feature Guided Collaborative Filtering finden sich in 
Balabanovic/Shoham (1997), Delgado/Ishii (1998), Pazzani (1998) und Delgado/Ishii (1999). 
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Einbeziehung von menschlichem Urteilsvermögen
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Abb. 8: Vergleich verschiedener Filter-Verfahren4 

                                                 
4 Quelle: eigene Erstellung 





 

3 Automated Collaborative Filtering 
Wie in Abschnitt 2.5 ff. beschrieben, basieren Collaborative-Filtering-Verfahren auf dem 

Gedanken, daß man über eine Gruppe von Personen verfügt, die in einen automatischen Er-
fahrungsaustausch einbezogen werden soll. Die Benutzer geben ihre individuellen Präferen-
zen für eine Anzahl von Objekten ab. Möchte sich nun eine bestimmter Benutzer, bezeichnet 
als �aktiver Benutzer�, eine individuelle Empfehlung über für ihn interessante oder präferierte 
Objekte geben lassen, wird zunächst aus der hohen Anzahl unterschiedlicher Benutzer eine 
Reihe ähnlicher Benutzer identifiziert. Die Bewertungen dieser Benutzer werden dann ver-
wendet, um dem aktiven Benutzer eine individuell für ihn passende Empfehlung auszugeben. 
Einrichtungen oder Systeme, die solche Empfehlungen liefern können, werden als Recom-
mender-Systeme bezeichnet (vgl. Abschnitt 2.4.2). 

Wie in den vorangehenden Abschnitten bereits deutlich wurde, können sich Collaborative-
Filtering-Verfahren in einer Reihe von wesentlichen Punkten unterscheiden. Bei den in dieser 
Arbeit untersuchten Varianten handelt es sich um Automated Collaborative Filtering. Diese 
Verfahrensklasse erlaubt eine vollständige Automatisierbarkeit bei einer hohen Anzahl von 
Benutzern. Die Benutzer brauchen sich untereinander nicht persönlich zu kennen. Nur diese 
Art von Collaborative-Filtering-Verfahren ermöglichen die massenhafte Individualisierung 
von Marketing-Instrumenten und Angeboten. Fast alle modernen Recommender-Systeme 
basieren auf dieser Verfahrensklasse. Wenn im folgenden kurz von Collaborative Filtering 
gesprochen wird, steht jeweils das Automated Collaborative Filtering im Fokus der Betrach-
tungen. 

3.1 Collaborative Filtering als Missing-Value-Problem 

3.1.1 Datenmatrix, Objekte und Merkmale 

In Recommender-Systemen werden Objekte empfohlen. Kommen dabei Collaborative-
Filtering-Algorithmen zum Einsatz, erfolgt die Empfehlung über Algorithmen, die bestimmte 
Strukturen in der Datenbasis über Benutzergrenzen hinweg erkennen und nutzen. 

Wie im folgenden dargestellt wird, lassen sich Recommender-Systeme als ein sogenanntes 
Missing-Value-Problem auffassen. Die bei Missing-Value-Problemen zugrundegelegte Da-
tenbasis stellt eine endliche Objektmenge dar, deren Elemente anhand der Ausprägungen ei-
ner Merkmalsmenge charakterisiert werden. Alle Merkmalsausprägungen der Objekte werden 
in einer Datenmatrix U = (uij)M,N zusammengefaßt, deren Zeilen durch die Objekte und deren 
Spalten durch die Merkmale repräsentiert werden (Bankhofer 1995). 
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Die Matrix U kann fehlende Werte enthalten. Die Ausprägung eines fehlenden Wertes wird 
�missing� genannt. Fehlende Werte werden durch einen punktförmigen Platzhalter (⋅) dar-
stellt. 

Die in Recommender-Systemen zugrundegelegte Datenmatrix (s. Abschnitt 2.7.2) läßt sich 
als die im Zusammenhang der Missing-Value-Analyse verwendete Datenmatrix auffassen. 
Dabei werden die �Objekte� in der Missing-Value-Analyse als �Benutzer� aufgefaßt. Die in 
der Missing-Value-Analyse verwendeten �Merkmale� werden als �Objekte� bezeichnet (Abb. 
9). 

 

Entität Missing-Value-Problem 
Recommender-System bzw. 
Collaborative-Filtering-Problem 

Zeile Objekt Benutzer 
Spalte Merkmal Objekt 

Abb. 9: Recommender-Systeme als Missing-Value-Problem 

Im Falle des im Rahmen dieser Arbeit durchgeführten Experiments �Linxx� werden die 
Objekte repräsentiert durch die am Experiment teilnehmenden Benutzer und die Merkmale 
durch Websites. Bei den Elementen in der Datenmatrix handelt es sich um Bewertungen von 
Websites, von denen ein Teil die Ausprägung �missing� besitzt. 

Ein Unterschied zwischen Missing-Value-Problemen und Recommender-Systemen ist je-
doch, daß bei den erstgenannten in der Regel von einer vergleichsweise vollständigen Daten-
matrix mit relativ wenigen fehlenden Daten ausgegangen wird. Ein typischer Wert liegt bei 5-
10% Anteil fehlender Daten (Bankhofer 1995). Bei Recommender-Systemen liegt dieser Wert 
substantiell höher. Er kann ohne weiteres 90% übersteigen. 

Bevor auf geeignete Missing-Value-Verfahren für Recommender-Systeme eingegangen 
wird, sollen zunächst kurz die Ursachen für fehlende Daten ganz allgemein umrissen werden. 
Hier stellt sich vor allen Dingen die Frage, ob mit einem systematischen oder unsystemati-
schen Ausfallmechanismus gerechnet werden kann, in anderen Worten also, ob von einem 
zufälligen oder nicht zufälligen Fehlen der Daten ausgegangen werden muß. 

Da nur auf Basis eines bekannten Ausfallmechanismus eine angemessene Behandlung der 
fehlenden Werte durchgeführt werden kann, werden nachfolgend einige Ansätze zur Struktur-
analyse der Datenmatrix dargestellt. Anhand der hierdurch gewonnenen Erkenntnisse über 



Collaborative Filtering als Missing-Value-Problem 37 

das unvollständige Datenmaterial werden nachfolgend Verfahren und Konzepte vorgestellt, 
mit denen die adäquate Aufbereitung der Datenbasis bzw. die Datenanalyse durchgeführt 
werden kann. 

3.1.2 Ursachen fehlender Daten 

Die Gründe für das Fehlen von Daten können vielfältig sein. Im wesentlichen lassen sich 
diese Gründe in zwei Klassen aufteilen. Zum einen lassen sich Missing Values mit einer wie 
auch immer geartete Fehlerhaftigkeit des Analysedesigns oder -ablaufs in Zusammenhang 
bringen. 

Für fehlerhafte Missing Values lassen sich insbesondere die folgenden Gründe hervorheben 
(Schnell 1986, S. 24-58): 
• Fehlerhaftes oder mangelhaftes Untersuchungsdesign, 
• Antwortverweigerung im Rahmen einer Befragung, 
• Mangelndes Wissen oder unzureichende Antwortmotivation des Befragten, 
• Unaufmerksamkeit eines Beobachters, 
• Unvollständigkeit von Sekundärdaten, 
• Codierungs- und Übertragungsfehler der Daten. 

Zum anderen können aber auch Analysen und Systeme in fundamentaler Weise auf Missing 
Values basieren. Missing Values sind dann eine durch das Verfahren oder das System beding-
te Eigenschaft und drücken keine Fehlerhaftigkeit aus. Die in dieser Arbeit anzutreffenden 
Missing Values fallen in diese Kategorie. 

3.1.3 Ausfallmechanismen 

Die im vorigen Abschnitt beispielhaft angesprochenen Ausfallursachen können zu einer 
unvollständigen Datenbasis führen, also einer Datenmatrix mit fehlenden Werten. Den feh-
lenden Werten muß dabei durch Einbeziehen des jeweiligen Ausfallmechanismus Rechnung 
getragen werden. In der Literatur wird hier von �missing data mechanism� (Rubin 1976), 
�Ausfallmechanismus� (Bankhofer/Praxmarer 1998, S. 110), �response mechanism� oder 
�Antwortmechanismus� (Schwab 1991, S. 6) gesprochen. 

Grundsätzlich sind zwei Arten von Ausfallmechanismen zu unterscheiden: 
• Systematisch fehlende Daten (d. h. nicht zufällig fehlende Werte) 
• Unsystematisch fehlende Daten (d. h. zufällig fehlende Werte) 

Die Definitionen von systematischen bzw. unsystematischen Ausfallmechanismen gehen 
auf einen Aufsatz von Rubin (Rubin 1976) zurück. Rubin bezeichnet Daten als �missing at 
random� (MAR), wenn das Fehlen der Daten unabhängig von der Ausprägung des Merkmals 
selbst ist. Daten gelten als �observed at random� (OAR), wenn das Fehlen der Daten unab-
hängig von den Ausprägungen anderer Merkmale im selben Objekt ist. Die Eigenschaft �mis-
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sing completely at random� (MCAR) gilt schließlich für Daten, für die sowohl MAR als auch 
OAR gilt (Schwab 1991, S. 7). In diesem Falle hängt die Existenz der Daten weder von feh-
lenden noch von existierenden Merkmalen ab. Die Ausfallwahrscheinlichkeit der Daten be-
sitzt also keinerlei Relation zur Existenz oder den Ausprägungen anderer Daten. 

 
MAR Missing at random. 

Antwortrate ist unabhängig von der Ausprägung des Merkmals selbst. 
OAR Observerd at random. 

Antwortrate ist unabhängig von den Ausprägungen anderer Merkmale. 
MCAR Missing completely at random. 

MAR und OAR treffen zu. 

Abb. 10: Voraussetzungen für unsystematische Ausfallmechanismen 

Zur Verdeutlichung folgen einige Beispiele. In einer Befragung werde auch nach dem Ein-
kommen gefragt. Einige Befragte verweigern dabei die Antwort. Die Daten sind MAR, falls 
die Ausfallwahrscheinlichkeit nicht von der Höhe des Einkommens selbst abhängt. Ist jedoch 
die Antwortverweigerungsrate bei Personen mit einem überdurchschnittlichen Einkommen 
höher als bei Personen mit niedrigem Einkommen, so gilt die Eigenschaft MAR nicht. 

Möglich wäre auch, daß die Ausfallwahrscheinlichkeit zwar unabhängig vom Einkommen 
ist, aber von anderen Merkmalen wie z. B. dem Alter abhängt. In diesem Falle gilt zwar 
MAR; allerdings ist das Fehlen der Daten von den Ausprägungen anderer Merkmale abhän-
gig, womit die Eigenschaft OAR verletzt wäre. Ist die Antwortrate für das Merkmal �Ein-
kommen� vollkommen unabhängig sowohl vom Einkommen selbst als auch von allen ande-
ren Merkmalsausprägungen der befragten Person, dann und nur dann gilt MCAR. 

 
Unsystematische Ausfallmechanismen liegen in Fällen von Einflußfaktoren vor, welche 

nicht unmittelbar mit einzelnen Merkmalen oder Objekten zusammenhängen. Zu den typi-
schen Einflußfaktoren für unsystematische Ausfallmechanismen zählen beispielsweise Un-
aufmerksamkeit beim Ausfüllen von Fragebögen oder des Untersuchungspersonals bei der 
Datenauswertung (Bankhofer/Praxmarer 1998). Zufällig fehlende Daten verzerren das Unter-
suchungsergebnis in der Regel kaum oder gar nicht. 

Anders kann die mangelnde Berücksichtigung von systematischen Ausfallmechanismen er-
hebliche Verzerrungen im Rahmen der Datenauswertung zur Folge haben. Beispielsweise 
fiele die Schätzung des Einkommens auf Basis des Mittelwertes der vorhandenen Daten zu 
niedrig aus, wenn relativ gesehen mehr Personen mit höherem Einkommen die Antwort ver-
weigert hätten. Man erkennt, daß die Berücksichtigung des Ausfallmechanismus in der Da-
tenanalyse notwendig ist, falls ein systematischer Ausfallmechanismus vorliegt. 

Einschränkend kann ein systematischer Ausfallmechanismen nur dann adäquat berücksich-
tigt werden, wenn dieser bekannt ist. So wäre es in dem Beispiel oben notwendig, die Aus-
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fallwahrscheinlichkeit des Merkmals �Einkommen� in Abhängigkeit von der Höhe des 
Einkommens festzustellen und möglichst genau zu modellieren. 

Es wird deutlich, daß im Rahmen der Datenanalyse zunächst genaue Kenntnisse über den 
zugrunde liegenden Ausfallmechanismus gesammelt werden müssen. Nur so kann eine ange-
messene Berücksichtigung des Mechanismus erzielt werden. 

3.1.4 Strukturanalyse 

Im Rahmen der Strukturanalyse wird versucht, Erkenntnisse über die Abhängigkeit der 
Missing-Value-Struktur vom Fehlen bzw. den Ausprägungen anderer Merkmale zu gewinnen. 

Im Rahmen der Strukturanalyse ist jedoch nur ein Teil der Abhängigkeiten innerhalb des 
Datenmaterials überhaupt ermittelbar. Somit ergeben sich stets lediglich notwendige, aber 
keine hinreichenden Bedingungen für die Existenz eines unsystematischen Ausfallmechanis-
mus. So ist es beispielsweise nur unter bestimmten Voraussetzungen möglich, Anhaltspunkte 
über das Vorliegen der Eigenschaft MAR zu gewinnen. Trotzdem lassen sich durch die Struk-
turanalyse wertvolle Erkenntnisse für eine ggf. notwendige Modellierung des Ausfallmecha-
nismus oder für die Auswahl eines geeigneten Missing-Data-Verfahrens gewinnen. 

Bei der Strukturanalyse lassen sich prinzipiell drei Ansätze unterscheiden (Bankhofer 1995, 
S. 29 ff.): 
1. Bei der deskriptiven Analyse lassen sich Kennzahlen berechnen, anhand derer die Struktur 

der Datenmatrix, insbesondere das Verhältnis von fehlenden zu existierenden Werten und 
ggf. Konzentrationstendenzen von Missing Values innerhalb der Matrix ermittelt werden 
können. 

2. Mit der explorativen Analyse lassen sich Abhängigkeiten innerhalb der Datenmatrix auf-
decken. Dabei wird nach Zusammenhängen innerhalb der Daten gesucht, anhand derer auf 
Abhängigkeiten von Missing Values geschlossen werden kann. 

3. Im Rahmen der induktiven Analyse werden statistische Tests durchgeführt. Dabei können 
u. a. Tests auf Konzentrationen von Missing Values in bestimmten Bereichen der Matrix 
sowie Tests auf einen unsystematischen Ausfallmechanismus durchgeführt werden. 

Bei der deskriptiven Analyse sollen möglichst aussagefähige Kennzahlen in bezug auf die 
fehlenden Daten ermittelt werden. Als Grundlage zur Berechnung vieler Missing-Data-Maße 
dient die Indikator-Matrix V, die sich auf die Datenmatrix U bezieht und wie folgt definiert 
wird (Rubin 1976, S. 583): 
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mit vij = 1 falls uij vorhanden, sonst vij = 0. 
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Die Indikator-Matrix besteht aus Binärparametern vij, welche die Existenz (1) oder das Feh-
len (0) der Elemente uij der Datenmatrix U anzeigen. Aus der Indikator-Matrix läßt sich eine 
Reihe von Kennzahlen ermitteln. Die Liste der in der Literatur gebräuchlichen Kennzahlen ist 
recht umfangreich. Exemplarisch seien aufgeführt: 
• Absolute und relative Anzahl der fehlenden Daten bei Objekt i oder Merkmal j (Rummel 

1970, S. 266), 
• absolute und relative Anzahl fehlender Daten in der Datenmatrix, 
• weitere Indikator-Variablen, wie z. B. �Objekt i vollständig�, d. h. es liegen bei Objekt i 

keine fehlenden Daten vor (Cohen/Cohen 1975, S. 265 ff.), 
• Korrelationskoeffizienten, die den Zusammenhang von paarweise fehlenden Objekten 

oder Merkmalen beschreiben (Brown 1983, S. 282 ff.). Hierfür werden zusätzliche Indika-
tor-Variablen erzeugt, welche die paarweise Existenz von Daten indizieren. 

In Datenmatrizen, auf die Collaborative-Filtering-Verfahren angewendet werden, liegt in 

der Regel ein hoher Anteil fehlender Werte vor. Aus diesem Grunde beziehen sich die im 

Zusammenhang zu nennenden Maße auch auf die existierenden, nicht nur auf die fehlenden 

Daten. Von Belang sind beispielsweise die Anzahl und der Anteil existierender Werte in der 

Datenmatrix sowie die Anzahl, der Anteil und die Verteilung existierender Werte je Objekt 

bzw. Merkmal. 

Im Rahmen der explorativen Analyse wird nach Zusammenhängen innerhalb der unvoll-
ständigen Datenmatrix gesucht. Die Untersuchung hat zum Ziel, ggf. Abhängigkeitsbeziehun-
gen der fehlenden Werte aufzudecken. Wie auch bei der deskriptiven Analyse spielt in diesem 
Zusammenhang die Indikator-Matrix V die dominierende Rolle. Abb. 11 faßt die Ansätze der 
explorativen Analyse zusammen (Bankhofer 1995, S. 47). 

 

Zielsetzung 
Untersuchte 
Eigenschaft Ausgangspunkt Methoden 

Abhängigkeit vom Fehlen der 
Daten bei anderen Merkmalen 
bzw. Objekten 

MAR, OAR Indikator-Matrix V Korrelationsanalyse 
Faktorenanalyse 
Clusteranalyse 
Dependenzanalyse 

Abhängigkeit von den Merk-
malsausprägungen bei ande-
ren Merkmalen bzw. Objekten 

OAR Datenmatrix U, 
Indikator-Matrix V 

Korrelationsanalyse 
Dependenzanalyse 

Abb. 11: Explorative Analyseansätze 

Bei den korrelationsanalytischen Ansätzen werden die Korrelationsbeziehungen der Indika-
tor-Matrix V mit sich selbst bzw. mit der Datenmatrix U untersucht. Lösel und Wüstendorfer 
(1974, S. 345) schlagen hierzu die Durchführung einer Interkorrelationsanalyse zwischen den 



Collaborative Filtering als Missing-Value-Problem 41 

Matrizen vor. Im Rahmen der induktiven Analyse (s. folgender Abschnitt) läßt sich dann tes-
ten, ob die Korrelationskoeffizienten signifikant von null abweichen. In diesem Fall ist von 
einer Abhängigkeit auszugehen. 

Das Ergebnis der Korrelationsanalyse ist eine Korrelationsmatrix. Diese Matrix dient wie-
derum als Basis für anschließende Analysen wie der Faktorenanalyse. Bei der Faktorenanaly-
se dürfen die errechneten Faktorladungen nicht substantiell hoch sein. In diesem Falle ist von 
einer Abhängigkeit der fehlenden Werte und den Faktoren auszugehen. Bei niedrigen Faktor-
ladungen kann hingegen nicht direkt auf eine Abhängigkeit geschlossen werden. 

Weiterhin kann eine Clusterung von Objekten bzw. Spalten mit ähnlichen Mustern fehlen-
der Werte durchgeführt werden. Bilden sich große Cluster, in denen die Objekte bzw. Merk-
male große Ähnlichkeiten bzgl. ihrer Missing-Data-Muster aufweisen, kann ebenfalls von 
einer Abhängigkeit innerhalb der Cluster und damit von einem systematischen Ausfallmecha-
nismus ausgegangen werden. Bei der Dependenzanalyse schließlich wird eine Abhängigkeit 
einzelner Objekte bzw. Merkmale von den Ausprägungen oder Missing-Data-Mustern anderer 
Objekte bzw. Merkmale modelliert. 

Die Möglichkeiten der deskriptiven und explorativen Analyse im Hinblick auf die Erfas-
sung von Abhängigkeitsbeziehungen der fehlenden Werte sind beschränkt. Die induktive 
Analyse stellt sich die Aufgabe, Hypothesen aufzustellen und zu testen. In bezug auf fehlende 
Werte können unterschiedliche Hypothesen aufgestellt werden. 

So können beispielsweise Tests auf Häufungen fehlender Daten durchgeführt werden. Da-
bei lassen sich fehlende Daten als �seltene Ereignisse� in der Datenmatrix interpretieren 
(Lösel/Wüstendorfer 1974, S. 344). Damit wird das hypothetische Modell einer Poisson-
Verteilung zugrunde gelegt. Bei dem Test wird geprüft, ob die Anzahl der fehlenden Daten in 
den Objekten bzw. Merkmalen poissonverteilt ist. 

Zudem bietet sich im Rahmen der deskriptiven und explorativen Analyse keine Möglich-
keit, eine Abhängigkeit der fehlenden Werte von den Ausprägungen eben dieser Werte zu 
ermitteln. Dies ist nur mit Hilfe der induktiven Analyse möglich, und auch nur dann, wenn die 
Verteilung der Grundgesamtheit bekannt ist. In diesem Falle können Anpassungstests der 
restlichen Werte an eine hypothethische Grundgesamtheit durchgeführt werden. Als mögliche 
Testverfahren werden in der Literatur der χ2-Anpassungstest und der Kolmogoroff-Smirnoff-
Test erwähnt (Bankhofer 1995, S. 72). Wenn die Anpassungshypothese nicht abgelehnt wer-
den kann, kann weiterhin von einem unsystematischen Ausfallmechanismus ausgegangen 
werden. 

Anzumerken ist, daß die induktive Analyse trotz allem nur notwendige Kriterien für das 
Vorliegen eines unsystematischen Ausfallmechanismus liefern kann. Eine positive Bestäti-
gung eines unsystematischen Ausfallmechanismus ist nur in Sonderfällen und dann auch nur 
mit externem Wissen über die Verteilung der Missing Values möglich. 
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Zusammenfassend bietet die Strukturanalyse die Möglichkeit, systematische Ausfallme-
chanismen aufzudecken, die bei Nichtberücksichtigung zu erheblichen Verzerrungen bei der 
Auswertung des unvollständigen Datenmaterials führen können. Nur bei genauer Kenntnis 
des Ausfallmechanismus ist eine Modellierung des Mechanismus denkbar (Schnell 1986, S. 
10). Dies ist jedoch meist schwierig und in praktischen Anwendungen oft kaum durchführbar 
(Bankhofer 1995, S. 85). 

Bei typischen Datensätzen, auf die das Verfahren des Collaborative Filtering angewendet 
wird, kann nicht von unsystematischen Ausfallmechanismen ausgegangen werden. Vielmehr 
müssen bestimmte systematische Ausfallmechanismen vorliegen, um das Verfahren über-
haupt geeignet erscheinen zu lassen. Hierauf wird weiter unten noch detaillierter eingegangen. 

3.1.5 Missing-Data-Verfahren 

Auf Basis der Ergebnisse der Strukturanalyse können verschiedene Verfahren zur Behand-
lung fehlender Daten zum Einsatz kommen. Schwab (1991, S. 4) unterteilt die möglichen 
Strategien in die drei Klassen Eliminierungsverfahren, Parameterschätzverfahren und Imputa-
tionsverfahren. Bankhofer (1995, S. 89 ff.) erweitert die Spannweite einsetzbarer Verfahren 
noch um Multivariate Analyseverfahren und Sensitivitätsbetrachtungen (Beale/Little 1975, S. 
130; Frane 1976, S. 409). 

Bei den Eliminierungsverfahren werden Objekte oder Merkmale mit fehlenden Werten aus 
der Datenmatrix entfernt. Sie werden im Rahmen der Analyse nicht beachtet. Bei den Para-
meterschätzverfahren werden bestimmte Parameter wie z. B. Mittelwerte oder Regressions-
koeffizienten geschätzt. Die Schätzung der Parameter erfolgt mit Algorithmen, die alle Objek-
te bzw. Merkmale, also auch die mit Missing Values, berücksichtigen und jeweils auf speziel-
le Schätzprobleme abgestimmt sind. Imputationsverfahren füllen die Datenmatrix mit Hilfe 
geeigneter Verfahren auf, so daß mit einer vollständigen Datenmatrix weitergearbeitet werden 
kann. 

Die multivariaten Analyseverfahren basieren direkt auf der unvollständigen Datenmatrix. 
Es handelt sich dabei in der Regel um geringfügig modifizierte, auf vollständigen Daten ba-
sierende multivariate Verfahren. Im Rahmen von Sensitivitätsanalysen wird schließlich die 
Spannweite möglicher Analyseergebnisse aufgezeigt, die durch das Fehlen und damit die Un-
bestimmtheit von Teilen der Datenmatrix entsteht. Eine Übersicht der Verfahren findet sich in 
Abb. 12 (Bankhofer 1995, S. 89). 
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Missing-Data-Verfahren Beschreibung Bedingung 
Eliminierungsverfahren Ausschluß unvollständiger Ob-

jekte bzw. Merkmale 
MCAR 

Imputationsverfahren Vervollständigung der Daten-
matrix durch Schätzung der 
fehlenden Werte 

MCAR oder MAR, ggf. Mo-
dellierung des Ausfallme-
chanismus 

Parameterschätzverfahren Schätzung von Parametern aus 
der unvollständigen Datenmat-
rix 

MCAR oder MAR 

Multivariate Verfahren Modifikation multivariater Ana-
lyseverfahren 

MCAR 

Sensitivitätsanalysen Vergleich verschiedener Aus-
fallmechanismen oder Missing-
Data-Verfahren 

Je nach Ausfallmechanis-
mus oder Missing-Data-
Verfahren unterschiedlich 

Abb. 12: Missing-Data-Verfahren 

3.1.5.1 Eliminierungsverfahren 

Die Klasse der Eliminierungsverfahren umfaßt Vorgehensweisen, die unvollständige 
Merkmale (Merkmalseliminierung) oder Objekte (Objekteliminierung) von der weiteren Un-
tersuchung ausschließen. Die anschließende Auswertung der Daten kann auf Basis einer redu-
zierten, aber vollständigen Datenmatrix durchgeführt werden. 

Eliminierungsverfahren sind nur unter der restriktiven Annahme MCAR uneingeschränkt 
anwendbar (Little/Rubin 1987, S. 39 f.). Wenn die Eliminierung ohne genaue Kenntnis des 
Ausfallmechanismus durchgeführt wird, kann es zu gravierenden Verzerrungen kommen, 
wenn ein systematischer Ausfallmechanismus vorliegt. 

Als Beispiel läßt sich wiederum die Antwortverweigerung bei höheren Einkommen anfüh-
ren. Liegt bei höheren Einkommen die Antwortwahrscheinlichkeit für das Einkommen nied-
riger, kommt es im Falle einer Eliminierung aller Personen mit Missing Values zu einer Un-
terschätzung des durchschnittlichen Einkommens. Auch multivariate Verfahren wie die Fak-
torenanalyse oder die Clusteranalyse können in diesen Fällen verfälschte Ergebnisse liefern, 
wenn überproportional viele Personen mit überdurchschnittlichem Einkommen eliminiert 
wurden. 

Sowohl bei der Objekteliminierung als auch bei der Merkmalseliminierung lassen sich 
prinzipiell zwei Ansätze unterscheiden. Bei der Complete-Case-Analysis werden nur die Ob-
jekte bzw. Merkmale weiterverwendet, die vollständig vorliegen (Toutenburg 1992, S. 198). 
Bei der Available-Case-Analysis werden die Objekte bzw. Merkmale mit Missing Values von 
der Analyse nicht ausgeschlossen, sondern die jeweils verfügbaren Merkmale bzw. Objekte 
für die Auswertung verwendet. 

Das Verfahren der Complete-Case-Analysis besitzt vor allem drei Vorteile. Erstens ist es 
einfach anzuwenden, da lediglich Zeilen bzw. Spalten aus der Datenmatrix gestrichen werden. 
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Zweitens kann anschließend mit einer vollständigen Datenmatrix weitergearbeitet werden. 
Dies erlaubt die uneingeschränkte Verwendung aller auf vollständigen Daten basierenden 
multivariaten Standardverfahren. Drittens wird die Vergleichbarkeit insbesondere univariater 
Statistiken gewährleistet, da die Analyse jeweils auf derselben Stichprobengröße basiert 
(Little/Rubin 1987, S. 40). 

Nachteilig wirkt sich bei der Complete-Case-Analysis allerdings das Streichen existieren-
der Werte aus. Der dadurch entstehende Informationsverlust kann in Relation zur Anzahl feh-
lender Werte vergleichsweise hoch ausfallen. Daher ist die Complete-Case-Analysis oft unbe-
friedigend, da die Untersuchungseinheiten in der Regel nicht grundlos gewählt wurden, und 
bei dieser Form der Eliminierung insgesamt nicht mehr für eine weitere Auswertung zur Ver-
fügung stehen (Bankhofer/Praxmarer 1998, S. 113). Aus diesem Grunde lassen sich Comple-
te-Case-Analysen oft nur bei einer geringen Anzahl von Missing Values oder bei einer ausrei-
chend großen Datenbasis sinnvoll einsetzen.  

Aus diesem Grunde ist der zweite Ansatz oft vorteilhafter. Bei der Available-Case-Analysis 
werden die Objekte bzw. Merkmale mit Missing Values von der Analyse nicht ausgeschlos-
sen, sondern jeweils alle verfügbaren Merkmale bzw. Objekte für die Auswertung verwendet. 

Beispielhaft für die Available-Case-Analysis sind die Berechnung von univariaten Statisti-
ken und Distanzen bei Objekten unter Missing Values, bei der nur die jeweils paarweise vor-
liegenden Werte verwendet werden (Bankhofer 1995, S. 93 ff.). Ebenso kann bei der Berech-
nung von Korrelationskoeffizienten verfahren werden. Zur Berechnung dienen hier ebenfalls 
nur paarweise vorliegende Werte. Ein wesentliches Problem bei diesem Vorgehen ist die 
schwierige Vergleichbarkeit der auf diese Weise berechneten Statistiken, da jeweils eine un-
terschiedliche Stichprobengröße bei der Berechnung zu Grunde gelegt wird. Hierzu wird wei-
ter unten noch eine Reihe von Vorschlägen unterbreitet. 

Interessant ist in diesem Zusammenhang, daß die Eliminierung von Objekten bzw. Merk-
malen als Optimierungsproblem aufgefaßt werden kann (Dempster 1971, S. 343). Als Ziel-
funktion dient hierbei der entstehende Informationsverlust durch die Eliminierung von Objek-
ten oder Merkmalen. Um möglichst wenige vorhandene Ausprägungen zu eliminieren, wird 
ein optimaler �Eliminierungsplan� aufgestellt, in dem die zu eliminierenden Zeilen und Spal-
ten festgelegt werden. Durch Einbindung geeigneter Nebenbedingungen wird erreicht, daß 
nach der Eliminierung keine Missing Values mehr existieren. Das entstehende Optimierungs-
problem ist durch Branch-and-Bound-Verfahren lösbar (Domschke/Drexl 1998, S. 125 ff.). 

3.1.5.2 Imputationsverfahren 

Das Problem des teilweise hohen Informationsverlustes bei Eliminierungsverfahren wird 
durch die Anwendung sogenannter Imputationsverfahren zu beseitigen versucht. Mit Hilfe 
dieser Verfahrensklasse werden fehlende Werte geschätzt und es wird die Datenmatrix ver-
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vollständigt. Da auch hier eine vollständige Datenmatrix erzeugt wird, kann anschließend 
ohne Einschränkung mit allen Standardverfahren weitergearbeitet werden. 

Des weiteren können auch Gründe vorliegen, welche die Anwendung von Imputationsver-
fahren statt Eliminierungsverfahren nicht nur vorteilhaft erscheinen lassen, sondern vielmehr 
zwingend erfordern. Dies ist beispielsweise der Fall, wenn nicht nur nachfolgende Analysen 
auf Grundlage der vollständigen Datenmatrix durchgeführt werden sollen, sondern vielmehr 
die fehlenden Daten selbst von Interesse sind. 

Imputationsverfahren lassen sich grob in die folgenden Klassen einteilen: 
1. Einfache Imputationsverfahren 
2. Imputationsverfahren innerhalb von Klassen 
3. Multivariate Imputationsverfahren 
4. Imputationsverfahren bei systematischen Ausfallmechanismen 

3.1.5.2.1 Einfache Imputationsverfahren 

Zu den einfachen Imputationsverfahren gehören die folgenden (Bankhofer/Praxmarer 1998, 
S. 114): 
• Imputation durch den Mittelwertschätzer, auch Mittelwertersetzung genannt. Je nach 

Skalenniveau kommen neben dem Mittelwert auch der Median oder der Modus in Be-
tracht. Dieser Imputationsschätzer erfordert die Voraussetzung MCAR. 

• Imputation durch den Verhältnisschätzer. Bei diesem Verfahren wird für ein möglichst 
hochkorreliertes Merkmal ermittelt, mit dessen Hilfe der fehlende Wert unter Annahme 
einer Proportionalitätsbeziehung geschätzt wird. In der Regel haben sowohl das erklären-
de als auch das fehlende Merkmal kardinales Skalenniveau (Ford 1976, S. 324). Für das 
Verfahren muß MAR gelten. 

• Imputation per Zufallsauswahl. Bei diesem Verfahren lassen sich wiederum zwei Varian-
ten unterscheiden: Erstens kann für jeden Missing Value eine zufällige Auswahl aus den 
existierenden Werten bei anderen Objekten bzw. Merkmalen verwendet werden. Der ge-
zogene Wert wird dann für die Imputation verwendet. Zweitens kann ein Zufallsgenerator 
direkt einen Wert ermitteln, der für die Imputation verwendet wird. Der Zufallsgenerator 
wird dabei so eingestellt, daß er die Verteilung des Merkmals korrekt abbildet (Schnell 
1986, S. 95). Hier muß die Bedingung MCAR gelten, da systematisch fehlende Daten 
keinem zufälligen Ausfallmechanismus unterliegen. 

• Imputation durch Experten-Ratings. Zur Imputation werden die Werte subjektiv durch 
Experten geschätzt, oder es werden Modelle verwendet, deren Parameter durch Experten 
ebenfalls subjektiv geschätzt werden. Wenn ein systematischer Ausfallmechanismus dem 
Experten bekannt ist, kann das Verfahren auch in diesen Fällen eingesetzt werden. Aller-
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dings muß selbstverständlich auch auf die Probleme hingewiesen werden, die sich durch 
die subjektiven Festlegungen des Experten ergeben können. 

Die Verwendung bestimmter Schätzwerte kann jedoch auch bei Vorliegen der notwendigen 
Eigenschaften (z. B. MCAR) zu Verzerrungen führen. Beispielsweise führt die Imputation 
von Mittelwerten zu einer Unterschätzung der Varianz. Eine Imputation per Zufallsauswahl, 
die sich an der Verteilung der zu imputierenden Werte orientiert, liefert unverzerrte Ergebnis-
se. 

3.1.5.2.2 Imputationsverfahren innerhalb von Klassen 

Ein weitere Klasse von Imputationsverfahren bilden die Imputationsverfahren innerhalb 
von Klassen. Das Prinzip dieser Verfahren basiert auf der Hypothese, daß die Objekte inner-
halb einer Klasse eine hohe Ähnlichkeit aufweisen. Damit basiert die Festlegung der fehlen-
den Werte auf den Ähnlichkeitsbeziehungen zwischen den Objekten. Ein wesentlicher Vorteil 
dieser Vorgehensweise ergibt sich aus der Forderung, daß die Eigenschaft MCAR nur inner-
halb der Klassen gelten muß. Man spricht hier von MCARC (�missing completely at random 
in classes�; Bankhofer 1995, S. 17 f.). 

Zur Festlegung der Klassen können zum einen herkömmliche Klassifikationsverfahren 
verwendet werden, bei denen die jeweils vorliegenden Daten zur Clusterung verwendet wer-
den. Zum anderen kann die Klassifikation auch auf Basis externer Informationen erfolgen. 
Anschließend können die oben vorgestellten einfachen Imputationsverfahren auf die einzel-
nen Klassen angewendet werden. 

Zusätzlich existieren noch speziell auf Imputationsklassen zugeschnittene Verfahrensvari-
anten, die in der Literatur als Cold-Deck- und Hot-Deck-Verfahren bezeichnet werden 
(Schnell 1986, S. 108 ff.). Beim Cold-Deck-Verfahren wird ausgehend von den einzelnen 
Klassen aus einer externen Quelle imputiert. Beim Hot-Deck-Verfahren werden Werte aus der 
Datenmatrix selbst imputiert. Hot-Deck-Verfahren lassen sich grundsätzlich in sequentielle 
und simultane Verfahren einteilen. Während bei den sequentiellen Hot-Deck-Verfahren die 
Imputation der Missing Values eines bestimmten Objektes oder Merkmals jeweils aus ver-
schiedenen Objekten bzw. Merkmalen erfolgen kann, werden bei den simultanen Verfahren 
aus jeweils einem einzigen vollständig vorliegenden Objekt oder Merkmal sämtliche Werte 
übernommen. 

Sowohl simultane als auch sequentielle Verfahren basieren dabei auf der Ähnlichkeit der 
Objekte untereinander. Entweder wird aus dem jeweils ähnlichsten Objekt imputiert, oder ein 
in der entsprechenden Klasse befindliches Imputations-Objekt wird zufällig ausgewählt. Der 
Imputations-Vektor muß dabei jedoch mindestens in allen zu imputierenden Werten vollstän-
dig vorliegen, um beim simultanen Hot-Deck-Verfahren überhaupt ausgewählt werden zu 
können (Ford 1976, S. 326). Bei großen Datenmatrizen mit hohen Anteilen von Missing Va-
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lues kann dies zu Problemen führen, insbesondere wenn nur wenige zur Imputation geeignete 
Vektoren vorliegen. 

Man erkennt, daß insbesondere die sequentiellen Hot-Deck-Verfahren den Collaborative-
Filtering-Verfahren bzgl. des methodischen Ansatzes sehr ähnlich sind. 

3.1.5.2.3 Multivariate Imputationsverfahren 

Neben den vorgestellten einfachen Imputationsverfahren existieren auch komplexere Ver-
fahren: Die Klasse der multivariaten Imputationsverfahren. Dabei wird die Imputation je nach 
Skalenniveau anhand verschiedener multivariater Verfahren vorgenommen, wie z. B. mittels 
Regressions-, Varianz-, Diskriminanz- oder Faktorenanalyse. Für alle multivariaten Imputati-
onsverfahren existiert eine Vielzahl von Varianten, die sich in bezug auf das Modell, die 
Schätzmethode und die zur Schätzung verwendeten Daten unterscheiden. Eine Übersicht gibt 
Bankhofer (Bankhofer 1995, S. 125 ff.). 

Prinzipiell basieren auch die multivariaten Imputationsverfahren auf der Annahme MCAR. 
Wenn jedoch alle Abhängigkeitsbeziehungen zwischen den Merkmalen bzw. Objekten durch 
das Verfahren erfaßt und ausreichend berücksichtigt werden, ist auch die weniger restriktive 
Eigenschaft MAR ausreichend (Little/Rubin 1987, S. 45). 

3.1.5.2.4 Imputationsverfahren bei systematischen Ausfallmechanismen 

Zu den an dieser Stelle ebenfalls zu nennenden Verfahren gehören auch die Imputationsver-
fahren bei systematischen Ausfallmechanismen. Bei diesen Verfahren wird der zugrunde lie-
gende systematische Ausfallmechanismus modelliert. Aus diesem Grunde muß genau bekannt 
sein, wie hoch die Ausfallwahrscheinlichkeit und die Verteilung der Ausprägungen der ausge-
fallenen Werte in Abhängigkeit der fehlenden und vorhandenen Daten ist. Basierend auf der 
Modellierung lassen sich dann entweder Erwartungswerte oder mit Hilfe des Modells trans-
formierte Zufallswerte imputieren, die der Verteilung des Ausfallmechanismus entsprechen 
(Greenless/Reece/Zieschang 1982, S. 253). Im Gegensatz zu anderen Imputationsverfahren 
sind bei der expliziten Modellierung des Ausfallmechanismus die Bedingungen MAR, OAR 
und MCAR nicht erforderlich, da der Ausfallmechanismus durch die Modellierung berück-
sichtigt wird. 

Zu den Imputationsverfahren bei systematischen Ausfallmechanismen gehört auch die 
Klasse der Automated-Collaborative-Filtering-Verfahren. 

3.1.5.3 Weitere Verfahren 

Neben den beiden weit verbreiteten Eliminierungs- und Imputationsverfahren existieren 
weitere Techniken, die im folgenden dargestellt werden. 

Parameterschätzverfahren stellen eine weitere Verfahrensklasse zur Behandlung fehlender 
Daten dar. In diese Verfahrensklasse fallen Methoden, bei denen direkt aus der unvollständi-
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gen Datenmatrix bestimmte Parameter geschätzt werden. Ermittelt werden meistens Mittel-
werte, Varianzen und Kovarianzen. Die Ergebnisse können anschließend in multivariaten 
Verfahren wie der Faktoren- oder Diskriminanzanalyse verwendet werden (Bankhofer/Prax-
marer 1998, S. 115). 

Im Gegensatz zu den Imputationsverfahren werden die fehlenden Werte selbst nicht ge-
schätzt. Dies wirkt sich in der Weise nachteilig aus, daß zur weiteren Auswertung nur Verfah-
ren in Frage kommen, die auf den ermittelten Parametern basieren. Da eben diese fehlenden 
Werte in dieser Arbeit von Interesse sind, wird an dieser Stelle auf Parameterschätzverfahren 
nicht näher eingegangen. Einen Überblick über eine Anzahl von Parameterschätzverfahren 
liefert Bankhofer (Bankhofer 1995, S. 156 ff.). 

Bei den multivariaten Analyseverfahren zur Behandlung von Missing Values handelt es 
sich in der Regel um geringfügige Modifikationen der entsprechend auf vollständigen Daten 
basierenden multivariaten Verfahren. Der Vorteil multivariater Analyseverfahren liegt in der 
vollständig integrierten Behandlung der unvollständigen Datenmatrix, bei dem auch das Ana-
lyseziel direkt erreicht wird. Die erzielten Ergebnisse können bei einer verhältnismäßig hohen 
Anzahl von fehlenden Werten jedoch verzerrt sein. 

Die bis hier angesprochenen Verfahren führen stets zu jeweils einem Analyseergebnis. Feh-
lende Werte in Datenmatrizen führen jedoch auch immer zu einer gesteigerten Varianz bzw. 
Unsicherheit. Mit Hilfe von Sensitivitätsanalysen versucht man, mehrere mögliche Analyse-
ergebnisse in Abhängigkeit unterschiedlicher Modellierungen des Ausfallmechanismus und 
verschiedener Missing-Data-Verfahren für die fehlenden Daten aufzuzeigen. Dabei können 
ggf. auch verwendete Parameter variiert und die Auswirkungen verglichen werden. 

Ein weiterer aus der Literatur bekannter Ansatz ist das Konzept der multiplen Imputation 
(Rubin 1987). Die Idee ist hierbei, daß jedes Missing-Data-Verfahren immer ein Modell des 
Ausfallmechanismus heranzieht, wie in den meisten Fällen den unsystematischen Ausfallme-
chanismus. Die multiple Imputation verwendet hingegen verschiedene Ausfallmechanismen 
und gelangt so zu unterschiedlichen Ergebnissen. Damit kann die Sensitivität der Analyseer-
gebnisse in Abhängigkeit des unterstellten Ausfallmechanismus aufgezeigt werden. Statt ei-
nes einzelnen Resultates wird also vielmehr die Spannweite möglicher Ergebnisse aufgezeigt. 

Durch die Variation der Missing-Data-Verfahren können durch geeignete Validierungs-
methoden auch die am besten geeigneten Verfahren für bestimmte Missing-Value-Probleme 
identifziert werden. Eine solche Vorgehensweise wird in Abschnitt 6 angewendet, in der eine 
Reihe von Verfahrens- und Parametervariationen im Hinblick auf die Prognosegüte von Col-
laborative-Filtering-Algorithmen untersucht wird. 
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3.1.6 Zur Effizienz von Missing-Value-Verfahren 

Oben wurden verschiedene Verfahren zur Behandlung von Missing Values dargestellt. Zur 
Frage, welches Missing-Data-Verfahren am besten geeignet ist, existiert eine Anzahl von 
Studien in der Literatur. Bankhofer (Bankhofer 1995, S. 189) gibt einen Überblick über eine 
Auswahl von Simulationsstudien zur Effizienz von Missing-Data-Verfahren. 

Eine Analyse von Schnell vergleicht eine Reihe unterschiedlicher Missing-Data-Verfahren 
(Schnell 1985). Das wesentliche Ergebnis der Analyse ist, daß ein durchgängig am besten 
geeignetes Missing-Data-Verfahren nicht existiert. Alle untersuchten Verfahren sind sensibel 
in bezug auf den zugrundegelegten Ausfallmechanismus. Die Auswahl einer geeigneten Stra-
tegie bzw. eines geeigneten Missing-Data-Verfahrens hat stets unter Abwägung der an die 
Daten gestellten Anforderungen, der Struktur der Daten, der Zielsetzung der Analyse sowie 
der spezifischen Vor- und Nachteile der einzelnen Strategien zu erfolgen. 

Eine Studie von Kim und Curry zeigt, daß bei Vorliegen von MCAR und schwach 
interkorrelierenden Daten die Einbeziehung aller Daten (Available-Case-Analysis) im 
Vergleich zu entsprechenden Eliminierungsverfahren (Complete-Case-Analysis) durchgängig 
besser abschneidet (Kim/Curry 1977). Bei stark korrelierenden Merkmalen dreht sich das 
Resultat jedoch um (Haitovsky 1968). Hier bieten Eliminierungsverfahren Vorteile. 

Zu beachten ist bei diesen Studien jedoch, daß diese Auswertungen auf Simulationsstudien 
beruhen, bei denen der zugrundeliegende Datensatz einschließlich der vorliegenden Merk-
malskorrelationen künstlich erzeugt wurde. In realen Datensätzen liegen die fehlenden Werte 
jedoch nicht vor, es sei denn, sie wurden künstlich eliminiert. In diesen Fällen muß also stets 
unterstellt werden, daß die auf den vorhandenen Daten ermittelten Korrelationen und die bei 
vollständigen Daten vorliegenden Korrelationen gleich sind. 

Weiterhin handelt es sich bei den angeführten Studien um Missing-Data-Probleme, die im 
Vergleich mit Collaborative-Filtering-Verfahren über einen relativ geringen Anteil von Mis-
sing Values verfügen, der in der Regel weniger als 10% beträgt. In Collaborative-Filtering-
Anwendungen liegen die Missing-Value-Anteile oft über 90%. 

Der direkte Transfer der Ergebnisse der aufgeführten Studien auf Collaborative-Filtering-
Datensätze ist also nicht ohne weiteres möglich. 

3.1.7 Geeignete Missing-Value-Verfahren für Recommender-Systeme 

Wie oben bereits angesprochen, lassen sich Recommender-Systeme als Missing-Value-
Probleme auffassen. Ziel geeigneter Verfahren ist es dabei, die fehlenden Werte der Daten-
matrix zu schätzen. Aus diesem Grunde kommen als geeignete Missing-Value-Verfahren nur 
Imputationsverfahren in Frage, da nur diese die fehlenden Werte in der Datenmatrix mit 
Schätzwerten ersetzen. 
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Die in Abschnitt 3.1.5.2 angesprochenen Imputationsverfahren basieren fast ausnahmslos 
auf der restriktiven Annahme MCAR oder MCARC (MCAR in Classes). Nur bei Vorliegen 
dieser Annahmen können diese Verfahren verwendet werden. Zu testen ist also zuerst, ob 
überhaupt von unsystematischen Ausfallmechanismen in der Datenmatrix bzw. innerhalb von 
Klassen ausgegangen werden kann. 

Die Annahme eines unsystematischen Ausfallmechanismus in Recommender-Systemen 
läßt sich zum einen empirisch überprüfen. Zusätzlich ist sie jedoch auch aus inhaltlichen 
Gründen problematisch. Dies gilt sowohl für die Bedingung MAR als auch für die Bedingung 
OAR. 
• MAR 

Die Bedingung MAR gilt, wenn die Antwortrate, welche sich als relative Bekanntheit eines 
Objektes verstehen läßt, unabhängig von der Ausprägung des Merkmals selbst ist. Nun könnte 
die Bekanntheit eines Objektes einen (positiven oder negativen) Einfluß auf die individuelle 
Bewertung haben. Ist dies der Fall, so läßt sich MAR nicht halten: Die Ausfallrate der Daten 
hängt von den Daten selbst ab. 

Bezogen auf Recommender-Systeme wäre also zu untersuchen, ob die Gültigkeit der Be-
dingung MAR gegeben ist. Dies läßt sich durch die Ermittlung der Korrelation zwischen der 
Bekanntheit und der mittleren Bewertung der betreffenden Objekte feststellen. Dieser Sach-
verhalt wird im Rahmen der empirischen Auswertung des in dieser Arbeit durchgeführten 
Feldexperimentes �Linxx� noch näher untersucht (4.2.5). 
• OAR 

Die OAR gilt, wenn die Antwortrate unabhängig von den Ausprägungen oder der Existenz 
von Ausprägungen anderer Merkmale ist. In Recommender-Systemen ließe sich jedoch un-
terstellen, daß bei einer hohen oder geringen Präferenz für bestimmte Objekte die Präferenz 
für bestimmte andere Objekte ebenfalls eher hoch bzw. gering ausfiele. Damit läge eine Ab-
hängigkeit von den Ausprägungen anderer Merkmale vor. 

Weiterhin kann auch die Existenz von Bewertungen für bestimmte Objekte die Präferenz 
für bestimmte andere Objekte beeinflussen. Hat jemand beispielsweise eine Präferenz für Ob-
jekt A und B, so beeinflußt möglicherweise allein die Kenntnis dieser Objekte die Präferenz 
für Objekt C, für das kein Wert vorliegt. 

 
Möglicherweise ist in Recommender-Systemen also die Annahme eines unsystematischer 

Ausfallmechanismus nicht haltbar. Dies ist empirisch überprüfbar. In diesem Falle müssen 
Imputationsverfahren bei systematischen Ausfallmechanismen herangezogen werden. Bei 
diesen Verfahren wird der zugrunde liegende systematische Ausfallmechanismus modelliert. 
Die Bedingungen MAR, OAR und MCAR sind dann nicht mehr erforderlich, da der Ausfall-
mechanismus durch die Modellierung berücksichtigt wird (Abschnitt 3.1.5.2.4). 
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Halten wir also an dieser Stelle fest: 
• Für Recommender-Systeme werden Imputationsverfahren benötigt. 
• Aus inhaltlichen und ggf. aus empirischen Gründen kann nicht von einem unsystemati-

schen Ausfallmechanismus ausgegangen werden. Dies ist für den in Frage stehenden Da-
tensatz zunächst zu überprüfen. 

• Bei systematischen Ausfallmechanismen liefern einfache Imputationsverfahren keine be-
friedigenden Ergebnisse. 

• Um systematische Ausfallmechanismen zu berücksichtigen, muß der Ausfallmechanismus 
modelliert bzw. bei der Imputation berücksichtigt werden. 

• Bei den in dieser Arbeit untersuchten Collaborative-Filtering-Verfahren handelt es sich 
um Imputationsverfahren. Mit Hilfe dieser Verfahren versucht man, systematische Aus-
fallmechanismen und strukturelle Abhängigkeiten in der Datenmatrix im Hinblick auf ei-
ne effiziente Imputation zu nutzen. 

3.2 Elemente von Collaborative-Filtering-Algorithmen 

Wie aus Abschnitt 3.1 hervorgeht, umfaßt der Begriff des Collaborative Filtering eine Viel-
zahl unterschiedlicher Verfahren und Vorgehensweisen. 

Oben wurde eine Eingrenzung der in dieser Arbeit betrachteten Varianten auf die Verfah-
rensklasse des Automated Collaborative Filtering durchgeführt. Diese Klasse ist im folgenden 
gemeint, wenn kurz von Collaborative Filtering gesprochen wird. Wie im vorangehenden Ab-
schnitt beschrieben, handelt es sich beim Collaborative Filtering um ein Missing-Value-
Verfahren. Dies erleichtert die Identifikation typischer Verfahrens-Elemente erheblich, wel-
che in den meisten Varianten des Collaborative Filtering anzutreffen sind (Abb. 13). 

Erhebung von Benutzerdaten

Proximitätsberechnung

Auswahl von Mentoren

Prognose  

Abb. 13: Typische Verfahrenselemente beim Collaborative Filtering 

Zunächst müssen Daten über den aktiven Benutzer erhoben und aufgezeichnet werden. 
Diese Daten dienen dazu, den Rating-Vektor des aktiven Benutzers in der Datenmatrix U mit 
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einigen Werten zu versehen. Die Aufzeichnung weiterer begleitender Daten ist ebenso mög-
lich. Nachdem eine Anzahl von Daten über einen Benutzer vorliegt, erfolgt die Proximitätsbe-
rechnung zwischen dem aktiven Benutzer und anderen in der Datenmatrix gespeicherten Be-
nutzern. Auf der Basis der erhaltenen Ähnlichkeitswerte wird eine Anzahl besonders ähnli-
cher Benutzer ausgewählt, welche als Mentoren bezeichnet werden. Anschließend werden die 
Benutzerprofile dieser Mentoren verwendet, um eine Prognose für die fehlenden Werte im 
Benutzerprofil des aktiven Benutzers zu berechnen. 

In den folgenden Abschnitten wird auf die einzelnen Schritte im Detail eingegangen. An-
schließend folgt die Definition zweier Basis-Algorithmen, welche die Grundlage für das in 
dieser Arbeit beschriebene Experiment bilden. 

3.2.1 Erhebung von Benutzerdaten 

Im vorangehenden Abschnitt wurde deutlich, daß zunächst einige Daten vom aktiven Be-
nutzer erhoben und aufgezeichnet werden müssen. Die aufgezeichneten Daten dienen zur I-
dentifizierung von Benutzern, die �ähnliche� Benutzerprofile aufweisen. 

Der Schwerpunkt der aufgezeichneten Daten umfaßt in den meisten Recommender-
Systemen Präferenzdaten. Aus diesem Grunde wird in diesem Abschnitt insbesondere auf 
Präferenzdaten Bezug genommen, wenn von der Aufzeichnung von Benutzerdaten gespro-
chen wird. 

Wie in Abschnitt 2.7.1 dargestellt, lassen sich Präferenzen sowohl explizit als auch implizit 
messen, wobei die explizite Messung in Recommender-Systemen häufiger anzutreffen ist. 
Einer der wesentlichen Unterschiede zwischen den beiden Meßmethoden sind die unter-
schiedlich stark ausgeprägten Möglichkeiten bei der Auswahl der zu bewertenden Objekte. 

Bei der impliziten Messung ist es häufig der Fall, daß das System praktisch �im vorbeige-
hen� Daten von Benutzern aufnimmt, ohne direkten Einfluß auf die Auswahl der vorgelegten 
Objekte zu nehmen oder nehmen zu können bzw. wollen. In der Praxis wird häufig das Inter-
aktionsverhalten des Benutzers beobachtet. Über eine sogenannte �Click-Stream-Analyse� 
wird festgestellt, welche Inhalte von Websites ein Benutzer abgerufen hat oder für welche 
Produkte er sich interessiert. 

Bei der expliziten Messung kann das System selbst bestimmen, welche Objekte zur Bewer-
tung vorzulegen sind. Dies ist insbesondere in Recommender-Systemen der Fall. Eine Not-
wendigkeit zur Auswahl einer Teilmenge vorgelegter Objekte ergibt sich daraus, daß in aller 
Regel der Umfang der im System gespeicherten, prinzipiell empfehlbarer Objekte so groß ist, 
daß ein einzelner Benutzer eine Bewertung aller Objekte in akzeptabler Zeit nicht vornehmen 
kann oder dies zumindest nicht zu tun bereit ist. 

Bei der Auswahl der vorgelegten Objekte sind teils gegensätzliche Ziele zu verfolgen, wel-
che im folgenden analysiert werden: 
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• Maximierung des Rating-Erfolgs. 
Der Rating-Vektor des aktiven Benutzers sollte über eine möglichst hohe Überlappung mit 

den Rating-Vektoren anderer Benutzer verfügen. Eine ausreichend hohe Überlappung von 
Elementen des Rating-Vektors ist erforderlich, damit die Proximität zwischen den Benutzern 
berechnet werden kann. Aus diesem Grunde wäre es sinnvoll, vorrangig die Objekte mit der 
höchsten erwarteten Bekanntheit zur Bewertung vorzulegen. Dies hat zwei Gründe. Zum ei-
nen wäre die Wahrscheinlichkeit einer Kenntnis des Objekts durch den aktiven Benutzer am 
höchsten. Zum anderen ergäben sich im Falle eines tatsächlichen Ratings für solch ein be-
kanntes Objekt auch gleich die meisten Überlappungen zu anderen Benutzern � eben weil 
dieses Objekt von vielen Benutzern gekannt wird. Die Auswahl der vorgelegten Objekte ge-
schieht in Collaborative-Filtering-Systemen häufig zumindest teilweise anhand der Objekt-
Bekanntheit, wie beispielsweise bei der Empfehlung von Videofilmen (Hill/Rosenstein/Fur-
nas 1995). Dort wurden aus einer Datenbank von 1750 Filmen jeweils die 250 bekanntesten 
und 250 zufällig ausgewählte Filme zur Bewertung vorgelegt. 
• Maximierung der Ratings für kontrovers bewertete Objekte. 

Vorrangig sind Objekte vorzulegen, für die eine hohe Varianz in den Bewertungen vorliegt. 
Hierbei wird unterstellt, daß sich anhand �kontrovers� bewerteter Objekte die Ähnlichkeiten 
und Unähnlichkeiten zwischen Benutzern aussagekräftiger bestimmen lassen, als dies anhand 
von verhältnismäßig gleichmäßig bewerteten Objekten bewerkstelligt werden kann. Dieses 
Verfahren wird im System �Jester� verwendet, welches Witze ausgibt (Gupta et al. 1999). 
• Sicherstellung einer ausreichenden Bewertung unbekannter Websites. 

Es müssen auch Objekte vorgelegt werden, die noch über keine oder relativ wenige Rating-
Werte verfügen. Objekte können nur dann empfohlen werden, wenn sie von einer ausreichen-
den Anzahl von Benutzern bewertet wurden. Aus diesem Grunde muß auch diesen unbekann-
teren Objekten eine �Chance� eingeräumt werden, mit in die Prognose oder Empfehlung auf-
genommen werden zu können. Ansonsten lassen sich Websites, die nur für einen ganz be-
stimmten Benutzerkreis interessant sind, nicht empfehlen. Weiterhin gilt dies für unbekannte 
Objekte, die aber über einen sehr hohen Beliebtheitsgrad verfügen (�Geheimtips�). 
• Beschränkung der zur Bewertung vorgelegten Objekte bis zur Empfehlung von Objekten. 

Der Benutzer darf mit der Bewertung nicht überfrachtet werden, d. h. nach einer angemes-
senen Anzahl von Bewertungen müssen Empfehlungen ausgegeben werden. Wird der Benut-
zer zu lange hingehalten, steigt das Risiko eines vorzeitigen Abbruchs durch den Benutzer. 

 
Eine isolierte Verfolgung der oben genannten Ziele erscheint in den meisten Fällen nicht 

sinnvoll. Deshalb wird in vielen Anwendungsfällen eine Kombination der Ziele vorgenom-
men. In den meisten Fällen wird eine Aufteilung der vorgelegten Objekte zu 50% mit den 
bekanntesten Objekten und zu 50% zufällig ausgewählter Objekte aus den restlichen Objekten 
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vorgenommen (z. B. Hill/Rosenstein/Furnas 1995). Denkbar ist auch eine Aufteilung zu je 
einem Drittel in bekannte, kontroverse und zufällige Objekte. 

Unterschiede ergeben sich weiterhin danach, ob die Anzahl der vorgelegten Objekte vorher 
festgelegt wird (statische Verfahren), oder in kleinen Stücken fortgesetzt wird, bis eine �aus-
reichende Anzahl� von Objekten bewertet wurde (adaptive Verfahren). 

Bereits oben wurde ein Projekt beschrieben, in dem 500 Videofilme bewertet werden muß-
ten (Hill/Rosenstein/Furnas 1995). Die Bereitschaft der Benutzer zur Abgabe einer solch ho-
hen Anzahl von Bewertungen muß im Praxiseinsatz als eher gering eingestuft werden. 

Adaptive Verfahren gehen in der Regel von einer festgelegten Mindestanzahl von Bewer-
tungen aus, die erreicht werden muß, um Bewertungen zu erhalten. Diese Mindestanzahl muß 
jedoch theoretisch nicht fix sein. Denkbar sind auch Auswertungsmechanismen, welche die 
Qualität der jeweiligen Bewertungen im Hinblick auf die Prognosegüte auswerten und so zu 
einer dynamischen Mindestanzahl von Bewertungen kommen, welche von den bewerteten 
Objekten selbst oder sogar von den Ausprägungen dieser Bewertungen abhängig gemacht 
werden kann. 

Die �ausreichende Anzahl� der notwendigen Ratings vor einer Prognose-Berechnung ist 
schwer im voraus zu schätzen. Allerdings gibt es verschiedene Anhaltspunkte. 

Zum ersten kann man sich an in der Praxis angewendeten Collaborative-Filtering-Systemen 
orientieren. Hierbei wäre jedoch selbstverständlich nachzufragen, woher die Betreiber dieser 
Systeme die Gewißheit nehmen, daß die von ihnen verwendete Anzahl ein guter Wert ist bzw. 
auf welcher Basis sie sich für die Verwendung des entsprechenden Wertes entschlossen ha-
ben. 

Zum zweiten kann aus einer bereits vorhandenen Datenbasis geschätzt werden, welchen 
Einfluß die Anzahl der Bewertungen auf die Prognosegüte hat. Möglicherweise existiert ab 
einer bestimmten Anzahl von Werten kein signifikanter Einfluß mehr auf die Prognosegüte. 

Zum dritten kann man den Benutzer auf den Sachverhalt aufmerksam machen, daß eine 
höhere Anzahl von Bewertungen in der Regel zu besseren Prognosen führt und ihn dann 
selbst entscheiden lassen, wie viele Objekte er bewerten möchte. 

3.2.2 Berechnung der Proximität 

Nachdem ausreichend viele Daten über den aktiven Benutzer vorliegen, schließt sich als 
zweiter typischer Verfahrensschritt beim Automated Collaborative Filtering die Berechnung 
der Proximität des aktiven Benutzers zu den anderen Benutzern an. 

Prinzipiell lassen sich für das Collaborative Filtering dieselben Proximitätsmaße wie z. B. 
für die Clusteranalyse verwenden, wenn auch das Ziel der beiden Verfahren unterschiedlich 
ist. Bei der Clusteranalyse soll eine Anzahl heterogener Objekte in möglichst homogene 
Gruppen eingeteilt werden. Hierzu benötigt man im allgemeinen eine vollständige Proximi-
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täts-Matrix, welche für jedes Objektpaar einen Ähnlichkeits- bzw. Unähnlichkeitswert ent-
hält. 

Im Unterschied dazu wird beim Collaborative Filtering die Ähnlichkeit bzw. Unähnlichkeit 
zwischen Benutzern bestimmt. Dabei wird immer nur ein Benutzer zur Zeit betrachtet. Dies 
ist der aktive Benutzer. Daher ist lediglich ein Proximitäts-Vektor zur Messung der Ähnlich-
keit mit anderen Benutzern zu berechnen. Die Frage lautet also nicht, wie ähnlich alle mögli-
chen Objekt-Paare zueinander sind, sondern vielmehr wie die Ähnlichkeit aller Objekte zu 
einem bestimmten Objekt ausfällt. 

Bei der Proximitätsberechnung im Zuge einer Clusteranalyse wird oft gefordert, daß das 
angewendete Distanzmaß die Dreiecksgleichung dij ≤ dik + djk erfüllt. Diese Bedingung ver-
liert beim Collaborative Filtering an Wichtigkeit, da keine Proximitäts-Matrix mehr betrachtet 
wird, sondern lediglich ein Proximitäts-Vektor. Von Interesse sind jeweils nur die Distanzen 
zu einem, nämlich dem aktiven Benutzer. 

Es gibt jedoch einige Besonderheiten, die bei den Proximitätsmaßen für das Collaborative 
Filtering zu berücksichtigen sind: 
1. Man benötigt in jedem Falle ein Ähnlichkeitsmaß, da man sich ausschließlich für die Ähn-

lichkeit zwischen Benutzern interessiert. Unähnlichkeitsmaße müssen daher ggf. in Ähn-
lichkeitsmaße transformiert werden. 

2. Das Problem fehlender Werte ist beim Collaborative Filtering nicht die Ausnahme, son-
dern die Regel. Als direkte Folge der Missing-Value-Problematik ist die Abhängigkeit des 
Proximitätsmaßes von der Überlappungsanzahl gleichfalls bewerteter Objekte zwischen 
zwei Benutzern zu nennen. 

3. Eine weitere Folge der Missing-Value-Problematik ist, daß die Genauigkeit des Proximi-
tätsmaßes unter stochastischen Bedingungen von der Anzahl der für die Messung zur Ver-
fügung stehender Merkmale, d. h. überlappend bewerteter Objekte abhängt. 

Diese Punkte verdeutlichen, daß die Verwendung der bekannten Standard-Proximitätsmaße 
im Rahmen von Collaborative-Filtering-Algorithmen möglicherweise nicht ratsam ist. Die aus 
der Clusteranalyse und anderen multivarianten Verfahren bekannten Proximitätsmaße sollen 
jedoch als Basis für ggf. zu modifizierende Proximitätsmaße dienen, so daß diese in Collabo-
rative-Filtering-Verfahren sinnvoll einsetzbar sind. 

Im folgenden werden daher zunächst einige grundlegende Eigenschaften von Proximitäts-
maßen herausgearbeitet, so weit sie für die in dieser Arbeit vorgestellten Collaborative-
Filtering-Algorithmen notwendig sind. Anschließend werden die häufig verwendeten Proxi-
mitätsmaße in den Kontext der Missing-Value-Analyse gestellt. Das Kapitel schließt mit Vor-
schlägen zur Modifizierung von Proximitätsmaßen, so daß diese für Collaborative-Filtering-
Algorithmen oder generell in Missing-Value-Szenarien geeignet sind. 
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3.2.2.1 Proximitätsmaße unter Missing Values 

Die Proximitätsberechnung ist von herausragender Bedeutung für das Collaborative Filte-
ring. Im Unterschied zur herkömmlichen Proximitätsberechnung findet die Ermittlung der 
Proximität hier jedoch meist unter massiven Missing-Value-Anteilen statt. Aus diesem Grun-
de ist zunächst eine detailliertere Betrachtung von Proximitätsmaßen unter Missing-Value-
Szenarien notwendig. 

In Abschnitt 3.1 wurden prinzipielle Vorgehensweisen bei der Datenanalyse unter Missing 
Values erörtert. In der statistischen Literatur zu Missing Values wie auch zu Proximitätsma-
ßen wird der überlappende Bereich der Proximitätsberechnung bei unvollständigen Daten 
weitgehend vernachlässigt. 

Im folgenden werden Vorschläge unterbreitet, wie die grundlegenden Prinzipien der Mis-
sing-Value-Analyse auf Proximitätsmaße übertragen werden können. Damit wird eine Proxi-
mitätsberechnung auch bei hohem Missing-Value-Vorkommen ermöglicht, so daß diese be-
stimmten, weiter unten noch zu definierenden Kriterien entspricht. 

Zunächst werden einige grundlegende Eigenschaften von Proximitätsmaßen dargestellt. 
Nach einer Einteilung von Proximitätsmaßen schließen sich Vorschläge zur Handhabung und 
Korrektur von Proximitätsmaßen unter Missing Values an, soweit sie für das Collaborative 
Filtering notwendig oder sinnvoll erscheinen. 

3.2.2.2 Eigenschaften von Proximitätsmaßen 

3.2.2.2.1 Definition 

Proximitätsmaße messen die Ähnlichkeit oder Unähnlichkeit zwischen zwei Objekten, in-
dem die Unterschiede in den Merkmalen untersucht werden. Man unterscheidet Ähnlichkeits- 
und Distanzmaße (auch Unähnlichkeitsmaße genannt; Bacher 1994, S. 198). Die Maße unter-
scheiden sich inhaltlich dadurch, daß der Wert des Ähnlichkeits- bzw. Distanzmaßes um so 
größer ist, je ähnlicher bzw. unähnlicher die Objekte sind.5 Eine formale Definition von Ähn-
lichkeits- und Distanzmaßen liefern Fahrmeir/Hamerle/Tutz (1996, S. 440). 

Für die nachfolgenden Betrachtungen unterstellen wir wiederum die in Abschnitt 2.7.2 ein-
geführte Datenmatrix U. Wiederum liegt eine Menge von Objekten vor, welche über eine 
Menge von Merkmalen verfügt. Die Zeilen der Matrix werden durch Objektvektoren (Index 
i = 1..M), die Spalten durch Merkmalsvektoren (Index j = 1..N) repräsentiert. 

An dieser Stelle sei noch einmal erwähnt, daß es sich bei den Begriffen �Objekt� und 
�Merkmal� um die in der gängigen Literatur zu Missing Values verwendeten Begriffe han-
delt. Aus diesem Grunde werden sie auch hier verwendet. Im Zusammenhang von Collabora-
tive-Filtering-Algorithmen bieten sich andere Begriffe an. Hier repräsentieren die �Objekte� 
                                                 
5  Zur Inhaltsvalidität von Meßinstrumenten s. Schnell/Hill/Esser 1988, S. 152. 
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der Missing-Value-Analyse die �Benutzer�. Für die �Merkmale� wird der Begriff �Objekt� 
verwendet (Abb. 8 auf S. 33). Um insbesondere die kehrseitige Verwendung des Begriffes 
�Objekt� nicht zu Verwirrungen führen zu lassen, sei der Sachverhalt an dieser Stelle deutlich 
betont. 

Betrachten wir zunächst noch eine Reihe grundlegender Eigenschaften von Ähnlichkeits- 
und Distanzmaßen. Dazu wird im folgenden die Bezeichnung s für Ähnlichkeitsmaße und d 
für Distanzmaße verwendet. Die durch s bzw. d gemessene Ähnlichkeit bzw. Distanz zwi-
schen zwei Objekten a und i bezeichnen wir als sai bzw. dai. 

Zu beachten ist zunächst, daß sowohl sai = sia als auch dai = dia gilt, was den Annahmen für 
Symmetrie entspricht. Ferner gilt sai ≤ sii. Dies bedeutet, daß ein Objekt zu einem anderen 
Objekt niemals ähnlicher als zu sich selbst ist. Zusätzlich läßt sich fordern, daß sai ≥ 0. Die 
Ähnlichkeit zwischen zwei beliebigen Objekten ist also nicht-negativ. Durch die Forderung 
sii = 1 für alle i wird die Ähnlichkeit eines Objektes zu sich selbst mit dem Wert 1 verankert. 
Dadurch wird der Wertebereich von s nach oben durch den Wert 1 eingeschränkt. 

Für Distanzmaße wird allgemein dii = 0 und dai ≥ 0 gefordert (Fahrmeir/Hamerle/Tutz 
1996, S. 440). 

3.2.2.2.2 Direkte und indirekte Proximitätsbestimmung 

Ähnlichkeiten und Distanzen können entweder indirekt durch eine Datenmatrix berechnet 
oder direkt erhoben werden. Bei der direkten Erhebung müssen die befragten Personen die 
Ähnlichkeiten oder Distanzen von Objektpaaren schätzen. 

Die direkte Erhebung von Proximitäten ist in den meisten Fällen nicht oder nur unter 
Schwierigkeiten durchführbar. Selbst in den Fällen, in denen eine direkte Erhebung prinzipiell 
möglich wäre, ist die Konformität mit der Definition von Distanzen und Ähnlichkeiten meist 
nicht gewährleistet (Fahrmeir/Hamerle/Tutz 1996, S. 441). Zu beachten ist dabei jeweils das 
Kriterium der Inhaltsvalidität (Schnell/Hill/Esser 1988, S. 152). Die Probleme zeigen sich 
zum Beispiel in Fällen, bei denen identischen Objekten eine Distanz von dii>0 zugeordnet 
wird. Ausgesprochen unähnliche Objekte hingegen könnten eine sehr kleine Distanz erhalten. 
Außerdem ist die Reliabilität der erhaltenen Daten oft ungenügend. 

Inkonsistenzen bezüglich der Definitionen können bei indirekt erhobenen Proximitätsma-
ßen nicht auftreten. Die Ähnlichkeits- und Distanzmaße werden entsprechend den Definitio-
nen gewählt und gewährleisten damit entsprechend der Definition konsistente Proximitätsma-
ße. Dies erleichtert insbesondere die Weiterverwendung von Proximitätsmaßen in multivaria-
ten Verfahren. 

Im Rahmen des Automated Collaborative Filtering scheidet die direkte Erhebung der Pro-
ximität prinzipiell aus. Eine direkte Erhebung der Proximität zwischen den Benutzern ist in 
dieser Verfahrenskategorie nicht möglich, da das Verfahren prinzipiell fordert, daß sich die 
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Benutzer nicht gegenseitig zu kennen brauchen (Abschnitt 2.6). In dieser Arbeit werden daher 
nur indirekt berechnete Proximitäten betrachtet, bei denen die Distanzen bzw. Ähnlichkeiten 
aus der Datenmatrix berechnet werden. 

3.2.2.2.3 Transformation von Ähnlichkeiten und Distanzen 

Ähnlichkeits- und Distanzmaße lassen sich ineinander transformieren. Die Transformation 
basiert auf der Interpretation von Ähnlichkeits- und Distanzmaßen. Je geringer die Distanz 
zwischen den Objekten ist, desto ähnlicher sind die Objekte. 

Wie oben werden zur formalen Darstellung zwei Indizes verwendet. Der erste Index ist a. 
Er repräsentiert den aktiven Benutzer. Der zweite Index ist i, welcher einen anderen Benutzer 
in der Datenmatrix bezeichnet. 

Für die Transformation von Ähnlichkeitsmaßen in Distanzen eignet sich jede streng mono-
ton fallende Funktion f mit f(sii) = dii = 0, wobei wegen dii = 0 und der Eindeutigkeit von f die 
Forderung saa = sii für alle a, i = 1,..,N zu stellen ist. Dies bedeutet, daß alle Objekte den sel-
ben Ähnlichkeitswert zu sich selbst haben, wenn die Ähnlichkeit durch eine Transformation 
von Distanzen berechnet wird. 

Für sii = 1 und 0 ≤ sai ≤ 1 eignet sich die naheliegende Transformation 

 aiai sd −=1 , (3-3) 

welche den Wertebereich von 0 ≤ dai ≤ 1 festlegt. 
Für Ähnlichkeitsmaße mit sii = 1 und einem Wertebereich von -1 ≤ sai ≤ 1 ist die Transfor-

mation 

 d sai ai= −2 1( )  (3-4) 

üblich (Fahrmeir/Hamerle/Tutz 1996, S. 442). 
In Collaborative-Filtering-Algorithmen sind vor allen Dingen Ähnlichkeitsmaße von Inte-

resse. Für die Transformation von Distanzmaßen in Ähnlichkeitsmaße eignet sich ebenfalls 
jede streng monoton fallende Funktion. Im einfachsten Falle berechnet man die transformierte 
Ähnlichkeitsfunktion als 

 aiai ds −= . (3-5) 

Da allerdings dai ≥ 0 gilt, wäre sai ≤ 0. Damit eignet sich die Ähnlichkeitsfunktion für viele 
Anwendungen nicht, bei denen sai ≥ 0 gefordert wird. Vorteilhafter ist aus diesem Grunde 
folgende Transformation: 

 sai = t - dai mit { }{ }iaMidt ai ≠∈= ,,...,1|max  (3-6) 
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Die Funktion schließt negative Ähnlichkeitswerte aus und transformiert die höchste Distanz 
in eine Ähnlichkeit von null. Der Benutzerindex i läuft dabei über alle anderen Benutzer in 
der Datenmatrix, wobei der aktive Benutzer a ausgenommen wird. Die Transformationsfunk-
tion ist also je nach aktivem Benutzer unterschiedlich. 

Häufig verwendet wird eine Funktion, welche zusätzlich noch eine Normierung der Ähn-
lichkeiten über alle Objekte durchführt, so daß 0 ≤ sai ≤ 1 gilt (Fahrmeir/Hamerle/Tutz 1996, 
S. 442): 

 s
t d

t
d
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ai ai=
−

= −1  mit { }{ }iaMidt ai ≠∈= ,,...,1|max  (3-7) 

Falls keine dai = 0 existieren, wird der Wertebereich bis sai = 1 nicht voll ausgeschöpft. Will 
man dies erzwingen, so eignet sich folgende Transformation: 
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{ }iaMidt ai ≠∈= },,...,1{|max1  und { }iaMidt ai ≠∈= },,...,1{|min2 . 

Zu beachten ist, daß für t1 = t2 die Transformation nicht definiert ist. Falls es keine dai mit 
unterschiedlichen Werten gibt, so wird deshalb sai per Definition auf eins gesetzt. 

Problematisch an dieser Transformation ist, daß sie zwingend den Wertebereich von [0; 1] 
auch dann aufspannt, wenn alle Distanzen vergleichsweise groß sind, aber sehr eng beieinan-
der liegen. Die größte der Distanzen bekäme in diesem Falle den Wert null zugewiesen, die 
kleinste, möglicherweise jedoch betragsmäßig nah an der Maximaldistanz liegende Distanz 
den Wert eins. 

Des weiteren kommt auch eine Transformation 

 
ai

ai d
s 1=  (3-9) 

in Frage. Hierbei ergibt sich jedoch eine starke Überbetonung sehr kleiner Distanzen. Für 
Distanzen mit dai = 0 ist sai nicht definiert. Dieses Problem kann umgangen werden, indem 
man die Transformation anhand der folgenden Gleichung 
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oder allgemeiner 
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ai

ai dp
ps

+
=  mit p>0. (3-11) 

vornimmt. Für dai = 0 ergibt sich sai = 1, für alle dai>0 gilt 0<sai<1. 
Weitere Transformationen können der Literatur entnommen werden (Steinhausen/Langer 

1977). 

3.2.2.2.4 Mittelwertzentrierung, Standardisierung und Translationsinvarianz 

Wie in Abschnitt 2.7.1 beschrieben, gehen wir in den Rating-Vektoren ui von quantitativ 
gemessenen Merkmalen aus. Für Distanzmaße reicht in der Regel die Unterstellung von in-
tervallskalierten Merkmalen aus, für Korrelationskoeffizienten ist jedoch die Verhältnisskalie-
rung erforderlich. Generell können die Merkmale jedoch auch ein anderes Skalenniveau be-
sitzen. 

Die Verwendung quantitativer Merkmale erlaubt die Berechnung der sogenannten Profil-
höhe und Profilstreuung. Bei der Profilhöhe handelt es sich um den Mittelwert der Elemente 
des Rating-Vektors ui für Benutzer i: 

 ∑
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Die Profilstreuung repräsentiert die Standardabweichung des Rating-Vektors des Benutzers 
i und wird deshalb auch als Profilstandardabweichung bezeichnet (Bacher 1994, S. 191): 
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Mit diesen Kennwerten lassen sich die folgenden Transformationen vornehmen. Bei der 
Mittelwertzentrierung wird die Profilhöhe des Vektors normalisiert: 

 Njuuu iijij ..1,� =−=  (3-14) 

$uij  enthält das mittelwertzentrierte Rating des Benutzers i für Objekt j. Inhaltlich bedeutet 

dies, daß nicht mehr die absolute Höhe der Merkmalsausprägungen untersucht wird, sondern 
lediglich die relativen Ausprägungen zueinander. 

Bei der Standardisierung wird neben der Profilhöhe auch die Profilstreuung vereinheitlicht: 
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Alle Rating-Vektoren erhalten damit eine Profilhöhe von null und eine Standardabwei-
chung von eins. Die Standardisierung bedeutet inhaltlich, daß nur noch die relative Ausprä-
gungshöhe bezogen auf alle Merkmale eines Vektors untersucht wird. 

Bei intervallskalierten Merkmalen ist die Wahl des Koordinatenursprungs frei wählbar. Es 
läßt sich fordern, daß die Wahl des Koordinatenursprungs keinen Einfluß auf das Proximi-
tätsmaß haben soll. 

Im Kontext von Recommender Systemen sollte es bei intervallskalierten Merkmalen keine 
Rolle spielen, ob beispielsweise eine Skala um den Nullpunkt von -3 bis +3 (-3 = sehr 
schlecht, 0 = mittel, 3 = sehr gut) oder eine Skala mit ganzzahligen Werten von 1 bis 7 (z. B. 
1 = sehr schlecht, 4 = mittel, 7 = sehr gut) verwendet wird. Liegt diese Eigenschaft vor, 
spricht man von Translationsinvarianz. Die Translationsinvarianz ist eine wichtige Eigen-
schaft, wenn man Collaborative-Filtering-Datensätze mit unterschiedlich verankerten Rating-
Skalen miteinander vergleichen will. 

Formal bedeutet die Translationsinvarianz, daß die Transformation buu aa +=(  und 

buu ii +=(  keinen Einfluß auf die Distanz hat, also ),(),( iaia uuduud =((  gilt. Dabei ist b ein 

reeller Parameter, welcher als Translationsparameter bezeichnet wird 
(Fahrmeir/Hamerle/Tutz 1996, S. 448). 

Für quantitative Merkmale sind alle Proximitätsfunktionen translationsinvariant, in deren 
Partialfunktionen pj (s. Abschnitt 3.2.2.5.1) die Differenz der Merkmalsausprägungen ijaj uu −  

berechnet wird. Dies ist leicht einzusehen, da in diesem Falle: 

 ijajijajijajj uububuuup −=+−+=−= )()((( . (3-16) 

Der Translationsparameter b wird durch die Subtraktion der Merkmale eliminiert. 
Für Recommender-Systeme folgt deshalb, daß bei der Verwendung von differenzbasieren-

den Partialfunktionen pj in den Distanzmaßen die Translationsinvarianz gegeben ist und damit 
die Unabhängigkeit vom Ankerpunkt der Skala vorliegt. 

3.2.2.3 Spezielle Proximitätsmaße 

3.2.2.3.1 Einteilung 

Nach Bacher (1994, S. 198 f.) lassen sich Ähnlichkeits- und Unähnlichkeitsmaße für Ob-
jekte mit metrischen Merkmalen in vier Gruppen einteilen: 
1. Distanzmaße, berechnet auf Basis der Minkowski-Lq-Metrik. 
2. Korrelationskoeffizienten als Ähnlichkeitsmaße, auch als Assoziations- oder Zusammen-

hangsmaße bezeichnet. 
3. Aus 1. oder 2. durch monotone Transformation abgeleitete Proximitätsmaße. 
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4. Andere Proximitätsmaße für spezifische Fragestellungen und Meßniveaus. 
Diese Gruppierung findet sich in ähnlicher Form auch in anderen Quellen (Backhaus et al. 

1996, S. 264; Clifford/Stephenson 1975, S.49ff). Sie ist geprägt durch die Benennung der 
beiden Grundmaße (Korrelationsmaße und Lq-Distanzen) und bietet eine übersichtliche und 
klare Strukturierung unterschiedlicher Proximitätsmaße. Aus diesem Grunde orientiert sich 
die Darstellung von Proximitätsmaßen in dieser Arbeit ebenfalls an dieser Unterteilung. 

Die Grundmaße werden in den nächsten Abschnitten kurz dargestellt. Um die Grundmaße 
an spezielle Anforderungen und Situationen anzupassen, lassen sich beliebige Variationen 
dieser Grundmaße durch monotone Transformationen entwickeln. In der Literatur findet sich 
eine Vielzahl unterschiedlicher Varianten (Gower 1985). 

Eine weitere Klasse der abgeleiteten Distanzmaße bilden die quadratischen Distanzfunktio-
nen (Steinhausen/Langer 1977, S. 61). Den prominentesten Vertreter dieser Proximitätsmaße 
bildet die Mahalanobis-Distanz, welche jedoch in dieser Arbeit nicht weiter betrachtet wird. 

3.2.2.3.2 Allgemeine Minkowski-Lq-Metrik 

Zu den am häufigsten verwendeten Proximitätsmaßen gehören Distanzmaße, die auf den 
verallgemeinerten Lq-Distanzen (Minkowski-Lq-Metriken) basieren (Hartung/Elpelt 1995, S. 
72): 
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Für q ist prinzipiell jeder Parameter mit q>0 geeignet. Die Verwendung bestimmter Werte 
für q liefert die speziellen Lq-Distanzmaße (Abb. 14). Der Wert des Parameters q führt zu ei-
ner mehr oder weniger starken Gewichtung der Merkmalsdifferenzen in Abhängigkeit der 
Größe der Merkmalsdifferenz. Je größer q ist, desto stärker werden höhere Abweichungen 
gewichtet. Im Extremfall der Chebychev-Distanz (q = ∞) ist diese Gewichtung so stark, daß 
ausschließlich das Maximum der absoluten Merkmalsdifferenzen die Distanz zwischen a und 

i bestimmt, also ijajNjia uuuud −=
=∞ ..1

max),( . 

Bei der City-Block-Metrik (q = 1) geht der Betrag jeder Einzeldifferenz ijaj uu −  linear-

additiv in die Distanz ein. Man kann sich für den zweidimensionalen Fall eine Großstadt vor-
stellen, deren Straßen jeweils rechtwinklig zueinander laufen. Die Distanz zwischen zwei Ko-
ordinaten entspricht dann dem kürzesten Weg, den man auf dem rechtwinkligen Gitter von 
einem zum anderen Punkt zurücklegen würde. 

Sehr häufig werden euklidische Distanzen (q = 2) verwendet. Sie ermöglichen im Falle von 
ein, zwei oder drei Dimensionen eine lineare, flächenhafte oder räumliche Vorstellung der 
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Distanz. Die euklidische Distanz gewichtet durch die Quadrierung der Differenzen die Merk-
male mit größeren Abweichungen höher als geringe Abweichungen. 
 
q = 1 City-Block-Metrik 
q = 2 euklidische Distanz 
q = ∞ Chebychev-Distanz 

Abb. 14: Spezielle Lq-Distanzmaße 

Als Variante der Lq-Maße läßt sich vor der Berechnung eine Mittelwertzentrierung oder 
Standardisierung der Objektvektoren durchführen, so daß nur die relativen und normalisierten 
Abweichungen der Merkmale von den Mittelwerten zur Berechnung der Distanz herangezo-
gen werden. 

Zur Transformation der Lq-Distanzen in Ähnlichkeitsmaße können u. a. die im Abschnit 
3.2.2.2.3 dargestellten Transformationen verwendet werden. 

3.2.2.3.3 Korrelationskoeffizient 

Als Ähnlichkeitsmaß kommt auch der Pearsonsche Korrelationskoeffizient qai in Betracht, 
welcher in der Literatur in Bezug auf Personen auch als Q-Korrelationskoeffizient bezeichnet 
wird (Überla 1968, S. 297). Der Q-Korrelationskoeffizient mißt die Stärke des linearen Zu-
sammenhangs zwischen zwei Vektoren, wobei 
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mit ia uu ,  als Profilhöhe und sa, si als Profilstreuung von ua bzw. ui (s. Abschnitt 3.2.2.2.4). 

sai beinhaltet die Kovarianz von ua und ui. 
Der Korrelationskoeffizient führt eine implizite Standardisierung (Elimination der Profil-

höhe und -streuung) der Vektoren durch. Somit kann qai Werte zwischen -1 und 1 annehmen. 
Sind keine negativen Werte erwünscht, läßt sich durch eine Transformation 

 
2

)1(~ +
= ai

ai
qq  (3-19) 

ein Wertebereich von [0; 1] erzielen. 
Ist nur die Stärke, nicht aber die Richtung der stochastischen Abhängigkeit von Interesse, 

läßt sich diese durch eine Transformation 
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 2~
aiai qq =  oder aiai qq =~  (3-20) 

bestimmen, welche ebenfalls zu einem Wertebereich von [0; 1] führt. Der Informationsge-
halt über die Richtung der Abhängigkeit wird dabei jedoch eliminiert. 

Die implizite Standardisierung des Korrelationskoeffizienten kann in einigen Anwendun-
gen unerwünscht sein (Everitt 1993, S. 43). Dies wäre beispielsweise der Fall, wenn neben 
der linearen Abhängigkeit ein auf absoluten Größen basierendes Zusammenhangsmaß von 
Interesse ist. In diesen Fällen läßt sich statt qai auch die Kovarianz sai verwenden, welche kei-
ne implizite Standardisierung durchführt. 

An dieser Stelle ist nochmals deutlich zu betonen, daß qai lediglich ein Maß für die lineare 
Abhängigkeit von zwei Vektoren ist. So sind die Vektoren ( )'2,01,00=au  und 

( )'2,101,1001=iu  zwar vollständig linear abhängig, d. h. qai = 1, könnten aber nach in-

haltlichen Kriterien ausgesprochen �unähnlich� sein. 
Da insbesondere Korrelationsmaße jedoch oft in den Collaborative-Filtering-Algorithmen 

eingesetzt werden, sind sie auch in dieser Arbeit zu betrachten. Sie werden im empirischen 
Teil dieser Arbeit mit Distanzmaßen verglichen und auf ihre Leistungsfähigkeit hin überprüft. 

3.2.2.4 Aufbereitung der Datenmatrix 

Zur allgemeinen Behandlung von Missing Values läßt sich, wie in Abschnitt 3.1 dargestellt, 
eine Vielzahl von Ansätzen und Verfahren unterscheiden. Die Berechnung von Ähnlichkeiten 
und Distanzen unter Missing Values wird in der Literatur jedoch nur spärlich behandelt und 
umfaßt in der Regel nur die Anwendung von Eliminierungsverfahren. Diese Verfahren sind 
bei Collaborative-Filtering-Anwendungen jedoch nicht verwendbar, da bei den typischerwei-
se auftretenden hohen Missing-Value-Anteilen keine Merkmale bzw. Benutzer mehr übrig 
blieben. 

Die in dieser Arbeit vorgeschlagene Vorgehensweise der Proximitätsmessung unter starken 
Missing-Value-Anteilen basiert auf einem zweistufigen Verfahren. Es berücksichtigt dabei 
die wesentlichen aus der Literatur bekannten Missing-Value-Strategien (Bankhofer 1995) und 
überträgt diese auf Proximitätsmaße. 

Das Verfahren gliedert sich in zwei Stufen: 
1. Aufbereitung der Datenmatrix. 
2. Berechnung der Proximität. 

Die beiden wichtigsten Verfahrensklassen zur Behandlung von Missing Values bilden die 
Eliminierungsverfahren und die Imputationsverfahren (s. Abschnit 3.1.5). Sie bilden die Basis 
der in dieser Arbeit verfolgten Aufbereitungs-Strategien der Datenmatrix. Aus den verfolgten 
Strategien leitet sich vor allen Dingen ab, wie viele und welche Merkmale in die anschließen-
de Proximitätsberechnung einfließen. 
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Wir unterscheiden drei unterschiedliche Aufbereitungsverfahren: 
1. �Paarweise verfügbare Fälle�, 
2. �Paarweise Imputation�, 
3. �Vollständige Imputation�. 

Abb. 15 verdeutlicht die Auswirkungen der unterschiedlichen Aufbereitungsverfahren auf 
die Datenmatrix bzw. die Objektvektoren ua und ui. Die beiden Ausgangsvektoren umfassen 
fünf Merkmale mit jeweils zwei Missing Values, welche als Punkt (• ) dargestellt sind. Das 
erste (5;6) und letzte (2;4) Merkmal liegt in beiden Vektoren paarweise vor. 

Bei der Strategie �Paarweise verfügbare Fälle� werden nur die jeweils paarweise verfügba-
ren Werte der Datenmatrix zur Proximitätsberechnung herangezogen. Bei diesem Verfahren 
handelt es sich also um ein Eliminierungsverfahren. Eliminiert werden alle Merkmale, für die 
nicht beide Merkmale paarweise vorliegen. 

Bei der Strategie �Paarweise Imputation� werden fehlende Werte vor der Proximitätsbe-
rechnung imputiert (dargestellt als �imp�), falls die Merkmalsausprägung auch im jeweils 
anderen Vektor vorliegt (Merkmal 2 in u1, Merkmal 4 in u2). Paarweise fehlende Werte wer-
den bei der Proximität jedoch nicht berücksichtigt (Merkmal 3). 

Bei der Strategie �Vollständige Imputation� werden zunächst vollständige Vektoren er-
zeugt, bevor die Proximitätsberechnung durchgeführt wird. Damit werden alle Merkmale be-
rücksichtigt, auch wenn beide Merkmalswerte fehlen. 
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Abb. 15: Strategieoptionen zur Aufbereitung der Datenbasis: Beispiel 

Im folgenden werden die unterschiedlichen Strategien detaillierter beschrieben. 
• Paarweise verfügbare Fälle 

Eliminierungsverfahren lassen sich in die Verfahrensklassen Complete-Case-Analysis und 
Available-Case-Analysis unterteilen (Schwab 1991, S. 4). Für beide Klassen existieren die 
Varianten der Merkmals- und Objekteliminierung (Bankhofer/Praxmarer 1998, S. 91). 

Proximitätsmaße messen die Ähnlichkeit zwischen Objekten. Im Falle der Objekteliminie-
rung würden alle Objektvektoren mit Missing Values aus der Analyse ausgeschlossen werden. 
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Da dies offensichtlich nicht sinnvoll ist, scheidet demnach die Objekteliminierung prinzipiell 
aus. Es verbleibt die Merkmalseliminierung, also der Ausschluß einzelner Merkmale aus der 
Analyse. 

Bei der Complete-Case-Analysis mit Merkmalseliminierung wird das gesamte Merkmal 
aus der Datenmatrix eliminiert, sobald ein oder mehr Werte in diesem Merkmal fehlen. Das 
Verfahren kann damit erstens in Fällen von vergleichsweise wenigen Missing Values ange-
wendet werden oder zweitens, wenn sich die Missing Values auf einige wenige Merkmale 
konzentrieren. Der wesentliche Nachteil der Complete-Case-Analysis ist jedoch der teilweise 
hohe Informationsverlust durch die Eliminierung. Er vermindert das mögliche Anwendungs-
spektrum des Verfahrens in starkem Maße. Aus diesem Grunde wird im folgenden auf die 
Complete-Case-Analysis nicht weiter eingegangen. 

Bei der Available-Case-Analysis mit Merkmalseliminierung werden alle existierenden 
Merkmalsausprägungen für die Analyse verwendet. Bei der hier untersuchten Proximitätsbe-
rechnung bedeutet dies, daß jeweils paarweise vorhandene Merkmalswerte bei der Proximi-
tätsberechnung verwendet werden. Liegt für ein Merkmal nur ein Wert oder gar kein Wert 
vor, wird dieses Merkmal eliminiert und steht nicht mehr für die Berechnung zur Verfügung 
(s. Abb. 15). 

Eliminierungsverfahren zeichnen sich insbesondere durch einfache Handhabung aus. Es 
werden ausschließlich existierende Werte für die Proximitätsberechnung verwendet. Dadurch 
wird verhindert, daß sich ggf. Fehler von Imputationsschätzern in nachfolgenden Stufen der 
Proximitätsberechnung fortsetzen. Nachteilig wirkt sich jedoch der durch die Eliminierung 
eintretende Informationsverlust aus (Buck 1960). Bei einer Missing-Value-
Wahrscheinlichkeit von jeweils 50% würden unter MCAR (Rubin 1976) nur bei 25% der 
Merkmale paarweise existierende Daten vorliegen. Die Hälfte der existierenden Daten würde 
eliminiert. 

Weiterhin ist zu beachten, daß eine Eliminierung von Werten bei korrekter statistischer Be-
trachtung nur unter ganz bestimmten Voraussetzungen überhaupt zulässig ist. Prinzipiell kann 
davon ausgegangen werden, daß diese Voraussetzungen vorliegen, wenn für ein Merkmal die 
Ausprägungen der Merkmale einer gemeinsamen Verteilung entspringen, und das Fehlen der 
Werte weder von anderen Werten noch von den unbeobachteten Werten selbst abhängt. Die 
entspricht gerade einem Ausfallmechanismus mit MCAR. 

Die Überlappungsanzahl bestimmt die Anzahl der in die Berechnung einfließenden Werte. 
Typisch für Eliminierungsverfahren ist, daß die Überlappungsanzahl von Objektpaar zu Ob-
jektpaar aufgrund unregelmäßiger Missing-Value-Strukturen unterschiedlich hoch ist. Wie 
noch gezeigt wird, erschwert diese Eigenschaft insbesondere die Vergleichbarkeit der Proxi-
mitäten zwischen Objektpaaren. Die konkreten Auswirkungen hängen von der Art des ge-
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wählten Proximitätsmaßes ab und müssen im Einzelfall untersucht werden. Der Versuch einer 
solchen Analyse wird für einige spezielle Proximitätsmaße in Kapitel 3.2.2.5 unternommen. 
• Paarweise Imputation 

Neben Eliminierungsverfahren können auch Imputationsverfahren als vorbereitende Maß-
nahme zur Proximitätsberechnung eingesetzt werden. Dabei werden fehlende Werte �ersetzt� 
und in die Datenmatrix eingefügt. Auf diese Weise wird die Datenbasis zur Proximitätsbe-
rechnung erhöht, da unvollständige oder teilweise unvollständige Merkmalsausprägungen 
nicht eliminiert werden. 

Die hier verfolgten Imputationsstrategien lassen sich einteilen in die Verfahren der paar-
weisen Imputation und der vollständigen Imputation. 

Bei der paarweisen Imputation werden alle fehlenden Merkmalsausprägungen imputiert, für 
die ein Wert im jeweils anderen Vektor vorliegt (s. Abb. 15). Der Vorteil dieses Vorgehens 
im Vergleich zu den Eliminierungsverfahren liegt in der Tatsache, daß keine existierenden 
Werte eliminiert werden. Die Anzahl der zur Berechnung verwendbaren Merkmale steigt. 

In Anwendungen mit sehr wenigen Missing Values treten oft keine Merkmalspaare mit 
paarweise fehlenden Werten auf. Das Vorgehen der paarweisen Imputation führt in diesen 
Fällen bereits zu vollständig imputierten Vektoren. 

Auch in Szenarien mit massivem Missing-Value-Aufkommen (z. B. Collaborative Filte-
ring) hat das Verfahren Vorteile: Bei hohen Missing-Value-Anteilen ist das Eliminierungsver-
fahren nicht sinnvoll einsetzbar, weil Vektorenpaare vorliegen können, in denen keine einzige 
Überlappung zwischen den Vektoren existiert. Die paarweise Imputation erzeugt hingegen 
paarweise vorliegende Merkmale bei allen Merkmalen, in denen mindestens eine Ausprägung 
existiert. 

Einschränkend ist zu erwähnen, daß Imputationsverfahren nur unter bestimmten Bedingun-
gen statistisch korrekt einsetzbar sind. So muß die Bedingung MCAR vorliegen oder ein Mo-
dell des Ausfallmechanismus bekannt sein. 

Als Imputationsverfahren unter MCAR eignet sich die Mittelwertersetzung (Rubin 1987). 
In Abhängigkeit des Proximitätsmaßes müssen jedoch auch andere Imputationsschätzer in 
Betracht gezogen werden. Maßgeblich ist dabei, daß das durch die Imputation erzeugte Er-
gebnis zu keiner Verzerrung der Proximitätsfunktion führt. Hierauf wird weiter unten noch 
eingegangen. 
• Vollständige Imputation 

Das Verfahren der vollständigen Imputation führt eine vollständige Imputation der beiden 
Vektoren durch. Dabei ist es im Vergleich zur paarweisen Imputation unerheblich, ob beide 
Werte oder nur ein Wert eines Merkmals fehlen. 

Der Vorteil des Verfahrens liegt insbesondere in einer konstanten Überlappungsanzahl. Die 
Berechnung basiert stets auf allen Merkmalen. Dies schafft die Vergleichbarkeit des Proximi-
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tätsmaßes zwischen unterschiedlichen Objektpaaren. Ein weiterer Vorteil ist, daß nach erfolg-
ter Imputation alle Proximitätsmaße verwendet werden können, die auf vollständigen Daten 
basieren. 

Das Verfahren ist jedoch problematisch bei hohen Ausfallraten der Daten. Die Proximitäts-
berechnung basiert in diesen Fällen auf imputierten Daten ohne signifikanten Informationsge-
halt. Selbst wenn die notwendigen Imputations-Voraussetzungen (MCAR) vorliegen bzw. der 
Ausfallmechanismus richtig modelliert wurde, sind die errechneten Proximitäten unter massi-
vem Missing-Value-Aufkommen vermutlich kaum noch aussagekräftig. 

3.2.2.5 Korrigierte Proximitätsmaße unter Missing Values 

Nachdem die Aufbereitung der Datenbasis durchgeführt wurde, liegt eine bestimmte An-
zahl paarweise existierender Merkmale in je zwei Vektoren vor. Nun muß geprüft werden, ob 
für das zu berechnende Proximitätsmaß eine geeignete Korrektur durchzuführen ist. 

Da Missing Values normalerweise unregelmäßig über die Datenmatrix verteilt sind, ist die 
Anzahl fehlender Werte und damit der Überlappungen zwischen unterschiedlichen Objektpaa-
ren meist nicht konstant. Je nach Proximitätsmaß kann die Anzahl der Überlappungen jedoch 
ein Faktor sein, der die Proximität stark beeinflußt. Die Überlappungsanzahl ist daher bei der 
Berechnung je nach Proximitätsmaß zu berücksichtigen. 

Hilfreich ist bei den nachfolgenden Betrachtungen zunächst die Einführung sogenannter 
Partialfunktionen. Anschließend folgen einige Vorschlägen zur Korrektur von Proximitäts-
maßen unter Missing Values. 

3.2.2.5.1 Korrigierte Minkowski-Lq-Metrik 

In alle Proximitätsfunktionen fließen die Merkmalsvektoren ua und ui ein. Die Berechnung 
der Proximität läßt sich oft durch Kombinationen von Partialfunktionen pj(uaj, uij) darstellen. 
In pj geht das Ausprägungspaar (uaj, uij) des Merkmals j der Vektoren ua und ui ein. Distanz- 
und Ähnlichkeitsfunktionen lassen sich damit in der Regel darstellen als ),...,,( 21 Npppdd =  

bzw. ),...,,( 21 Npppss = . 

Beispielsweise wäre pj im Falle der im nächsten Abschnitt eingeführten Minkowski-Lq-

Metrik definiert als ijajj uup −= . Für die euklidische Distanz ergäbe sich 

 ∑
=

=
N

j
jpd

1

2
2  mit ijajj uup −= . (3-21) 

Betrachten wir nun den Einfluß von Missing Values auf die Partialfunktion. Offensichtlich 
läßt sich ein Teil der Partialfunktionen pj nicht mehr berechnen, da die unabhängigen Variab-
len uaj und uij nicht oder nicht paarweise zur Verfügung stehen. Das Merkmal j muß dann bei 



Elemente von Collaborative-Filtering-Algorithmen 69 

der Berechnung der Proximität eliminiert oder die fehlenden Werte müssen imputiert werden. 
Im Falle der Eliminierung oder der unvollständigen Imputation (d. h. nicht alle Missing Va-
lues werden imputiert) verkleinert sich die Datenbasis zur Proximitätsberechnung im Ver-
gleich zum Fall ohne Missing Values. 

Minkowski-Lq-Metriken bilden im Kern eine additive Verknüpfung der Ausprägungsdiffe-
renzen der Merkmale, wobei eine Gewichtung der Differenzen anhand des Exponenten q vor-
genommen wird. Bei q>1 ergibt sich eine stärkere Gewichtung größerer Differenzen. Unter 
Verwendung der oben eingeführten Partialfunktionen pj ergibt sich dq als 
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Wenn unkorrigierte Lq-Metriken auf Vektorenpaare mit unterschiedlicher Überlappungsan-
zahl angewendet werden, ergeben sich unerwünschte Effekte. Hierzu ein einfaches Beispiel. 

Für die Vektoren ( )′= 221u  und ( )′= 432u  ergibt sich eine L2-Distanz von 

 ( ) ( ) 236,254232),( 22
212 ≈=−+−=uud . (3-23) 

Wir vergleichen die Proximität dieser Vektoren nun mit der Distanz zweier erweiterter 

Vektoren ( )′= 22221u&  und ( )′= 32432u& . Die beiden ersten Merkmale dieser 

Vektoren entsprechen den Werten von u1 und u2. Die Partialfunktionen haben die Werte 
p1 = 1 und p2 = 2. Die dritten und vierten Merkmale besitzen Partialfunktionen von p3 = 0 und 
p4 = 1, also im Mittel weniger als p1 und p2. Auf den ersten Blick würde man daher eine klei-
nere Distanz zwischen den erweiterten Vektoren vermuten. 

Die euklidische Distanz wächst jedoch auf 

 ( ) ( ) ( ) ( ) 449,2632224232),( 2222
212 ≈=−+−+−+−=uud && , (3-24) 

was inhaltlichen Validitätskriterien eines Distanzmaßes in der Regel nicht standhalten 
kann. Das Distanzmaß mißt nicht, was es eigentlich messen soll (Schnell/Hill/Esser 1988, S. 
152). 

Einen ersten Ansatz zur Lösung des Überlappungsproblems bietet die Normierung der Par-
tialfunktionen über die Anzahl der Überlappungen. Man erhält die mittlere euklidische Dis-

tanz m
qd : 
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Ein Kriterium für Proximitätsmaße mit unterschiedlichen Überlappungsanzahlen ist das der 
Erweiterbarkeit von Vektoren. Bei diesem Kriterium werden die Vektoren durch identische 
Werte �verdoppelt�. So wird beispielsweise aus u1 und u2 das Vektorenpaar 

( ) ( )′=′= 2;2;2;2; 111 uuu&  und ( ) ( )′=′= 4;3;4;3; 222 uuu& . Ändert sich die Proximität zwischen 

den Vektoren nicht, so gilt das Erweiterbarkeitskriterium: 
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Das Erweiterbarkeitskriterium bedeutet, daß der Erwartungswert der Proximität zwischen 
Objekten unter konstanten stochastischen Bedingungen unabhängig von der Überlappungs-
anzahl ist. Einfluß auf die Proximität haben also nur die vorhandenen Merkmalsausprägun-
gen. 

Das Erweiterbarkeitskriterium gilt für ),( iaq uud  und ),( ia
m
q uud  nicht, wie sich jeweils ex-

emplarisch zeigen läßt. Um dieses Kriterium zu gewährleisten, läßt sich speziell für Lq-
Metriken folgende Korrektur durchführen. Die Korrektur führt eine Mittelwertbildung über 
die Summe der mit q potenzierten Teildistanzen durch: 
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Die Gültigkeit des Erweiterbarkeitskriteriums für e
qd  läßt sich durch Einsetzen erweiterter 

Vektoren in die Definition von e
qd  zeigen: 
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In einigen Applikationen kann die Überlappungsanzahl selbst Anhaltspunkte für die Proxi-
mität von Vektoren liefern. Inhaltlich könnte dabei unterstellt werden, daß eine hohe Über-
lappungsanzahl der Vektoren bereits auf eine hohe Ähnlichkeit der Vektoren schließen läßt. 
Beispielsweise läßt sich hier das Merkmal �Durchschnittsalter der Kinder� in einer demogra-
fischen Erhebung anführen. Bei kinderlosen Befragten ist die Ausprägung dieses Merkmals 
�Missing�. Die Existenz des Merkmalswertes läßt hingegen auf Kinder schließen. Existiert 
bei zwei Befragten das Merkmal paarweise, so könnte inhaltlich bereits eine bestimmte �Ähn-
lichkeit� unterstellt werden, da beide Befragten ein oder mehrere Kinder haben. Gleiches gilt 
bei kinderlosen Probanden im Falle paarweiser Missing Values. 

Analog gilt dies in Recommender-Systemen, bei denen die Befragten Objekte bewerten sol-
len, falls sie diese kennen. Allein die gleichzeitige Kenntnis eines Objektes kann bereits ein 
Indiz für �Ähnlichkeit� sein. Dies gilt in verstärktem Maße, wenn bei einer Vielzahl von 
Merkmalen nur vergleichsweise wenig existierende Werte vorliegen, wie dies beispielsweise 
beim Collaborative Filtering der Fall ist. 

Um diesem Aspekt Rechnung zu tragen, läßt sich eine ähnliche Forderung wie beim Erwei-
terbarkeitskriterium stellen. Allerdings wird hier nicht die Gleichheit zwischen der Proximität 
der Ausgangsvektoren ua bzw. ui und der erweiterten Vektoren au&  bzw. iu&  gefordert, sondern 

eine geringere Distanz bzw. höhere Ähnlichkeit der erweiterten Vektoren. Wir bezeichnen 
diese Eigenschaft als Überlappungskriterium. Es gilt: 

 ),(),( iaia uuduud &&>  (3-29) 
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Das Überlappungskriterium bedeutet, daß unter gleichen stochastischen Bedingungen der 
Erwartungswert der Distanz mit zunehmender Überlappungsanzahl abnimmt. 

In Collaborative-Filtering-Algorithmen lassen sich dem Überlappungskriterium genügende 
Proximitätsmaße einsetzen, um Mentoren mit einer höheren Zahl von Überlappungen mehr 
Gewicht bei der anschließenden Prognose zu verleihen. 

Für dq gilt das Kriterium nicht. Für e
qd  gilt wie oben beschrieben das Erweiterbarkeitskrite-

rium, welches offensichtlich die Gültigkeit des Überlappungskriteriums ausschließt. m
qd  hin-

gegen hält für q > 1 dem Überlappungskriterium stand. 
Wir halten folgendes Ergebnis fest: 

• Die unkorrigierte Lq-Metrik ist für unterschiedliche Überlappungsanzahlen meist unge-
eignet und entspricht nicht inhaltlichen Forderungen. 
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• Im Einzelfall ist zu überprüfen, ob die Überlappungsanzahl selbst Aussagegehalt über die 
Proximität von Objekten liefern kann. Ist dies der Fall, so eignet sich beispielsweise die 

mittlere euklidische Distanz m
qd  als korrigiertes Proximitätsmaß, für welches das Über-

lappungskriterium gilt. 

• Ein vom Einfluß der Überlappungsanzahl unabhängiges Proximitätsmaß ist e
qd , für wel-

ches das Erweiterbarkeitskriterium gilt. 

Die bislang behandelten korrigierten Lq-Metriken k
qd  lassen sich allgemein als 

),(),( iaqia
k
q uudKuud ⋅=  darstellen, wobei K die Bedeutung eines Korrekturterms zur Kom-

pensation unterschiedlicher Überlappungsanzahl einnimmt (Abb. 16). 
 

Distanzmaß Korrekturterm K Erfülltes Kriterium 

qd  1 - 

m
qd  N

1
 Erweiterbarkeitskriterium 

e
qd  qN

1
 Überlappungskriterium 

Abb. 16: Korrekturterme K für Lq-Metriken 

Abb. 17 und Abb. 18 stellen den Verlauf von K bzw. den relativen Erwartungswert der be-
trachteten (korrigierten) Distanzmaße dq, dq

m und dq
e in Abhängigkeit der Überlappungsan-

zahl N dar. Für den Erwartungswert wird dabei wie oben unterstellt, daß alle Merkmale eine 
identische Wahrscheinlichkeitsverteilung haben und unabhängig sind. 
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Abb. 17: Korrekturterme für Lq-Metriken (q = 2) 
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Abb. 18: Relative Erwartungswerte für korrigierte Lq-Metriken (q = 2) 

3.2.2.5.2 Korrigierter Korrelationskoeffizient 

Wie oben beschrieben, mißt der Korrelationskoeffizient die lineare Abhängigkeit zwischen 
zwei Vektoren. Zu untersuchen ist nun, wie sich unterschiedliche Überlappungsanzahlen auf 
den Korrelationskoeffizienten auswirken. 
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Der Erwartungswert des Korrelationskoeffizienten ist unter der restriktiven Bedingung 
MCAR unabhängig von der Überlappungsanzahl (Rubin 1987). Damit ist er im Vergleich zu 
den oben behandelten Proximitätsmaßen vergleichsweise einfach unter Missing Values zu 
behandeln, indem man die zwischen den Vektoren ua und ui paarweise verfügbaren Merkmale 
zur Korrelationsberechnung heranzieht. 

Der Literatur sind einige Vorschläge zur Korrektur des Korrelationskoeffizienten zu ent-
nehmen (Bankhofer 1995; Schwab 1991). Ausgangspunkt ist dabei jeweils die Tatsache, daß 
bei einer ausschließlichen Betrachtungen von Überlappungen ein Informationsverlust eintritt. 
Diese Vorgehensweise entspricht, wie weiter oben dargestellt, gerade einem Eliminierungs-
verfahren nach dem Available-Case-Prinzip. Alle nicht paarweise existierenden Merk-
malsausprägungen werden �gelöscht� bzw. fließen nicht mit in die Berechnung des Korrelati-
onskoeffizienten ein. 

Abhilfe kann hierbei die Einbeziehung aller jeweils verfügbaren Werte bei der Berechnung 
der Varianzen helfen (Little/Rubin 1987, S. 42), welche im Zuge der Berechnung des Korrela-
tionskoeffizienten in den Nenner eingehen. Liegen also beispielsweise beim ersten Benutzer 
noch weitere Werte vor, die beim zweiten Benutzer jedoch fehlen, so werden auch diese Wer-
te bei der Berechnung der Varianz der Ratings des ersten Benutzers miteinbezogen. In die 
Kovarianz fließen nach wie vor nur die Werte ein, die bei beiden Benutzern paarweise vorlie-
gen. Die dabei ermittelten univariaten Varianzen und Kovarianzen sind unter MCAR erwar-
tungstreu (Little/Rubin 1987, S. 43). 

Die Art der Betrachtung verfügt jedoch auch über einige Nachteile, die ihre praktische Ein-
setzbarkeit nachhaltig beeinträchtigt. Zu nennen sind hierbei unter anderem, daß die korrigier-
ten Korrelationsmaße den Wertebereich von [-1; 1] verlassen können (Holm 1975, S. 162). 
Dieser Fall tritt vor allen Dingen bei hohen Korrelationen und geringen univariaten Varianzen 
im Vergleich zu den Varianzen der paarweise existierenden Werte auf. 

Aus diesem Grunde beschränken wir uns auf die vorangehenden Ausführungen, ohne 
modifizierte Korrelationskoeffizienten im Rahmen der weiter unten getesteten Collaborative-
Filtering-Algorithmen einzusetzen. Allerdings werden im Rahmen des Einsatzes von Korrela-
tionskoeffizienten Variationen bezüglich des verwendeten Datenaufbereitungsverfahren 
durchgeführt. 

3.2.2.6 Zusammenfassung 

Missing Values können gravierende Auswirkungen auf die Unverzerrtheit und inhaltliche 
Bedeutung von Proximitätsmaßen besitzen. In dieser Arbeit wurden neben den aus der gängi-
gen Literatur bekannten Eliminierungsverfahren weitere Vorschläge zur Korrektur von Pro-
ximitätsmaßen unter verschiedenen Bedingungen gemacht. Dazu wurden die Partialfunktion 
pj sowie das Erweiterbarkeits- und Überlappungskriterium eingeführt, mit deren Hilfe sich die 
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Auswirkung unterschiedlicher Überlappungsanzahlen auf den Erwartungswert von Distanz-
maßen beschreiben läßt. 

Zur Berechnung der Proximität kann der Rating-Vektor zunächst aufbereitet werden, um 
bestimmte Effekte zu erzielen. Typischerweise fallen die Mittelwertzentrierung und Standar-
disierung in diesen Bereich. Unter Missing Values, die insbesondere in Recommender-
Systemen regelmäßig auftreten, kommt eine Reihe weiterer Optionen hinzu, welche in diesem 
Abschnitt dargestellt wurden. 

3.2.3 Mentoren-Auswahl und Prognose-Berechnung 

Die im vorangegangenen Abschnitt dargestellte Berechnung der Proximität verfolgt den 
Zweck, die Ähnlichkeit des aktiven Benutzers zu den restlichen in der Datenmatrix gespei-
cherten Benutzern zu bestimmen. Auf Basis dieser Berechnungen läßt sich eine Reihe beson-
ders ähnlicher Benutzer bestimmen, welche als Mentoren bezeichnet werden. 

Mentoren sind Benutzer, deren Rating-Werte zur Prognose der Lücken im Rating-Vektor 
des aktiven Benutzers herangezogen werden. Die Auswahl der Mentoren erfolgt nach be-
stimmten Kriterien. Ein Benutzer muß folgende Bedingungen erfüllen, um als Mentor ausge-
wählt zu werden: 
1. Das Ähnlichkeitsmaß zwischen dem aktiven Benutzer a und dem Benutzer i muß bere-

chenbar sein. Die Voraussetzung für die Berechenbarkeit kann vom Proximitätsmaß ab-
hängen. Bei Distanzmaßen gilt, daß mindestens eine Überlappung zwischen den beiden 
Benutzern vorliegen muß. Bei der Verwendung von Korrelationskoeffizienten müssen 
mindestens zwei Überlappungen existieren. Zu unterstreichen ist, daß dieses Minimum le-
diglich angibt, ob das Maß formal berechenbar ist. Dieser Sachverhalt ist zunächst unab-
hängig davon, ob es überhaupt sinnvoll erscheint, Distanzen und Korrelationen auf Basis 
einer Überlappung bzw. zwei Überlappungen zu berechnen. 

2. Der Benutzer i muß mindestens ein Objekt bewertet haben, das der aktive Benutzer noch 
nicht kennt oder noch nicht bewertet hat. Das bedeutet, daß im Rating-Vektor des aktiven 
Benutzers ein Missing Value existieren muß, das durch den Benutzer imputiert werden 
kann. Ansonsten wäre die Aufnahme des Benutzers i als Mentor sinnlos, da er nichts zur 
Prognose beitragen könnte. 

3. Der Benutzer i muß eine bestimmte Mindestanzahl an Überlappungen mit dem aktiven 
Benutzer a besitzen. Dieser Wert kann fest vorgegeben oder dynamisch ermittelt werden. 
So können z. B. jeweils eine bestimmte Anzahl von Mentoren mit den jeweils meisten 
Überlappungen ausgewählt werden. Man versucht damit, die statistische Sicherheit zu er-
höhen und die Aussagekraft des errechneten Proximitätsmaßes zu gewährleisten. 
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4. Der Benutzer i muß eine bestimmte Mindestähnlichkeit mit dem aktiven Benutzer a besit-
zen. Der Grenzwert kann allerdings auch null sein. Je höher die Ähnlichkeit ist, desto eher 
wird der Benutzer als Mentor aufgenommen. 

Bei den ersten beiden Kriterien handelt es sich um notwendige Kriterien, die ein Benutzer 
in jedem Falle erfüllen muß, um als Mentor in Betracht zu kommen. Die Kriterien dienen zur 
Filterung von potentiellen Mentoren. Diese Kriterien sind fest vorgegeben und lassen sich 
nicht variieren. Die Kriterien drei und vier lassen hingegen Spielraum für unterschiedliche 
Vorgehensweisen und Verfahrensvarianten. 

Prinzipiell kann jeder Benutzer zum Mentor werden, der die oben genannten Kriterien er-
füllt. Nach der Berechnung der Ähnlichkeiten wird also zunächst ein Filter über alle in Frage 
kommenden Benutzer gelegt. Dieser Filter läßt nur solche Benutzer durch, die 
• über die geforderte Mindestanzahl von Überlappungen mit dem aktiven Benutzer verfü-

gen, 
• über den geforderten Mindestähnlichkeitswert verfügen, und 
• in der Lage sind, mindestens einen Missing Value im Rating-Vektor des aktiven Benut-

zers zu schließen. 
Die verbleibende Menge der Mentoren für Benutzer a wird als Ma bezeichnet, welche die 

Indizes m der als Mentor ausgewählten Benutzer enthält. 
Anschließend erfolgt die Auswahl der Objekt-Mentoren. Diese Auswahl findet auf Objekt-

Ebene statt. Hierbei werden alle Lücken im Rating-Vektor des aktiven Benutzers sequentiell 
durchlaufen. Für jedes zu prognostizierende Objekt j wird eine eigene Mentoren-Auswahl 

vorgenommen. Man erhält jeweils die Menge ajM~  der Objekt-Mentoren. 

Objekt-Mentor kann prinzipiell jeder Mentor werden, der einen Rating-Wert zur Prognose 
von Objekt j besitzt. Je nach Höhe seines Ähnlichkeits-Wertes kann er mehr oder weniger bei 
der Berechnung der Prognose gewichtet oder ganz von der Prognose ausgeschlossen werden. 
Die Anzahl der Objekt-Mentoren kann durch den Algorithmus begrenzt werden. Die Menge 
der Objekt-Mentoren für ein Objekt ist eine Teilmenge der Mentoren. 

 
Die Lücken im Rating-Vektor des aktiven Benutzers werden durch die Ratings der Objekt-

Mentoren für das betreffende Objekt prognostiziert. Der vervollständigte Vektor des aktiven 
Benutzers wird als Prognose-Vektor bezeichnet. 

Zur Berechnung liegt es nahe, eine Linearkombination der Ratings der Objekt-Mentoren zu 
verwenden, wobei die Gewichtung beispielsweise mit den Ähnlichkeitswerten der Objekt-
Mentoren zum aktiven Benutzer erfolgen kann. 

Möglich ist auch eine Beschränkung der Anzahl der Objekt-Mentoren. Hierzu wird eine 
Teilmenge der Objekt-Mentoren gebildet, bei der die Objekt-Mentoren mit den höchsten Ähn-
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lichkeitswerten ausgewählt werden. Die Ratings der ausgewählten Mentoren können dann 
gleichgewichtet oder linear gewichtet zur Berechnung der Prognose herangezogen werden. 

Prinzipiell sind auch bei der Berechnung der Prognose viele unterschiedliche Varianten 
denkbar. 

3.3 Basis-Algorithmen 

Die vorangehenden Abschnitte haben verdeutlicht, daß viele unterschiedliche Varianten 
von Automated-Collaborative-Filtering-Verfahren denkbar sind. Diese Vielfalt spiegelt sich 
auch in der Literatur wider. Ein einheitlicher, klar definierter Algorithmus, der mit �Automa-
ted Collaborative Filtering� gleichzusetzen wäre, existiert nicht. Collaborative Filtering wird 
vielmehr als ein Überbegriff für die prinzipielle Vorgehensweise verwendet, die in den voran-
gehenden Abschnitten dargestellt wurde. 

Diese Arbeit versucht, eine Auswahl von Varianten auf Ihre Leistungsfähigkeit anhand ver-
schiedener Kriterien zu überprüfen. Dazu wird ein Basis-Algorithmus entwickelt, welcher in 
zwei Varianten existiert. Aufbauend auf dem Basis-Algorithmus werden weitere Varianten 
entwickelt. Dabei wird jeweils der Versuch unternommen, die Variation der Basis-
Algorithmen inhaltlich zu begründen. Dies bedeutet vor allen Dingen, daß mögliche Auswir-
kungen von Parametervariationen oder Verfahrensmodifikationen betrachtet werden. 

Zunächst werden zwei grundlegende Algorithmen vorgestellt. Sie werden anschließend im 
Rahmen des Linxx-Experiments eingesetzt, welches in Abschnitt 4 beschrieben wird. In Ab-
schnitt 5 werden sie hinsichtlich ihrer Prognosegüte empirisch untersucht. 

In Abschnitt 6 wird eine Anzahl von Verfahrensvarianten entwickelt. Diese Varianten wer-
den auf drei unterschiedliche Datensätze angewendet. Ihre Prognosegüte wird anhand von 
Simulationsrechnungen überprüft. 

3.3.1 Mittelwerte (MEANS) 

Bei der Untersuchung von Individualisierungsverfahren muß man zunächst einen Maßstab 
festlegen, anhand dessen man die Leistungsfähigkeit des untersuchten Verfahrens an be-
stimmten Kriterien mißt. Als das in dieser Arbeit zugrunde gelegte Vergleichsverfahren wird 
der arithmetische Rating-Mittelwert für jedes Objekt über alle Benutzer verwendet. 

Wir kürzen das �Mittelwert-Verfahren� im folgenden mit der Bezeichnung MEANS ab. 
Auch für nachfolgend beschriebene Verfahren werden derartige Kürzel verwendet, welche die 
in dieser Arbeit verwendete Verfahrensterminologie erleichtern und für Eindeutigkeit an den 
betreffenden Stellen sorgen sollen. 

Im Fokus der Betrachtungen steht jeweils der �aktive Benutzer�, der mit a abgekürzt wird. 
Es handelt sich um den Benutzer, für den im konkreten Fall Prognosen zu erstellen sind. For-
mal geschieht die Prognose der Präferenz faj des aktiven Benutzers a für ein Objekt j∈ J dabei 
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auf Basis des arithmetischen Rating-Mittelwertes uj  für dieses Objekt über alle Benutzer i∈ I, 

die das Objekt bewertet haben. Zur erleichterten formalen Darstellung wird im folgenden, wie 
auch an späteren Stellen, auf die Indikator-Variable vij zurückgegriffen. Es gilt vij = 1, wenn 
Benutzer i Objekt j bewertet hat und damit ein Wert für uij existiert; sonst ist vij = 0: 

 j
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∈  (3-30) 

Offensichtlich liefert faj für alle aktiven Benutzer identische Werte. Bei dem Verfahren han-
delt es sich damit um eine nicht-individualisierte Prognose. Für jedes Objekt läßt sich ein Mit-
telwert errechnen, wenn mindestens ein Rating für dieses Objekt vorliegt. Unterstellt man 
einen unsystematischen Ausfallmechanismus der Missing Values in der Datenmatrix 
(MCAR), so liefert der Mittelwertschätzer den kleinsten quadrierten Prognosefehler 
(Bankhofer 1995). 

MEANS wird in der Literatur zu Collaborative Filtering an verschiedenen Stellen als Ver-
gleichsmaßstab angewendet (z. B. Shardanand 1994). Der Grund, obwohl meist nicht explizit 
genannt, ist vor allen Dingen darin zu sehen, daß ein Individualisierungsverfahren nur dann 
Sinn macht, wenn es bessere Ergebnisse liefern kann als MEANS. 

Es gibt jedoch auch Literaturquellen, die geringere Maßstäbe anlegen. Beispielsweise ver-
gleicht Breese die von ihm getesteten Verfahren mit zufälligen Prognosen (Breese 1998). 
Weitere Quellen verzichten vollständig auf diese Überprüfung (Gupta et al. 1999). Dies kann 
so gravierende Auswirkungen haben, daß der Nutzen eines gesamten Recommender-Systems 
in Frage gestellt werden kann. So ergab eine Überprüfung des Nearest-Neighbour-
Algorithmus im Collaborative-Filtering-System �Jester 1.0� durch den Autor, daß der Algo-
rithmus um etwa 24% schlechtere quadrierte Prognosefehler lieferte, als MEANS dies geleis-
tet hätte. Weiterhin wurde in dieser Quelle auf Basis dieses �Jester 1.0�-Algorithmus ein 
zweiter Algorithmus (�Jester 2.0�) getestet. Diesem Algorithmus wurden rund 43% Prognose-
fehler-Verbesserung gegenüber Jester 1.0 zugerechnet (Gupta et al. 1999). Offensichtlich leis-
tete jedoch der Algorithmus �Jester 2.0� eine deutlich geringere Prognosefehlerreduzierung 
gegenüber MEANS, als dies durch den angestellten Vergleich mit �Jester 1.0� zunächst den 
Anschein hatte. Auf weitere Möglichkeiten des Vergleichs der Prognosegüte von Collaborati-
ve-Filtering-Algorithmen wird in Abschnitt 3.4 eingegangen. 

Festzuhalten ist folgendes: Die Anwendung von Individualisierungsverfahren macht nur 
dann Sinn, wenn sie bessere Ergebnisse liefern als MEANS. Bei Individualisierungsverfahren 
handelt es sich um vergleichsweise rechenintensive Verfahren, deren Management und Hand-
habung oft nicht trivial sind. Dieser Aufwand entfällt bei der Verwendung von MEANS. 
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3.3.2 Distanzbasierter Basis-Algorithmus (D-BASIS) 

Collaborative-Filtering-Verfahren setzen voraus, daß die Annahme der Unabhängigkeit der 
Benutzer-Ratings über eine Mehrzahl von Objekten fallen gelassen wird. Diese Verfahren 
versuchen, sich eben diese Abhängigkeiten zunutze zu machen, und auf diesem Wege zu bes-
seren Prognosen zu gelangen. 

In diesem und dem folgenden Abschnitt werden zwei Collaborative-Filtering-Algorithmen 
vorgestellt, die nachfolgend als Basis-Algorithmen bezeichnet werden. Es handelt sich um 
einen distanzbasierten Algorithmus (D-BASIS) und sein korrelationsbasiertes Gegenstück (Q-
BASIS). Die Abkürzung �D� begründet sich durch die Verwendung von Distanzen bei der 
Ähnlichkeitsbestimmung. �Q� steht für die Verwendung des Q-Korrelationskoeffizienten, 
also dem Korrelationskoeffizienten zwischen Personen. In der Literatur wird dies auch als Q-
Technik bezeichnet (Überla 1968, S. 297). Diese beiden Algorithmen bilden die Grundlage 
für Varianten und weitere spezielle Algorithmen, die in den nachfolgenden Abschnitten dar-
gestellt werden. 

Der distanzbasierte Basis-Algorithmus (D-BASIS) führt zunächst eine Auswahl bestimmter 
Benutzer durch, die für die Prognose der Missing Values des aktiven Benutzers a in Frage 
kommen. Diese Benutzer werden wie oben als Mentoren bezeichnet. Als einzige Beschrän-
kung bei der Auswahl der Mentoren wird eingeführt, daß eine Mindestanzahl von drei Über-
lappungen zwischen den Benutzern vorliegen muß. Jeder Benutzer, für den diese Bedingung 
zutrifft, wird als Mentor in die Mentoren-Menge des aktiven Benutzers aufgenommen, welche 
als Ma bezeichnet wird: 
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Dabei beinhaltet vaj die Indikator-Variable für Benutzer a und Objekt j, welche wie oben 
die Existenz (vaj = 1) oder Nicht-Existenz (vaj = 0) des Rating-Wertes uaj indiziert (analog Be-
nutzer i). Die multiplikative Verknüpfung von vaj und vij bewirkt, daß das Produkt nur dann 
den Wert 1 annimmt, wenn eine Überlappung der Benutzer in Objekt j vorliegt. Ist die Sum-
me über j für das Produkt der Indikator-Variablen größer gleich drei, so wird der Benutzer i in 
die Menge der Mentoren Ma aufgenommen, da in diesem Falle wie gefordert drei oder mehr 
Überlappungen zwischen den Benutzern a und i vorliegen. 

D-BASIS geht von einer nicht aufbereiteten Datenmatrix aus. Es wird also keine vorgela-
gerte Mittelwertzentrierung oder Standardisierung vorgenommen. Als Proximitätsmaß wird 
die mittlere euklidische Distanz verwendet. Die Berechnung der Distanz des Benutzers a zu 
den Mentoren i geschieht wie folgt: 
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Dabei beinhaltet uaj das Rating des aktiven Benutzers für Objekt j (analog uij für Benutzer 
i). Die Verwendung und multiplikative Verknüpfung der Indikator-Variablen vaj und vij be-
wirkt, daß alle Merkmale j, für die entweder vaj oder vij null ist, nicht in die Distanzberech-
nung eingehen. Es liegt also die in Abschnitt 3.2.2.4 eingeführte Missing-Value-Strategie 
�Paarweise verfügbare Fälle� vor. 

Nun benötigt man beim Collaborative Filtering nicht primär einen Ausdruck für die Dis-
tanz, sondern vielmehr für die Ähnlichkeit zwischen den Benutzern. Dazu muß die Distanz in 
ein Ähnlichkeitsmaß transformiert werden (s. Abschnitt 3.2.2.2.3). 

Für die Transformation der Distanzen dai in Ähnlichkeiten sai eignen sich unterschiedliche 
Verfahren (Abschnitt 3.2.2.2.3). Wir verwenden einen Ausdruck, der die Ähnlichkeitswerte 
sai auf das Intervall [0; 1] abbildet: 

 s d
tai
ai= −1  mit { }t d i Mai a= ∈max | . (3-33) 

Mit dieser Transformation wird ein Wertebereich von 0 ≤ sai ≤ 1 festgelegt, falls zwei oder 
mehr dai (i ∈  Ma) mit unterschiedlichen Werten existieren. Der Parameter t dient dabei als 
linearer Skalierungsparameter, um genau diesen Wertebereich zu erzeugen (Abschnitt 
3.2.2.2.3). Für die Prognose ist diese lineare Skalierung allerdings irrelevant, da lediglich die 
relative Ähnlichkeit der Mentoren zum aktiven Benutzer von Interesse ist. Dies ergibt sich aus 
den weiteren Ausführungen in diesem Abschnitt, insbesondere aus der weiter unten darge-
stellten Berechnung der Prognose. 

Falls alle dai identische Werte annehmen, wäre sai = 0 für alle i ∈  Ma bzw. nicht definiert 
für dai = 0. Dies führt zu Problemen in nachfolgenden Schritten des Algorithmus. Aus diesem 
Grunde gilt für diesen Fall per Definition: 

 sai = 1 für alle i ∈  Ma, falls dai = dak für alle i, k ∈  Ma (3-34) 

Zur Berechnung der Prognose faj müssen für jedes Objekt j die Mentoren aus der Menge Ma 
extrahiert werden, die das Objekt j bewertet haben. Die Mentoren werden als Objektmentoren 
bezeichnet und bei der Prognose jeweils mit ihrer Ähnlichkeit sai zum aktiven Benutzer linear 
gewichtet. Die Menge der Objektmentoren für den aktiven Benutzer a und Objekt j wird als 

ajM~  bezeichnet. Sie beinhaltet nur Mentoren i, die Objekt j bewertet haben (vij = 1) und über 

einen Ähnlichkeitswert von sai > 0 mit dem aktiven Benutzer a verfügen, d. h. sai ⋅ vij > 0: 
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Die Prognose faj ist eine Kombination der Ratings uij aller Mentoren i, die das Objekt j be-
wertet haben. Die Gewichtung der Ratings der einzelnen Mentoren erfolgt anhand des oben 
eingeführten Ähnlichkeitswertes sai. Die Ratings �ähnlicherer� Mentoren gehen also stärker in 
die Prognose ein, als Ratings �unähnlicherer� Mentoren. 

Falls ajM~  leer ist und damit keine Objektmentoren für Objekt j existieren, kann für faj keine 

Prognose mit der Variante D-BASIS abgegeben werden. In praktischen Applikationen wird 
statt dessen der arithmetische Mittelwert über alle Benutzer wie bei MEANS verwendet. 
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Existiert kein einziges Rating für Objekt j, ist die Berechnung der Prognose faj nicht mög-
lich. 

3.3.3 Korrelationsbasierter Basis-Algorithmus (Q-BASIS) 

Neben mittleren euklidischen Distanzen oder allgemeiner der Minkowski-Lq-Metrik exis-
tiert eine Reihe weiterer verbreiteter Proximitätsmaße. In Collaborative-Filtering-Systemen 
wird insbesondere oft der Pearsonsche Q-Korrelationskoeffizient verwendet, um die Ähnlich-
keit zwischen den Benutzern zu ermitteln. Dieser kommt u. a. in den Systemen Grouplens 
(Konstan et al. 1997) und Ringo (Shardanand 1994) zum Einsatz. 

Einer der Vorteile bei der Verwendung von Korrelationsmaßen ist, daß keine nachgelagerte 
Transformation von Distanzen in Ähnlichkeiten erfolgen muß. Der Korrelationskoeffizient qai 
ist bereits ein Ähnlichkeitsmaß und muß nicht weiter transformiert werden. 

Inhaltlich ist die Verwendung von Korrelationskoeffizienten jedoch nicht unproblematisch. 
In der Literatur zu Collaborative Filtering bleibt meist unerwähnt, daß eine Korrelationsbe-
rechnung lediglich die lineare Abhängigkeit der Bewertungen der überlappend bewerteten 
Objekte ausdrückt. Es wird weiterhin kaum auf die durchgeführte implizite Standardisierung 
hingewiesen, die mit der Verwendung der Pearsonschen Korrelationskoeffizienten zwingend 
einhergeht. 
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Nicht zuletzt wird mit dem Aussagegehalt des Korrelationskoeffizienten im allgemeinen 
sehr unkritisch umgegangen. Dies manifestiert sich konkret in der Tatsache, daß in den meis-
ten detailliert beschriebenen Collaborative-Filtering-Systemen eine minimale Überlappungs-
anzahl von zwei verwendet wird. Bekanntermaßen ist jedoch der Korrelationskoeffizient für 
zwei Überlappungen stets 1, -1 oder nicht definiert. Dies gilt auch, wenn die jeweiligen Be-
wertungen der beiden verglichenen Benutzer sehr unterschiedlich ausfallen. 

In Q-BASIS verwenden wir wie in D-BASIS eine minimale Überlappungsanzahl von drei. 
Diese Überlappungsanzahl wird in nachfolgend beschriebenen Varianten noch variiert, um 
den Einfluß dieses Parameters zu untersuchen (s. Abschnit 6.4.3). 

Formal unterscheidet sich Q-BASIS von D-BASIS damit lediglich in der Berechnung der 
Ähnlichkeiten. Die Berechnung von sai erfolgt nicht mehr über den Umweg der Distanzbe-
rechnung, sondern wird direkt über den Pearsonschen Korrelationskoeffizienten qai vorge-
nommen. In die Berechnung von qai fließen alle Bewertungen ein, welche die Benutzer a und 
i überlappend bewertet haben. Zunächst wird der Rating-Mittelwert uai  des Benutzers a über 

die mit Benutzer i paarweise bewerteten Ratings benötigt: 
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Analog wird uia  berechnet. Dann ergibt sich qai als der Pearsonsche Korrelationskoeffizient 

der paarweisen Bewertungen der Benutzer a und i: 
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Bei der Berechnung von qai ist zu beachten, daß im Nenner Nullwerte auftreten können 

( 0=N
aiQ ). Dies ist immer dann der Fall, wenn die Rating-Varianz mindestens eines der Be-

nutzer für die überlappend bewerteten Objekte gleich null ist, er also all diesen Objekten 
gleichwertige Ratings zugewiesen hat. 

Dies wird im Algorithmus bei der Transformation von qai in sai berücksichtigt. Für alle Be-

nutzer i mit 0=N
aiQ  wird per definitionem sai = 0 gesetzt. Negative qai werden ebenfalls auf 

null transformiert, so daß nur echt positive Korrelationskoeffizienten einen Ähnlichkeitswert 
größer null erhalten: 
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Man beachte, daß Benutzer mit sai = 0 de facto von der Prognose ausgeschlossen werden, 
da ihre Ratings in der Prognose fai mit dem Faktor 0 gewichtet werden. 

3.4 Prognosegüte von Collaborative-Filtering-Algorithmen 

In den vorangehenden Abschnitten wurden zwei Basis-Algorithmen vorgestellt. Diese Col-
laborative-Filtering-Verfahren und an späterer Stelle dargestellte Varianten sollen anhand 
bestimmter Kriterien empirisch auf ihre Leistungsfähigkeit hin untersucht werden. Hierzu 
kann eine Reihe unterschiedlicher Gütemaße herangezogen werden. 

Zunächst sind einige Betrachtungen anzustellen, an welchen Maßstäben man Collaborative-
Filtering-Algorithmen eigentlich messen sollte. Weiterhin ist zu untersuchen, welche unter-
schiedlichen Aufgabenstellungen durch Collaborative-Filtering-Algorithmen zu bearbeiten 
sind. Darauf aufbauend lassen sich dann geeignete Gütemaße bestimmen. 

Diesen Fragestellungen widmen sich die folgenden Abschnitte. 

3.4.1 Zur Bewertung von Collaborative-Filtering-Algorithmen 

Sieht man die Literatur zu Collaborative Filtering durch, so trifft man auf eine Reihe unter-
schiedlicher Vorstellungen, anhand welcher Maßstäbe Collaborative-Filtering-Algorithmen 
zu bewerten sind. Die verschiedenen Ansätze lassen sich wie folgt zusammenfassen: 
1. Eine Messung der Leistungsfähigkeit der Algorithmen erfolgt nicht. Es wird lediglich das 

Verfahren vorgestellt oder anekdotische Evidenz der Leistung des Verfahrens gegeben 
(Goldberg et al. 1992; Maltz/Ehrlich 1995). 

2. Ein Vergleich der Leistungsfähigkeit der Algorithmen erfolgt zwischen unterschiedlichen 
algorithmischen Varianten, wird jedoch nicht anhand anderer etablierter Prognoseverfah-
ren verankert (Gupta et al. 1999; Pazzani 1998; Ungar/Foster 1998). 

3. Ein Vergleich der Leistungsfähigkeit der Algorithmen erfolgt bezogen auf einen �Zufalls-
algorithmus� (Balabanovic/Shoham 1997). 

4. Ein Vergleich der Leistungsfähigkeit der Algorithmen erfolgt anhand eines etablierten, 
nicht-individualisierten Verfahrens. Nicht-individualisierte Verfahren stellen Prognosen, 
bei denen das Benutzerprofil des aktiven Benutzers bei der Abgabe der Prognose nicht 
bekannt ist oder nicht verwendet wird. Regelmäßig wird hier der arithmetische Mittelwert 
über alle Benutzer verwendet (Balabanovic/Shoham 1997; Miller/Riedl/Konstan 1997; 
Shardanand/Maes 1995). 

Nach Auffassung des Autors beinhaltet von den vier oben genannten Punkten lediglich 
Punkt 4 eine hinreichende Aussagekraft für die sinnvolle Einsetzbarkeit eines Collaborative-
Filtering-Verfahrens. Falls die Prognosegüte nämlich schlechter als arithmetische Mittelwerte 
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ausfällt, so würde man auf das komplexe und rechenintensive Collaborative Filtering kom-
plett verzichten und die wesentlich einfacher zu berechnenden und leichter zu handhabenden 
arithmetischen Mittelwerte verwenden. 

In dieser Arbeit bilden arithmetische Mittelwerte das nicht-individualisierte Vergleichsver-
fahren, an dem alle untersuchten Algorithmen gemessen werden. Zu prüfen ist demnach stets, 
ob die abgegebenen individuellen Prognosen auf Basis von Collaborative-Filtering-Verfahren 
besser geeignet sind als eine nicht-individualisierte Mittelwert-Prognose. Wie oben bereits 
angeführt, wird als Referenz der arithmetische Mittelwert (MEANS) über alle für ein Objekt 
im System vorhandenen Rating-Werte verwendet. Das �Rating� stellt den tatsächlichen Wert 
dar, welcher im Linxx-Experiment durch die Einholung eines Feedback-Wertes ermittelt 
wird. Man hat es also bei der Beurteilung der Verfahren stets mit dem Wert-Tripel �Progno-
se�, �Mittelwert� und �Rating� zu tun. Auf Basis dieses Wert-Tripels lassen sich unter ande-
rem Prognosefehler und Mittelwertabweichung vergleichen (Abb. 19). 

Prognose Mittelwerttatsächliches 
Rating

Prognosefehler Mittelwertabweichung

Vergleich  

Abb. 19: Muster für empirische Auswertung 

3.4.2 Gütemaße in Abhängigkeit des Anwendungsgebietes 

Collaborative-Filtering-Algorithmen können eine Reihe unterschiedlicher Aufgaben über-
nehmen. Bei der Messung der Leistungsfähigkeit von Collaborative-Filtering-Algorithmen ist 
zunächst die Zielsetzung und das Anwendungsgebiet des Verfahrens zu beachten. Wie in Ab-
schnitt 2.4 angeführt, umfaßt das Aufgabenspektrum dieser Algorithmen insbesondere drei 
Bereiche: 
1. Die Filterung einer Teilmenge von Objekten aus einer Gesamtmenge von Objekten nach 

bestimmten Kriterien. Man bemüht sich in diesem Falle also, eine möglichst gute Klassi-
fizierung in �relevante� und �nicht relevante� Objekte zu erreichen. Im Kontext von Re-
commender-Systemen bedeutet dies, daß relevante Objekte präsentiert oder empfohlen 
werden, irrelevante Objekte hingegen nicht. 
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2. Die Rangreihung einer Menge von Objekten. Der Algorithmus hat die Aufgabe, eine der 
�tatsächlichen� Ordnung möglichst gut entsprechende Rangfolge der Objekte herzustel-
len, welche sich in Form einer Empfehlungsliste ausgeben läßt. 

3. Die Prognose fehlender Werte (z. B. Ratings) im Benutzerprofil. Hierbei ist vor allen 
Dingen die möglichst genaue Prognose der fehlenden Werte von Belang. 

Für die unterschiedlichen Aufgabenbereiche eignen sich unterschiedliche Gütemaße. Diese 

werden in den folgenden Abschnitten dargestellt. 

3.4.2.1 Fall 1: Filterung von Objekten 

Bei der Filterung von Objekten (Abschnitt 3.4.2, Punkt 1) wird eine Dichotomisierung in 

�relevante� und �irrelevante� Objekte vorgenommen. Alternativ lassen sich auch andere Un-

terscheidungen treffen. Hierzu gehören u. a. �präferiert� und �nicht präferiert� sowie �interes-

sant� und �nicht interessant�. Entscheidend ist dabei lediglich, daß ein ggf. höheres Meßni-

veau, wie z. B. eine intervallskalierte Rating-Skala, auf ein binäres (zweiwertiges) Niveau 

transformiert wird. Zu den damit verbundenen Problemen wird weiter unten noch Stellung 

genommen. 

Zur Bestimmung der Klassifikationsgüte existiert eine Reihe unterschiedlicher Maße. Diese 
Maße lassen sich aus einer Matrix entwickeln, welche im folgenden als Klassifikationsmatrix 
bezeichnet wird (Abb. 20). Die Matrix teilt eine Gesamtmenge von N Objekten in vier Grup-
pen ein. Diese Gruppen bestimmen sich zum einen durch die Einteilung in �relevante� und 
�irrelevante� Objekte. Unter Relevanz wird die tatsächliche Relevanz eines Objektes für den 
aktiven Benutzer verstanden. Zum anderen wird eine weitere Unterscheidung in �präsentierte� 
und �nicht präsentierte� Objekte vorgenommen. Die Präsentation eines Objektes bedeutet 
hierbei die prognostizierte Relevanz des Objektes für den aktiven Benutzer. 

Die Symbole a, b, c und d geben die Anzahl der in den vier Gruppen vorliegenden Fälle an. 
Allgemein ist die Klassifikationsgüte umso besser, je mehr Fälle auf die Gruppen a und d 
entfallen, d. h. richtig klassifiziert werden und je weniger Fälle auf die Gruppen b und c ent-
fallen, also falsch klassifiziert werden. 

 
 relevant irrelevant  
präsentiert a b a+b
nicht präsentiert c d c+d 
 a+c b+d N 

Abb. 20: Klassifikationsmatrix für Recommender-Systeme 
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Aufbauend auf der Klassifikationsmatrix läßt sich eine Reihe von Maßen entwickeln. Zu 
den weit verbreiteten Standard-Maßen gehören u. a. Recall (R) und Precision 
(P; Salton/McGill 1987, S. 172). Recall ist die Anzahl der präsentierten und relevanten Ob-
jekte (a) bezogen auf die Gesamtzahl relevanter Objekte (a+c). Precision ist der Anteil rele-
vanter Objekte (a) bezogen auf die Anzahl präsentierter Objekte (a+b): 

 ca
aR
+

=
 (3-41) 

 
ba

aP
+

=  (3-42) 

Der Information-Retrieval-Literatur6 sind in diesem Zusammenhang zwei weitere interes-
sante Maße zu entnehmen (Breese 1998). Es handelt sich dabei um Sensitivität und Spezifizi-
tät. Diese Maße beschreiben die Leistungsfähigkeit eines Filters. Die Sensitivität gibt die 
Wahrscheinlichkeit an, daß ein relevantes Objekt vom Filter akzeptiert wird. Im Kontext von 
Recommender-Systemen bedeutet dies, daß das Objekt dem Benutzer präsentiert wird. Die 
Sensitivität entspricht damit dem Recall. Die Spezifizität eines Filters gibt die Wahrschein-
lichkeit an, daß ein irrelevantes Objekt gefiltert, in einem Recommender-System also nicht 
präsentiert wird. Basierend auf der Klassifikationsmatrix ergeben sich die Erwartungswerte 
für die Sensitivität (SENS) und Spezifizität (SPEC) wie folgt: 
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Eine Sensitivität von 0,7 würde beispielsweise bedeuten, daß ein relevantes Objekt mit ei-
ner Wahrscheinlichkeit von 70% präsentiert wird. Bei einer Spezifizität von 0,9 würden irre-
levante Objekte mit einer Wahrscheinlichkeit von 90% herausgefiltert. 

Das wesentliche Problem bei der Anwendung der dargestellten Klassifikationsmaße ist, daß 
ein binäres Meßniveaus zugrunde gelegt wird. Bezogen auf Recommender-Systeme, die auf 
Rating-Skalen basieren, ergibt sich dadurch, daß man eine willkürliche Grenze zwischen rele-
vanten und irrelevanten Objekten ziehen muß. Es ist also ein Schwellenwert festzulegen, ab 
dem ein Objekt als relevant klassifiziert wird. Beispielsweise könnte man bei der Verwen-
dung einer Siebener-Skala festlegen, daß alle Objekte mit den Ratings 5, 6 und 7 als �rele-
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vant� einzustufen sind, Objekte mit Ratings von 1 bis 4 hingegen als irrelevant. Obwohl es 
Möglichkeiten gibt, diese Willkürlichkeit einzuschränken (z. B. durch die Regel, daß eine 
Aufteilung in möglichst 50% relevante und 50% irrelevante Objekte vorzunehmen ist), kann 
die subjektive Komponente nicht vollständig überwunden werden. 

Wie bei der Einteilung in relevante und irrelevante Objekte existiert ein analoges Problem 
bei der Festlegung eines Schwellenwertes, bei dessen Überschreitung ein Objekt in einem 
Recommender-System präsentiert, also als �relevant� prognostiziert wird. Die Festlegung des 
Schwellenwertes hat direkten Einfluß auf die oben eingeführten Gütemaße: Wird der Schwel-
lenwert gesenkt, verbessern sich Recall und Sensitivität des Filters, da in der Regel mehr rele-
vante Objekte gezeigt werden. Wird der Schwellenwert erhöht, verbessern sich Spezifizität 
und in der Regel auch Precision. Insbesondere im Falle von Sensitivität und Spezifizität las-
sen sich durch Variation des Schwellenwertes beide Maße jeweils auf Kosten des anderen von 
0 bis 1 variieren. Dies entspricht einer Verbesserung des Fehlers 1. Art zu Lasten des Fehlers 
2. Art (und andersherum). 

Die Maße Recall und Precision bzw. Sensitivität und Spezifizität sind also alleinstehend 
nicht aussagekräftig genug, um die Leistungsfähigkeit von Collaborative-Filtering-
Algorithmen auszudrücken. Von Interesse ist vielmehr, wie sich die Größen in Abhängigkeit 
des jeweiligen Gegenstückes berechnen. Zu diesem Zweck lassen sich Precision und Recall in 
einer sogenannten Precision Recall Curve (PRC) auftragen, die durch die schrittweise Verän-
derung des Filter-Schwellenwertes entsteht. Für Sensitivität und Spezifizität nennt sich dieses 
Diagramm Receiver Operational Characteristic Curve (ROC-Curve). 

In Abb. 21 ist eine ROC-Curve beispielhaft dargestellt. Die Quadrate auf der Kurve geben 
die unterschiedlichen Schwellenwerte an, anhand denen die Kurve entsteht. In der oberen 
linken Ecke des Diagramms beträgt die Spezifizität 1 und die Sensitivität 0. Dies bedeutet, 
daß alle irrelevanten Objekte herausgefiltert werden, aber auch kein einziges relevantes Ob-
jekt akzeptiert wird. Der Schwellenwert liegt hier also sehr hoch. Unten rechts beträgt die 
Sensitivität 1 und die Spezifizität 0. Dies bedeutet, daß alle relevanten Objekte vom Filter 
akzeptiert werden, jedoch auch alle irrelevanten Objekte den Filter passieren. Der Schwellen-
wert liegt hier sehr niedrig. 

                                                                                                                                                         
6  In diesem Zusammenhang ist zu erwähnen, daß Informations-Filterung und Information Retrieval als zwei 

Seiten des selben Problems betrachtet werden können (Belkin/Croft 1992). 



88 Automated Collaborative Filtering 

0

0,2

0,4

0,6

0,8

1

0 0,2 0,4 0,6 0,8 1
Sensitivität

Sp
ez

ifi
zi

tä
t

 

Abb. 21: ROC-Curve 

Von Relevanz sind nicht die alleinstehenden Werte der Sensitivität und Spezifizität, son-
dern die Charakteristik der ROC-Curve. Je weiter sich die durch die Relation entstehende 
Kurve nach oben rechts ausdehnt, desto höher ist die Trennschärfe des Filters. Ein Maß für 
die Trennschärfe des Filters erhält man, in dem man die Fläche unter der Kurve berechnet. 
Das Maß wird mit ROC, im Falle der Precision-Recall-Curve mit PRC bezeichnet. Ein per-
fekter Filter, dessen ROC-Curve sich geradlinig von oben links parallel nach oben rechts, da-
nach senkrecht bis nach unten rechts bewegt, erhält demnach ROC = 1. Für einen Zufallsfilter 
beträgt ROC = 0,5, was im Diagramm einer Diagonale von links oben nach rechts unten ent-
spricht. 

Für die Precision-Recall-Curve ergeben sich ähnliche Zusammenhänge. Hierbei ist aller-
dings zu beachten, daß Precision in der Regel nicht auf null sinkt, selbst wenn man den 
Schwellenwert auf den niedrigst möglichen Wert setzt. Für den Zufallsfilter gilt somit auch 
nicht PRC = 0,5, sondern PRC ≥ 0,5. 

ROC und PRC lassen sich für unterschiedliche Collaborative-Filtering-Verfahren (z. B. D-
BASIS oder Q-BASIS) berechnen und anschließend mit den ROC- und PRC-Werten verglei-
chen, die sich für Mittelwert-Prognosen (MEANS) ergeben. Falls die MEANS-Werte kleiner 
ausfallen, liefern die Collaborative-Filtering-Algorithmen eine bessere Filterleistung. 

Zu beachten ist, daß ROC und PRC wie oben angeführt über eine subjektive Komponente 
verfügen. Diese ergibt sich aus der Einteilung in relevante und irrelevante Objekte. ROC und 
PRC hängen damit von der Bestimmung des Relevanz-Schwellenwertes ab. 

Aufgrund des subjektiven Charakters von ROC und PRC werden die Maße bei der empiri-
schen Auswertung nicht weiter betrachtet. Sie sind an dieser Stelle lediglich der Vollständig-
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keit halber aufgeführt, da sie in der Literatur zu Collaborative Filtering vereinzelt eingesetzt 
werden (Breese 1998). 

3.4.2.2 Fall 2: Rangordnung von Objekten 

Betrachten wir nun Fall 2 des Aufgabenspektrums von Collaborative-Filtering-Algorithmen 
(Abschnitt 3.4.2, Punkt 2). Es handelt sich hierbei um die Rangordnung von Objekten, die den 
Präferenzen des aktiven Benutzers möglichst gut entsprechen sollen. 

Zur Bestimmung der Güte der prognostizierten Rangordnung eignet sich Kendalls Tau 
(Kendall 1962). Kendalls Tau gibt die Stärke der Rangkorrelation an und ist auf dem Intervall 
[-1; 1] definiert. 

Zu beachten sind dabei Effekte, die durch gleiche Werte (Bindungen) entstehen. Diese Fäl-
le können mit Kendalls �Tau-B� berücksichtigt werden (Kendall 1962; Kendall 1979, S. 
593ff). Allerdings kann Tau-B beim Vorliegen von Bindungen das Intervall [-1; 1] verlassen 
(Kotz 1983, S. 368). Je mehr Bindungen vorliegen, desto eher kann das Intervall verlassen 
werden. Bei ganzzahligen Rating-Skalen mit vergleichsweise wenigen unterschiedlichen Wer-
ten wie beispielsweise Skalen von 1 bis 7 kommt es bei Vorliegen einer hohen Anzahl von 
Werten zu einer hohen Anzahl von Bindungen, so daß absolute Werte von größer als eins 
regelmäßig vorkommen können. 

Die Rangkorrelationswerte werden im Rahmen der empirischen Auswertung sowohl für das 
in Frage stehende Collaborative-Filtering-Verfahren als auch für MEANS berechnet und an-
schließend miteinander verglichen. Wenn Kendalls Tau für MEANS geringer ausfällt, liefert 
das Collaborative-Filtering-Verfahren bessere Ranglisten. 

Allgemein ist bei der Berechnung von Rangkorrelationen zu beachten, daß durch die Trans-
formation eines intervallskalierten Meßniveaus auf ein ordinales Niveau auch ein Informati-
onsverlust einhergeht. Der Literatur können weitere Maße zur Bestimmung von Rangkorrela-
tionen entnommen werden (Yao 1995). 

3.4.2.3 Fall 3: Prognose des Benutzerprofils 

In Fall 3 des Aufgabenspektrums von Collaborative-Filtering-Algorithmen (Abschnitt 
3.4.2, Punkt 3) handelt es sich um die Prognose von fehlenden Werten im Benutzerprofil des 
aktiven Benutzers. Die prognostizierten Werte sollen dabei den tatsächlichen Werten mög-
lichst gut entsprechen. 

3.4.2.3.1 Anteil besserer Prognosen 

Eine einfache Art der Beurteilung der Prognosegüte basiert auf dem Vergleich mit den a-
rithmetischen Mittelwerten (MEANS). Dabei wird für alle Tripel von Prognosen, Mittelwer-
ten und tatsächlichen Ratings bestimmt, ob die Abweichung zwischen Prognose und tatsächli-
chem Rating kleiner oder größer als die Differenz zwischen Mittelwert und tatsächlichem 
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Rating ist. Die Häufigkeiten werden gezählt. Es ergibt sich der relative Anteil α besserer Pro-
gnosen an der Gesamtzahl der Prognosen. 

Man erhält auf diese Weise den Anteil besserer und schlechterer Prognosen im Vergleich 
mit MEANS. Eine auf dieser Auswertung basierende Aussage könnte beispielsweise lauten: 
�Das Verfahren bringt in 60% der Prognosen bessere Werte, in 40% der Fälle ist es MEANS 
unterlegen�. In diesem Falle wäre α = 0,6 = 60%. 

Im Falle von numerisch gleichen Abweichungen (Bindungen) werden nur solche Prognosen 
als �besser� gezählt, welche eine echt kleinere Differenz zum tatsächlichen Rating besitzen 
als der Mittelwert. Gleiche Werte zählen also als �nicht besser�. 

3.4.2.3.2 Prognosefehler 

Zur Messung der Prognosegenauigkeit eignen sich insbesondere Maße, in denen die Diffe-
renz zwischen den vorhergesagten Ratings und den tatsächlichen Ratings eingeht. Meist ver-
wendete Maße sind (Mathews/Diamantopoulos 1994, S. 411): 
• Die absolute Abweichung der Prognose vom tatsächlichen Rating, auch als MAE (mean 

absolute error) bezeichnet. 
• Die quadrierte Abweichung der Prognose vom tatsächlichen Rating, auch als MSE (mean 

squared error) bezeichnet. 
Der absolute und quadrierte Prognosefehler unterscheiden sich dahingehend, daß bei zwei-

tem durch die Quadrierung höhere Prognoseabweichungen überproportional gewichtet wer-
den. Die Werte von MAE und MSE hängen in bezug auf Recommender-Systeme stark von 
der verwendeten Rating-Skala ab. Wird eine Skala von 1 bis 3 beispielsweise auf eine Skala 
von 1 bis 7 transformiert, so verändern sich MAE und MSE. Allerdings sind MAE und MSE 
translationsinvariant (s. Abschnitt 3.2.2.2.4), d. h. bei einer einfachen Verschiebung der Skala 
ändern sich die Werte nicht. 

Oft wird zur Ermittlung von Prognosefehlers auch das Maß MAPE (mean absolute percen-
tage error) verwendet (Mathews/Diamantopoulos 1994, S. 411). MAPE bezieht den absoluten 
Prognosefehler auf die tatsächlichen Werte und gibt somit einen prozentualen Prognosefehler 
aus. Man versucht mit diesem Maß eine gewisse Vergleichbarkeit bei der Ermittlung der Leis-
tungsfähigkeit von Prognoseverfahren bei unterschiedlichen Anwendungen und Datensätzen 
herzustellen. 

Bei Recommender-Systemen, die mit Rating-Skalen arbeiten, würde aus diesem Grunde die 
Bezugsbasis von MAPE durch die tatsächlichen Ratings repräsentiert. Dies führt zu einer 
Reihe von Problemen. Erstens lassen sich Rating-Skalen nicht mehr verschieben, da dies zu 
anderen Ergebnissen führen würde. Zweitens lassen sich Datensätze mit unterschiedlichen 
Rating-Skalen anhand von MAPE genauso wenig vergleichen, wie das bei MAE und MSE 
der Fall ist. Drittens ist MAPE prinzipiell kein sinnvolles Maß, wenn die Rating-Skala durch 
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den Nullpunkt verläuft, wie beispielsweise bei einer Skala von -5 bis +5. Aus diesen Gründen 
muß auf eine Verwendung von MAPE bei der Auswertung von Collaborative-Filtering-
Algorithmen verzichtet werden. 

Zur Auswertung der Algorithmen läßt sich zunächst der absolute und quadrierte Prognose-
fehler für alle über Collaborative-Filtering-Verfahren bzw. über MEANS abgegebenen Prog-
nosen berechnen. Im nächsten Schritt läßt sich dann ein mittlerer absoluter und mittlerer 
quadrierter Prognosefehler für einen bestimmten Algorithmus bestimmen, indem der arithme-
tische Mittelwert über die Einzelwerte gebildet wird. Dies wird mit den selben Werten ebenso 
für MEANS durchgeführt. Anhand der Werte läßt sich feststellen, ob die Collaborative-
Filtering-Algorithmen Prognoseverbesserungen gegenüber MEANS bringen. Dies ist dann 
der Fall, wenn der mittlere Prognosefehler für den betreffenden Algorithmus kleiner ausfällt 
als der über MEANS erhaltene �Prognosefehler�. 

Betrachten wir nun die Prognosegüte auf formale Weise. Es sei wie oben faj der Prognose-
wert für den aktiven Benutzer a für das Objekt j. Der Mittelwert für Objekt j über alle Benut-
zer sei ju~ . Das tatsächliche Rating ist uaj. Der Wert uaj fließt weder in den Mittelwert ju~  noch 

in die Prognose faj ein, um bei den Simulationsrechnungen keine �Informationsvorsprünge� 
zuzulassen. 

Die betrachteten Abweichungsmaße sind der absolute Prognosefehler und der quadrierte 
Prognosefehler. Diese Maße werden über alle Benutzer i und Objekte j für alle paarweise e-
xistierenden Paare (i, j) ∈  P von Prognosen fij und tatsächlichen Ratings uij aggregiert. Bei der 
Aggregation wird der arithmetische Mittelwert gebildet, welcher dem mittleren absoluten 
Prognosefehler (MAEf) bzw. mittleren quadrierten (MSEf) Prognosefehler entspricht: 
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Analog wird die Berechnung der absoluten bzw. quadrierten Mittelwertabweichung für das 
MEANS-Verfahren durchgeführt. Hierbei wird lediglich das nicht-individualisierte ju~  statt 

der individualisierten Prognose fij verwendet. Man erhält analog die mittlere absolute Mittel-
wertabweichung MAEm bzw. die mittlere quadrierte Mittelwertabweichung MSEm der tatsäch-
lichen Ratings von den mittleren Ratings: 
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Die Mittelwertabweichung läßt sich als ein Prognosefehler verstehen, der bei Anwendung 
des Algorithmus MEANS entstanden wäre. Dieser Prognosefehler dient u. a. als Vergleichs-
maßstab für die zu untersuchenden Collaborative-Filtering-Algorithmen. 

Nachdem man die absoluten bzw. quadrierten Prognosefehler und Mittelwertabweichungen 
berechnet hat, läßt sich eine relative Prognosefehlerverbesserung bestimmen, die durch die 
Anwendung der Collaborative-Filtering-Prognose gewonnen werden kann. Diese wird als 
MAI (mean absolute improvement) bzw. MSI (mean squared improvement) bezeichnet. Es 
gilt: 
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Die in diesem Abschnitt eingeführten Abkürzungen für Prognosefehler, Mittelwertabwei-
chungen und relative Verbesserungen sind zusammenfassend in Abb. 22 aufgeführt. 

 
Bezeichnung Abkürzung 
Absoluter Prognosefehler MAEf 

Quadrierter Prognosefehler MSEf 

Absolute Mittelwertabweichung MAEm 

Quadrierte Mittelwertabweichung MSEm 

Absolute Prognosefehlerverbesserung MAI 

Quadrierte Prognosefehlerverbesserung MSI 

Abb. 22: Prognosefehler und Mittelwertabweichung 

Zu überprüfen ist jeweils, ob die durch das Collaborative-Filtering-Verfahren erzeugten 
Prognosen kleinere mittlere absolute bzw. quadrierte Prognosefehler liefern als MEANS. Lie-
gen kleinere Prognosefehler vor, so ist das getestete Verfahren offensichtlich für die Prognose 
geeigneter. 

Es kommt dabei darauf an, daß die Prognosefehler tatsächlich kleiner sind als die entspre-
chenden Mittelwertabweichungen. Dies begründet sich durch die Tatsache, daß Collaborati-
ve-Filtering-Verfahren, die gleich gute Ergebnisse wie MEANS liefern, für eine Anwendung 
in der Praxis nicht in Frage kommen. Man würde einem nicht-individualisierten Verfahren 
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aus Gründen der leichten Handhabbarkeit und schnelleren Berechenbarkeit stets den Vorrang 
geben. Die Aussage, ob ein Collaborative-Filtering-Verfahren eine gleichwertige oder 
schlechtere Güte hat, ist somit von untergeordneter Bedeutung. 

 
Zur Validierung von Modellen wird häufig der Ungleichheitskoeffizient U verwendet, wel-

cher auch als Theils U bezeichnet wird (Theil 1965; Brockhoff 1977, S. 59). Theils U mißt 
die Abweichung zwischen den tatsächlichen und den durch das Modell prognostizierten Wer-
ten. Die Abweichung wird auf das Intervall [0; 1] normiert. Hohe Werte von Theils U bedeu-
ten eine schlechtere Prognosegenauigkeit, niedrige Werte bedeuten eine bessere Prognosege-
nauigkeit. 

Zur Berechnung des Ungleichheitskoeffizienten teilt man in der Regel die Stichprobe in ein 
Analyse-Sample und in ein Validierungs-Sample ein. Das Analyse-Sample dient zur Schät-
zung des Modells und zur Prognose der abhängigen Variablen. Anhand des Validierungs-
Samples werden dann die anhand des Analyse-Samples berechneten Schätzparameter ver-
wendet, um zu Prognosen für die abhängigen Variablen des Validierungs-Samples zu kom-
men. Die Prognosewerte des Validierungs-Samples werden anschließend mit den tatsächli-
chen Werten verglichen (Naert/Leeflang 1978, S. 301). 

Im Falle von Collaborative-Filtering-Algorithmen entsprechen die abhängigen Variablen 
jedoch den unabhängigen Variablen. Aus diesem Grunde ist eine Teilung des Samples bei der 
Berechnung des Ungleichheitskoeffizienten Ut nicht notwendig. Ut läßt sich auf der gesamten 
Stichprobe berechnen: 
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Die Berechnungsweise von Ut zeigt, daß der Ungleichheitskoeffizient stark mit den mittle-
ren absoluten und quadrierten Prognosefehlern korreliert. 

Das wesentliche Problem von Theils U in bezug auf die Validierung von Collaborative 
Filtering besteht darin, daß die Werte von Ut stark von der verwendeten Rating-Skala und 
damit vom betreffenden Datensatz abhängen. Dies liegt an der mangelnden 
Translationsinvarianz des Parameters (Abschnitt 3.2.2.2.4). Bei einer Verschiebung der 
Rating-Skala ändert sich auch der Wert von Ut. Wählt man beispielsweise statt einer Rating-
Skala von 0 bis 2 eine Rating-Skala von 1 bis 3, so steigt der Betrag des Nenners von Ut, ohne 
daß sich der Wert des Zählers ändert. Weitere Probleme treten zutage, wenn auf der Rating-
Skala sowohl positive als auch negative Werte liegen, wie dies bei einer Skala von -5 bis +5 
der Fall wäre. 
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Aus diesen Gründen wird im weiteren Theils U nicht weiter mit in die Messung der Güte 
von der Collaborative-Filtering-Algorithmen einbezogen. 

3.4.2.3.3 Wertkorrelation 

Neben der Berechnung distanzbasierter Prognosegenauigkeiten lassen sich analog zu Pro-
ximitätsmaßen auch Korrelationen zwischen den tatsächlichen und prognostizierten Ratings 
bestimmen. Hierzu wird der Pearsonsche Korrelationskoeffizient berechnet. 

Der Pearsonsche Korrelationskoeffizient ist ein Maß für die Stärke der linearen Abhängig-
keit zwischen zwei Merkmalen. Bei der Verwendung dieses Korrelationskoeffizienten ist zu 
beachten, daß wegen der impliziten Standardisierung ein Informationsverlust bezüglich der 
Abweichungen der Ratings eintritt. Bei der Deutung des Maßes darf dieser Sachverhalt nicht 
vergessen werden. Der Korrelationskoeffizient drückt lediglich die lineare Abhängigkeit zwi-
schen zwei Merkmalen aus (Brockhoff 1977, S. 57). Die Eignung des Pearsonschen Korrela-
tionskoeffizienten ist aus diesem Grunde stark eingeschränkt. 

Aus diesem Grunde wäre zumindest neben einer alleinigen Verwendung des Pearsonschen 
Korrelationskoeffizienten als Gütekriterium (wie z. B. in Miller/Riedl/Konstan 1997) die 
Verwendung weiterer, z. B. distanzbasierter Maße, dringend zu empfehlen. 

3.4.3 Anteil berechenbarer Prognosen 

Neben den in den vorangehenden Abschnitten dargestellten Gütemaßen ist ein weiteres Er-
folgsmaß für die untersuchten Verfahren, für welchen Anteil der Objekte überhaupt Progno-
sen über das betreffende Verfahren erstellt werden können. Die Problematik der berechenba-
ren Prognosen ergibt sich aus dem Prinzip von Collaborative-Filtering-Verfahren. Die Prog-
nose basiert auf einer Teilmenge besonders ähnlicher Benutzer (Mentoren). Existieren nur 
wenige Mentoren oder haben gerade die Mentoren eine Reihe von Objekten besonders wenig 
oder gar nicht bewertet, so ist für diese Objekte keine Prognoseberechnung möglich. 

Falls eine Prognose nicht über das untersuchte Verfahren zustande kommt, bedeutet dies 
nicht, daß überhaupt keine Prognose für das betreffende Objekt berechnet werden kann. 
Vielmehr wird in diesen Fall der Mittelwert für das betreffende Objekt über alle Benutzer 
verwendet. Dieser existiert immer dann, wenn ein oder mehr Ratings für dieses Objekt vorlie-
gen (s. Abschnitt 3.3.2 und 3.3.3). 

Der Anteil berechenbarer Prognosen wird als δ bezeichnet und drückt den Anteil der 
Prognosen aus, die über das untersuchte Verfahren zustande kamen. 

Die Berechenbarkeit einer Prognose hängt vom jeweiligen Algorithmus ab. Beispielsweise 
können Mindestzahlen von Objekt-Mentoren festgelegt werden. Falls die Mindestzahl nicht 
erreicht wird, wird keine Prognose auf Basis der Variante durchgeführt. Als Prognosewert 
wird dann der Mittelwert für das betreffende Objekt eingesetzt. Je nach Algorithmus, Daten-
basis und Anzahl registrierter Benutzer kann dieser Wert stark variieren. 
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Prinzipiell gibt es zwei unterschiedliche Art und Weisen, wie mit nicht berechenbaren 
Prognosen in der empirischen Auswertung von Collaborative-Filtering-Verfahren umgegan-
gen werden kann. Zum einen können alle Wert-Tripel, bei denen eine Prognose nicht durch-
geführt wurde, weglassen werden. Sie haben damit keinen Einfluß auf den Prognosefehler 
oder andere Erfolgsmaße. Der Parameter δ fungiert in diesem Falle als alleinstehendes Er-
folgsmaß, welches neben den erzielten Prognosefehlern mitzuteilen ist. 

Zum anderen läßt sich δ als Begleitparameter verwenden. Man bezieht in diesem Falle alle 
Wertepaare mit in die Messung der Prognosegüte mit ein, die nicht über den Algorithmus 
gerechnet werden konnten, indem man die praktisch immer existierenden Werte aus MEANS 
verwendet. δ drückt damit aus, welcher Anteil der Wertepaare über den Algorithmus und 
nicht über MEANS gerechnet wurde. 

Für beide Methodiken lassen sich Argumente und Gegenargumente finden. Anhänger der 
zweiten Methode würden darauf hinweisen, daß beim Einsatz von Collaborative-Filtering-
Verfahren insbesondere in der Startphase eine Mittelwertersetzung über MEANS in höherer 
Anzahl notwendig werden. Damit wird die Einbeziehung der über MEANS gerechneten Pro-
gnosen in das Gesamtergebnis dem praktischen Einsatz von Collaborative-Filtering-Verfahren 
eher gerecht. 

Befürworter der ersten Vorgehensweise würden sich jedoch auf den Standpunkt stellen, daß 
bei der Untersuchung von Collaborative-Filtering-Verfahren lediglich die über die betreffen-
den Verfahren gerechneten Prognosen von Interesse sind, und die Vermischung mit MEANS-
Ergebnissen zu verfälschten Prognosegütewerten führen würde. 

Wir schließen uns im folgenden der zweiten Argumentation an. Die Auswertungen in die-
ser Arbeit basieren auf der ersten Methode. Es werden also nur Prognosen mit in Erfolgsmaße 
einbezogen, die tatsächlich auf Basis der jeweils untersuchten Verfahrensvariante berechnet 
wurden. 

Wie sich im Rahmen der empirischen Auswertung weiter unten noch zeigen wird, sind die 
Werte von δ für die im Linxx-Experiment angewendeten Verfahren stets nahe eins, so daß der 
angerissenen Fragestellung in dieser Arbeit ohnehin nur geringe Bedeutung zugemessen wer-
den kann. 

3.4.4 Differenzierte Analysen 

Die bislang beschriebenen Maße aggregieren alle Wert-Tripel, die über jeweils eine Ver-
fahrensvariante erzeugt wurden. So wird bei der Berechnung der mittleren Prognosefehler der 
arithmetische Mittelwert aller absoluten bzw. quadrierten Prognosefehler ermittelt. Bei den 
Korrelationsmaßen wird die Korrelation über alle verfügbaren Wertepaare berechnet. 

Neben der Verwendung dieses vollständigen Aggregationsniveaus kann die Auswertung 
jedoch auch nach weiteren Kriterien erfolgen. Insbesondere kann eine Reihe spezieller Diffe-
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renzierungen vorgenommen werden, welche im folgenden zunächst stichpunktartig beschrie-
ben werden. 
• Differenzierung nach den Ausprägungen der Prognosen, der Mittelwerte und der Ratings 

• Beispielsweise könnten auf Collaborative Filtering basierende Prognosen, bei denen 
die tatsächlichen Ratings �Extremwerte� (beispielsweise die Ratings 1 und 7 auf einer 
7er-Skala) annehmen, relativ bessere Prognosen liefern als für Rating-Werte mit 
�mittleren� Ausprägungen (z. B. 2 bis 6). Möglicherweise hat MEANS in dem mittle-
ren Bereich komparative Vorteile, da die statistische Sicherheit für Benutzer mit 
�Durchschnittsgeschmack� höher ist. 

• Abhängigkeit des Prognosefehlers vom Prognosewert. Sind überdurchschnittlich hohe 
oder niedrige Prognosen besonders zutreffend? 

• Nach den Differenzen seiner Ratings von den Rating-Mittelwerten der jeweiligen Ob-
jekte, sprich: hat der Benutzer einen �Mainstream-Geschmack�? 

• Abhängigkeit der Prognosegüte von der Prognose-Mittelwert-Abweichung. Eignet 
sich das Verfahren, wenn die Mentoren eines Benutzers für ein Objekt eine stark ab-
weichende Meinung vom Durchschnitt der restlichen Benutzer haben? 

• Nach Objekten für bestimmte Eigenschaften: 
• Abhängigkeit vom Bekanntheitsgrad des Objektes. Hierzu ist es erforderlich, daß der 

Bekanntheitsgrad eines Objektes ermittelt werden kann. Dies ist insbesondere dann 
möglich, wenn die Rating-Ausprägung �kenne ich nicht� zugelassen wird. Der Be-
kanntheitsgrad bj wird in Abschnitt 4.1.5 im Detail beschrieben. 

• Bestimmung der Abhängigkeit des Prognosefehlers vom Rating-Mittelwert eines Ob-
jektes. Anders ausgedrückt: Eignen sich Collaborative-Filtering-Verfahren besonders 
gut zur Präferenzprognose für beliebte, mäßig beliebte oder unbeliebte Objekte? 

• Abhängigkeit von der Rating-Varianz. Bringt das Verfahren bei �umstrittenen� Objek-
ten mehr Vorteile als für �unstrittige� Objekte? 

• Nach dem Benutzer und den von ihm abgegebenen Bewertungen: 
• Nach demografischen Eigenschaften: Liegt der Benutzer mit seinen demografischen 

Eigenschaften eher im Durchschnitt oder ist er ein Außenseiter? 
• Nach der Anzahl von Bewertungen, die der Benutzer abgegeben hatte. Lassen sich 

bessere Prognosen erzielen, wenn mehr Präferenzinformationen über einen Benutzer 
vorliegen? 

• Nach der Varianz seiner Ratings. Wird eine unterschiedliche Prognosegüte für Benut-
zer mit homogenem oder kontroversem Geschmack erzielt? 

Die vorgestellten Evaluationsmöglichkeiten lassen sich kombinieren. Eine mögliche sinn-
volle Kombination wäre u. a. eine Analyse nach Rating-Ausprägung und der Beliebtheit von 
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Objekten. Anders ausgedrückt bedeutet diese Fragestellung, ob das Verfahren in der Lage ist, 
individuelle Geheimtips zu finden, die nur der aktive Benutzer und seine Mentoren gut finden. 

3.4.5 Gütemessung 

3.4.5.1 Experimentelle Messung 

Für eine empirische Untersuchung von Collaborative-Filtering-Verfahren bieten sich zwei 
unterschiedliche Vorgehensweisen an, die unabhängig voneinander durchgeführt werden 
können. Beide Verfahren kommen in dieser Arbeit zum Einsatz. Die Verfahren werden im 
folgenden als experimentelle und simulative Messung der Prognosegüte bezeichnet. Beide 
Verfahren messen ex post die Prognosegüte und damit die externe Validität der untersuchten 
Collaborative-Filtering-Verfahren. 

Die Vorgehensweise zur experimentellen Messung stellt sich wie in Abb. 23 dar. Zuerst 
wird ein Prognosevektor für die fehlenden Werte im Benutzerprofil des aktiven Benutzers 
berechnet. Die Objekte mit den höchsten Prognosewerten werden zur Empfehlung ausge-
wählt. Der Benutzer erhält die Gelegenheit, sich die unterbreiteten Empfehlungen anzuschau-
en. Anschließend wird ein Feedback vom Benutzer über die Qualität der gezeigten Empfeh-
lungen eingeholt. Der Feedback-Wert des Benutzers wird als �wahrer� Präferenz-Wert des 
aktiven Benutzers für das betreffende Objekt angenommen. Anhand des Feedback-Wertes 
werden Prognosefehler und weitere Maße für das betreffende Objekt bestimmt, indem der 
Feedback-Wert mit der Prognose verglichen wird. Falls gewünscht, werden dem Benutzer 
weitere Empfehlungen angezeigt. Anschließend wird eine aggregierte Prognosegüte ermittelt. 
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Abb. 23: Vorgehensweise zur experimentellen Messung der Prognosegüte 

Bei diesem Verfahren liegt eine tatsächliche Prognose von Rating-Werten vor, die an-
schließend über das Feedback validiert werden kann. Das Verfahren ist allerdings nur dann 
durchführbar, wenn eine ausreichende Anzahl von Feedback-Werten in das System zurück-
fließt. 

Zu beachten ist, daß bei der experimentellen Messung das Kriterium der diskriminierenden 
Validität eingehalten wird. Als problematisch erwiese sich, wenn allen Benutzern stets nur 
eine geringe Anzahl von am höchsten prognostizierten Objekten präsentiert würde. Eine Mes-
sung der Prognosegüte bei den meist als �durchschnittlich� oder �schlecht� prognostizierten 
Objekten fiele damit aus. 

Dieses Problem kann auf unterschiedliche Arten angegangen werden. Zum einen lassen 
sich zusätzlich einige �zufällig� ausgewählte Objekte präsentieren, welche nicht der eigentli-
chen Prognose-Rangfolge entsprechen. Diese Objekte dienen dann der Kontrolle, ob die 
Prognosegüte sich für hohe, mittlere und niedrige Prognosen unterscheidet. Zweitens könnten 
neben den höchsten Empfehlungen auch andere Abrufmöglichkeiten für den Benutzer abge-
geben werden, wie beispielsweise �zeige zufällige Objekte� oder �zeige Objekte, die ich am 
wenigstens präferiere�. Eine dritte Möglichkeit bietet sich insbesondere bei einer überschau-
baren Anzahl von Objekten an. Man akzeptiert hier einen gewissen Bias durch die bevorzugte 
Präsentation der als hoch präferiert prognostizierten Objekte und kontrolliert lediglich, ob 
auch ausreichend schlecht prognostizierte Objekte bei der Berechnung des Prognosefehlers 
eingehen. Dies läßt sich überprüfen, indem man die Verteilung der Anzahl von Empfehlungen 
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pro Benutzer analysiert. Entscheidend ist dabei, daß genügend Benutzer mit vielen Empfeh-
lungen, insbesondere auch mit mittleren und niedrigen Prognosen existieren. 

3.4.5.2 Simulative Messung 

Neben dem Abgleich mit nachträglich erhobenen Feedback-Werten kann auch eine simula-
tive Messung der Prognosegüte anhand von Simulationsrechnungen durchgeführt werden. 
Dazu werden einzelne vorliegende Ratings eines Benutzers temporär aus der Datenmatrix 
eliminiert. Der auf der Basis des eliminierten Ratings berechnete Prognosewert kann an-
schließend mit dem tatsächlichen (temporär eliminierten) Rating-Wert verglichen werden 
(Abb. 24). 

Elimination eines Ratings

Berechnung der Prognose

Vergleich von Prognose
und eliminiertem Rating

Weitere Rating-Werte?

Berechnung der 
Prognosegüte

Wiedereinsetzen des 
eliminierten Rating

 

Abb. 24: Vorgehensweise zur simulativen Messung der Prognosegüte 

Diese simulative Prognose läuft dabei durch die zeitweilige Eliminierung des Wertes in der 
Datenbank in simulierter Unkenntnis dieses Wertes. Die Prognose hängt damit nicht von dem 
zu prognostizierenden Wert ab. Es handelt sich wie bei der experimentellen Messung um eine 
externe Validierung der getesteten Algorithmen.  

Wird eine solche Berechnung für alle vorliegenden Rating-Werte durchgeführt, läßt sich 
ein mittlerer Prognosefehler ermitteln. Der mittlere Prognosefehler läßt sich dann in Relation 
zur Abweichung der Rating-Werte vom jeweiligen arithmetischen Mittelwert (MEANS) set-
zen. 
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Das simulative Meßverfahren hat den Vorteil einer deutlich höheren Anzahl von vorliegen-
den Einzelvergleichen. Jeder vorliegende Rating-Wert kann eliminiert und intern prognosti-
ziert bzw. rekonstruiert werden. Die Anzahl der im System gespeicherten Rating-Werte über-
steigt die Anzahl der expliziten Feedback-Werte um ein vielfaches. Außerdem ist man bei der 
Prognose nicht an einen bestimmten Algorithmus gebunden. Die Simulation kann für beliebi-
ge Algorithmen wiederholt werden, ohne daß Probanden neu akquiriert oder zur nochmaligen 
Teilnahme gewonnen werden müssen. 

Die gute Anwendbarkeit von Simulationsrechnungen für Collaborative-Filtering-
Algorithmen ergibt sich durch das Prinzip, das in dem Verfahren selbst begründet ist. Der 
entscheidende Punkt ist, daß die Input- und Output-Variablen des Verfahrens identisch sind: 
Der Benutzer gibt als �Input� eine Reihe von Präferenzwerten an. Anschließend erhält er als 
�Output� eine Prognose, welche wiederum Präferenzwerte beinhaltet. Durch diesen Sachver-
halt ergeben sich die in diesem Abschnitt beschriebenen Simulations-Möglichkeiten. 

Simulationsrechnungen verfügen jedoch auch über eine Reihe von Einschränkungen, auf 
die in Abschnitt 6 noch näher eingegangen wird. Dort wird die simulative Messung verwen-
det, um eine Reihe von Collaborative-Filtering-Algorithmen anhand unterschiedlicher Daten-
sätze zu testen. 



 

4 Feld-Experiment 

4.1 Linxx - Der Interaktive Webguide 

Im Rahmen einer empirischen Untersuchung wurde ein Online-Experiment durchgeführt. 
Hierzu wurde ein Recommender-System entwickelt. Das System trägt den Namen �Linxx� 
und ist in der Lage, individuelle Website-Empfehlungen (�persönliche Top-Linxx�) zu gene-
rieren. Die Benutzeroberfläche des Systems ist in deutscher Sprache verfaßt. 

Zunächst erfolgt eine kurze Übersicht über die verwendete Technik. Danach wird der Ab-
lauf des Systems detailliert beschrieben. Zum besseren Verständnis wird dabei die Darstel-
lung aus der Sicht eines Benutzers vorgenommen, welcher wie oben als aktiver Benutzer be-
zeichnet wird. 

4.1.1 Technik 

Der Zugang zu Linxx erfolgt über den World-Wide-Web-Dienst im Internet. Der Zugang 
ist nicht eingeschränkt, wodurch prinzipiell jeder Benutzer des World-Wide-Web (WWW) die 
Möglichkeit zur Teilnahme an Linxx hat. 

Die technische Plattform für Linxx bildet ein Rechner mit zwei Pentium-II-Prozessoren 
(233 MHz) und 128 MB Hauptspeicher. Als Betriebssystem wird Windows NT-Server 4.0 
verwendet. Als Server-Software kommt der Microsoft Internet Information Server 4.0 zum 
Einsatz. Zur Dynamisierung und Individualisierung der Ausgaben des Systems wird die 
Skriptsprache Visual Basic Script verwendet. Die zeitkritischen Berechnungs-Prozeduren zur 
Generierung der Website-Empfehlungen sind in Visual Basic 6.0 als Code-Bibliothek imple-
mentiert, die dem Server über die DCOM-Programmier-Schnittstelle zur Verfügung gestellt 
werden. Zur Aufzeichnung der Daten kommt die relationale Datenbank-Software SQL-Server 
6.5 zum Einsatz, welche neben ausreichender Skalierbarkeit auch den direkten Export der 
Daten zur Weiterverwendung in gängige Office-Datenbanken, Tabellenkalkulations- und Sta-
tistik-Software erlaubt. 

Die Entwicklung und Programmierung bzw. Anpassung der erforderlichen Software ge-
schah selbständig durch den Autor. 

4.1.2 Registrierung 

In diesem und den folgenden Abschnitten wird eine typische Linxx-Sitzung aus der Benut-
zerperspektive beschrieben. 

Der Zugang zu Linxx erfolgt über das World-Wide-Web. Jeder Benutzer gelangt zunächst 
auf die �Homepage� von Linxx (Abb. 25). Die Startseite enthält neben einer werbenden An-
sprache eine Box für das Login bereits registrierter Benutzer und Hyperlinks zu einer ausführ-
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lichen Seite, auf der das Prinzip von Linxx und der Umgang mit dem System erläutert wird 
(�Was ist Linxx?�). 

 

Abb. 25: Linxx-Homepage 

Handelt es sich um die erste Sitzung des aktiven Benutzers, so gelangt der Benutzer über 
einen weiteren Hyperlink auf eine Registrierungs-Seite (Abb. 26). Auf der Seite kann er zu-
nächst einen Benutzernamen und ein Paßwort wählen. Gleichlautende Benutzernamen für 
unterschiedliche Teilnehmer werden nicht zugelassen. Weiterhin werden die demografischen 
Daten �Haushaltsgröße�, �Beruf�, �Geschlecht� und �Geburtsjahr� abgefragt. Die Ausprä-
gungen des Merkmals �Haushaltsgröße� lauten �Single�, �Single mit Kindern�, �Zusammen-
lebend� und �Zusammenlebend mit Kindern�. Das Merkmal �Beruf� umfaßt die Ausprägun-
gen �Schüler/Student�, �Angestellter�, �Beamter�, �Selbständig/Freiberuflich�, �Rentner/im 
Ruhestand� und �Sonstiges�. Die Angabe dieser Daten ist verpflichtend. 

Weiterhin wird der aktive Benutzer gebeten, seine Email-Adresse anzugeben, um im Falle 
des Gewinns eines der ausgelobten Preise benachrichtigt werden zu können. Die Angabe der 
Email-Adresse ist freiwillig. Sie wird im weiteren Verlauf des Experiments verwendet, um 
die Benutzer zur Teilnahme an einer Zusatzerhebung zu animieren. 
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Abb. 26: Linxx-Registrierung 

Nach erfolgter Registrierung wird die Linxx-Sitzung automatisch gestartet. In nachfolgen-
den Sitzungen kann sich der aktive Benutzer dann direkt mit seinem Benutzernamen und 
Paßwort beim System anmelden. 

Die Grundlage von Recommender-Systemen bilden dauerhaft gespeicherte Benutzerprofile, 
die Benutzern zugeordnet werden können. Ein im Internet oft auftretendes Problem ist dabei 
das Problem der Mehrfach-Registrierungen. Registriert sich ein Benutzer mehrfach und gibt 
dabei jeweils Präferenzen ab, so wird sein Benutzerprofil �aufgespalten�. Die beiden Teile 
seines Benutzerprofils lassen sich nicht eindeutig verknüpfen. Mehrfach-Registrierungen tre-
ten insbesondere dann auf, wenn Benutzernamen und Paßwörter vergessen werden. 

Um Mehrfach-Registrierungen durch vergessene Benutzernamen und Paßwörter zumindest 
einschränken zu können, wurden zwei Zusatzfunktionen in Linxx implementiert. Zum einen 
wird der Benutzername über die Cookie-Technologie (Gudmundsson et al. 1996) auf dem 
Computer des Benutzers dauerhaft gespeichert. Der Benutzername wird auf der Startseite von 
Linxx automatisch in das Login-Feld eingefügt. Dadurch wird zumindest bei Benutzern, die 
immer den selben Computer und Web-Browser verwenden, die selbständige Erinnerung an 
den bei der Registrierung verwendeten Benutzernamen überflüssig. Weiterhin existiert eine 
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automatische Paßwort-Erinnerungs-Funktion, welche in der Lage ist, ein vergessenes Paßwort 
durch Angabe des (im Cookie gespeicherten) Benutzernamens oder der Email-Adresse binnen 
Sekunden an den betreffenden Benutzer per Email zu senden. Paßwörter werden dabei nur an 
die bei der Registrierung verwendete Email-Adresse geschickt. Mit den beiden beschriebenen 
Techniken kann eine Mehrfach-Registrierung in der Regel verhindert werden. 

4.1.3 Website-Kategorien 

Die Datenbank von Linxx verfügte zu Beginn des Experiments über eine Anzahl von 226 
Websites. Zum Ende des Auswertungszeitraumes waren 419 Websites im System verfügbar. 

Die im System verfügbaren Websites wurden bestimmten Kategorien zugeordnet. Pro 
Website erfolgt eine oder mehrere Zuordnungen zu einer Kategorie. Eine Website kann also 
mehreren Kategorien zugeordnet sein. 

Die Auswahl der Kategorien erfolgte anhand oft verwendeter Website-Kategorien in 
Suchmaschinen sowie den Kategorien von Linklisten großer deutscher Content-Sites. Es wur-
den die in Abb. 27 dargestellten Kategorien verwendet: 7 

                                                 
7  Die Websites der Kategorie �Erotik� wurden vor der Aufnahme in die Datenbank auf gesellschaftlich akzep-

tierte Inhalte hin überprüft. 
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Abb. 27: Linxx-Kategorieauswahl 

Die Zuordnung der Websites zu den Kategorien erfolgte durch den Autor. Dies ist metho-
disch sicherlich nicht unproblematisch, erwies sich jedoch in der Praxis als zweckmäßig. Der 
überwiegende Anteil der Websites ließ sich einwandfrei einer oder mehreren Kategorien 
zuordnen. Wo dies nicht zweifelsfrei möglich war, wurden die Kategorien gewählt, welche 
den Inhalt der betreffenden Website am besten widerspiegelten. 

Die Kategorieauswahl verfolgt zunächst den Zweck, daß ein Benutzer über die Kategorie-
auswahl bereits eine Vorauswahl für ihn relevanter Websites treffen kann. Die Auswahl fun-
giert bei der Abgabe der individuellen Empfehlungen als �Filter�, indem im Rahmen der 
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�persönlichen Top-Linxx� nur Websites ausgegeben werden, die in eine oder mehrere der 
ausgewählten Kategorien fallen. Aus diesem Grunde sprechen wir im folgenden von einem 
�Kategoriefilter�. Der Kategoriefilter beeinflußt die Berechnung der Prognose nicht. Aus die-
sem Grunde kann davon ausgegangen werden, daß die Zuordnung der Websites zu den Kate-
gorien nur einen geringen Einfluß auf die Forschungsergebnisse hat. 

Nach dem Anmelden kann der Benutzer zunächst wählen, für welche Kategorien von 
Websites er Interesse hat. Die Auswahl mehrerer oder aller Kategorien ist möglich. 
Mindestens eine Kategorie muß ausgewählt werden. 

Bei erstmaliger Benutzung des Systems sind alle Kategorien standardmäßig ausgewählt. 
Die Auswahl braucht vom Benutzer lediglich per Mausklick bestätigt zu werden. Die indivi-
duelle Kategorieauswahl wird für nachfolgende Sitzungen in der Datenbank gespeichert. 

4.1.4 Messung der Website-Präferenz 

Nach der Kategorieauswahl wird dem Benutzer eine Reihe von Websites zur Bewertung 
vorgelegt (Abb. 28). Pro Seite werden sechs Websites präsentiert. Die gezeigten Websites 
stammen nicht notwendigerweise aus den ausgewählten Kategorien. Neben dem Namen der 
Website wird jeweils ein grafisches Symbol (�Logo�) dargestellt, welches die betroffene 
Website charakterisiert. Geeignete Logos werden von den vorgelegten Websites herunterge-
laden, für den Einsatz in Linxx aufbereitet und auf dem Linxx-Server gespeichert. Weiterhin 
wird über einen �Info-Button� eine Kurz-Information (maximal 250 Zeichen) über die betref-
fende Website zu Verfügung gestellt. 
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Abb. 28: Linxx-Website-Rating 

Der Benutzer hat zum Zeitpunkt des Website-Ratings noch keine Gelegenheit, die vorge-
legten Websites über Hyperlinks zu besuchen. Die Hyperlinks zu den betreffenden Websites 
werden erst später aktiviert, da die Freischaltung der Links in dieser frühen Phase der Daten-
erhebung vermutlich zu höheren Abbruchraten führen würde. 

Die Websites werden anhand der in Abb. 29 verwendeten Rating-Skala bewertet. 
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Abb. 29: Linxx-Website-Bewertungsskala 

Die Bewertung erfolgte mit Hilfe von sogenannten �Drop-Down-Boxen�, welche sich auf 
HTML-Seiten als Eingabeinstrument zur Auswahl von Kategorien einsetzen lassen. 

Die numerischen Ratings heben sich von Ratings mit der Ausprägung �Kenne ich nicht� ab. 
Diese Ausprägung indiziert, daß der Teilnehmer die Website nicht kennt. Das Rating wird u. 
a. benötigt, um zu verhindern, daß bereits vorgelegte Websites ein weiteres mal angezeigt 
werden. Weiterhin wird es benötigt, um den Bekanntheitsgrad von Websites zu schätzen. 

Auf weitere Kategorien, wie beispielsweise �Kenne ich, aber möchte ich nicht bewerten� 
oder �Kenne ich zwar nicht, aber interessiert mich auch ganz gewiß nicht� wurde bewußt ver-
zichtet, um den Benutzer im Bewertungsprozeß nicht zu überlasten. 

Nachdem der Benutzer die Ratings für die ihm bekannten Websites abgegeben hat, werden 
ihm solange weitere Websites vorgelegt, bis er eine Anzahl von mindestens zehn Websites 
mit numerischen Ratings bewertet hat. Danach erfolgt ein automatischer Sprung zur Präsenta-
tion der individuellen Top-Linxx. 

4.1.5 Zur Bewertung vorgelegte Websites 

Die sechs zur Bewertung vorgelegten Websites werden nach bestimmten Kriterien ausge-
wählt. Grundsätzlich werden nur Websites präsentiert, die der Benutzer noch nicht bewertet 
hat. Dabei werden zwei der Websites nach dem Bekanntheitsgrad ausgewählt, weitere zwei 
nach Varianz (s. Abschnitt 3.2.1). Die verbleibenden zwei werden zufällig gezogen. Dieses 
Auswahlverfahren versucht, einen Ausgleich zwischen zwei für das System besonders be-
deutsamen Zielsetzungen zu finden. 

Zum einen ist es wesentlich, daß die Teilnehmer eine möglichst hohe Anzahl von Websites 
bewerten, bevor sie das System wieder verlassen. Dies wird insbesondere dadurch erreicht, 
daß zwei der vorgelegten Websites nach dem Bekanntheitsgrad der Websites ausgewählt 
werden. Bei einer gleichbleibenden Anzahl vorgelegter Websites wird dadurch die Anzahl 
bewerteter Websites maximiert. Weiterhin ist zu erwarten, daß Benutzer durch die Kenntnis 
einer ausreichenden Anzahl vorgelegter Objekte das Interesse an dem System weniger schnell 
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verlieren, als dies bei einer dem Benutzer vorwiegend unbekannten Auswahl von Objekten 
der Fall wäre. 

Das Auswahlkriterium nach dem Bekanntheitsgrad läßt sich auf unterschiedliche Arten o-
perationalisieren. Naheliegend ist die direkte Verwendung des Bekanntheitsgrades bj, welcher 
sich aus dem Verhältnis der Anzahl numerischer Ratings und der Anzahl aller abgegebenen 
Ratings (einschließlich �kenne ich nicht�) über alle Benutzer zusammensetzt: 
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Der Parameter vij indiziert die Existenz eines numerischen Ratings eines Benutzers i ∈  I für 
das Objekt j ∈  J. Das numerische Rating existiert falls vij = 1, sonst vij = 0. Analog indiziert 
wij die Existenz (wij = 1) bzw. Nicht-Existenz (wij = 0) eines Ratings mit der Ausprägung 
�kenne ich nicht�. 

Nach diesem Kriterium werden die noch nicht vom aktiven Benutzer bewerteten Websites 
mit den höchsten bj zur Bewertung vorgelegt. Bei gleichen Werten wird eine Zufallsauswahl 
vorgenommen. 

Die starre Verwendung von bj als Auswahlkriterium impliziert in der praktischen Anwen-
dung jedoch einige Probleme. Zum einen ist bj für Websites, die noch über gar keine Bewer-
tung verfügen (vij = 0 und wij = 0 für alle i ∈  I), nicht definiert. Dieses Problem könnte man 
beheben, indem man für diesen Fall bj per Definition einen bestimmten Wert zuwiese. 

Ein weiteres Problem entsteht für Websites, für die nur ein oder eine kleine Anzahl von 
Bewertungen vorliegt. Man kann sich das Problem am besten an neu in das System aufge-
nommenen Objekten klar machen. Falls das erste Rating für ein neu aufgenommenes Objekt j 
die Ausprägung �kenne ich nicht� hätte, ergäbe sich bj = 0. Die Website würde anhand des 
Auswahlkriteriums bj nun stets als letztes präsentiert. Dies bedeutet bei einer Anzahl von über 
400 Websites, daß die Website praktisch nicht mehr zur Bewertung vorgelegt würde, da kaum 
ein Benutzer bereit ist, alle Websites zu bewerten. Dies trägt jedoch nicht der Tatsache Rech-
nung, daß das erste Rating allein nicht den tatsächlichen Bekanntheitsgrad der Website aus-
drücken kann, sondern nur eine höhere Anzahl von Ratings, so daß die Berechnung des Be-
kanntheitsgrades auf einer größeren Stichprobe mit höherer statistischer Sicherheit beruht. 

Diesem Problem kann auf unterschiedliche Arten begegnet werden. Zum einen kann 
definitorisch eine Mindestanzahl von Bewertungen für ein Objekt j gefordert werden. Zu 
diesem Zweck wird bj = 1 gesetzt, falls für das Objekt nicht mindestens eine bestimmte 
Anzahl von Ratings vorliegt. Damit wird das Objekt so lange zur Bewertung vorgelegt, bis 
die geforderte Anzahl von Ratings erreicht wurde. 
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Eine zweite Möglichkeit bietet eine weniger �harte� Abgrenzung von bevorzugt vorzule-
genden Websites an. Hierzu wird ein Parameter nmr in einen modifizierten Bekanntheitsgrad 
bj* einbezogen, welcher als Auswahlkriterium herangezogen wird. Der Parameter nmr ist ein 
echt positiver Wert und sorgt dafür, daß bj* für geringe Anzahl von Ratings künstlich erhöht 
wird: 
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Diese Transformation des Bekanntheitsgrades hat einige vorteilhafte Auswirkungen. Zum 
einen gilt bj* = 1 für Objekte, für die noch keine Bewertungen vorliegen. Damit werden ins-
besondere neu in das System aufgenommene Objekte vorzugsweise zur Bewertung vorgelegt. 
Laufen für Objekt j Bewertungen auf, so sinkt der Einfluß von nmr. Für steigende Anzahlen 
von Bewertungen sinkt der Einfluß von nmr. Im weiteren Verlauf nähert sich bj* dem Be-
kanntheitsgrad. Der Grenzwert von bj* ist wiederum bj. 

Dies läßt sich relativ einfach zeigen. Sei g die gesamte Anzahl der Ratings für Objekt j, also 
die Summe aus numerischen und �kenne ich nicht�-Ratings. Weiter sei f(g) die Häufigkeit der 
darin enthaltenen numerischen Ratings, wobei f(g) eine Zufallsvariable ist. Dann gilt: 
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Der Vorteil von bj* gegenüber bj liegt also in einem weichen Übergang vom Kriterium 
�Mindestanzahl von Bewertungen� zum Kriterium �Auswahl nach Bekanntheitsgrad�. 

Abb. 30 stellt einige typische Verläufe des korrigierten Bekanntheitsgrades bj* für tatsäch-
liche durchschnittliche Bekanntheitsgrade bj von 0%, 25%, 50% und 75% dar (nmr = 10). 
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Abb. 30: Korrigierter Bekanntheitsgrad 

Wie oben beschrieben werden zwei der sechs vorgelegten Websites anhand des Bekannt-
heitsgrades ausgewählt. Im Linxx-Experiment wird dazu der korrigierte Bekanntheitsgrad bj* 
verwendet. 

Zwei weitere Websites werden anhand der Varianz ausgewählt. Eine hohe Rating-Varianz 
deutet auf besonders �umstrittene� Websites hin. Dabei wird von der Hypothese ausgegangen, 
daß mit höherer Rating-Varianz eines Objektes sein Erklärungsgehalt und potentieller Nutzen 
für Collaborative-Filtering-Algorithmen steigt. Dazu wird die Varianz aller für das Objekt j 
vorliegenden numerischen Bewertungen gebildet. Die Websites mit den höchsten Varianzen 
werden anhand dieses Kriteriums ausgewählt. 

Letztlich ist es für das System notwendig, daß alle im System verfügbaren Websites aus-
reichend bewertet werden. Aus diesem Grunde werden die letzten zwei Websites zufällig 
aus der Menge der dem aktiven Benutzer noch nicht vorgelegten Websites gezogen. Durch 
dieses Vorgehen ist es möglich, eine ausreichende Bewertungsbasis auch für Websites zu ge-
winnen, die durch die anderen beiden Auswahlkriterien nicht oder nur selten zur Bewertung 
vorgelegt werden. 

Die sechs Websites werden dem Benutzer in zufälliger Reihenfolge vorgelegt, um systema-
tischen Einflüssen bezüglich der Reihenfolge bei der Bewertung auf einer Seite vorzubeugen. 

Sind alle in der DB verfügbaren Websites dem aktiven Benutzer bereits vorgelegt worden, 
werden die Websites, welche die Bewertung �kenne ich nicht� erhalten hatten, nochmals vor-
gelegt. Die Websites mit den zeitlich �ältesten� Bewertungen werden dabei jeweils zuerst 
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präsentiert. Die Praxis zeigt jedoch, daß bei einer höheren Anzahl von im System befindli-
chen Objekten diese Regelung nur in seltenen Fällen überhaupt angewendet werden muß, da 
kaum ein Benutzer alle Objekte bewertet. 

4.1.6 Abgabe von Empfehlungen 

Sobald ein Benutzer eine Anzahl von zehn oder mehr Bewertungen abgegeben hat, werden 
ihm automatisch seine �persönlichen Top-Linxx� präsentiert (Abb. 31). Dazu wird zu jeder 
noch nicht mit einem numerischen Rating versehene Website ein Prognosewert berechnet. 
Alle entsprechend den Kategorien ausgewählten Websites werden anhand dieses Prognose-
wertes geordnet und in absteigender Reihenfolge als �individuelle Top-Linxx� präsentiert. 
Die geordnete Liste wird in Einzelseiten zu je fünf Websites aufgeteilt, um die Benutzer-
freundlichkeit des Systems zu erhöhen und die Ladezeit pro Seite in Grenzen zu halten. Der 
Benutzer kann über Schaltflächen die Einzelseiten durchblättern. 

 

Abb. 31: Linxx-Top-Linxx 

Der aktive Benutzer bekommt auf der Empfehlungsseite erstmalig die Möglichkeit, die 
dargestellten Websites �anzuklicken�, also Hyperlinks zu den entsprechenden Websites per 
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Mausklick zu verfolgen. Dadurch können die entsprechenden Websites vom aktiven Benutzer 
direkt aufgerufen werden. Der Aufruf eines Links wird in der Datenbank protokolliert. Beim 
Aktivieren eines Links wird jeweils ein neues Browserfenster geöffnet, um die Rückkehr zum 
Linxx-System zu erleichtern. 

Neben den empfohlenen Websites wird wie beim Website-Rating eine Bewertungsbox pla-
ziert. Damit haben die Benutzer die Möglichkeit, ein Feedback zu den abgegebenen Websites 
abzugeben. Die Feedback-Werte werden separat in der Datenbank aufgezeichnet, um für spä-
tere Auswertungen zur Verfügung zur stehen. 

Die Berechnung der Prognose erfolgte während der Aufzeichnung der Daten für den Linxx-
Datensatz über die Varianten D-BASIS und Q-BASIS (s. Abschnitt 3.3). Das jeweils verwen-
dete Verfahren wurde ebenfalls im Datensatz festgehalten. 

Auf die Berechnung der Prognosen und die empirische Auswertung der Ergebnisse wird 
weiter unten noch im Detail eingegangen (s. Abschnitt 4.2.7). An dieser Stelle wurde ledig-
lich die Interaktion des Benutzers mit dem System erläutert. 

4.1.7 Weitere Funktionen 

Sobald der Benutzer genügend Websites bewertet hat, um seine individuellen Top-Linxx 
anzusehen, werden ihm weitere Funktionen zur Verfügung gestellt: 
• Mehr Websites bewerten: Mit Hilfe dieser Funktion wird der Bewertungsprozeß fortge-

setzt. 
• Bewertungen überarbeiten: Die Teilnehmer können ihre in der Datenbank gespeicherten 

Bewertungen überprüfen und ggf. modifizieren. 
• Website hinzufügen: Die Benutzer bekommen die Möglichkeit, weitere Websites zur 

Aufnahme in das Linxx-System vorzuschlagen. Nach einer Prüfung durch den Autor auf 
anstößige Inhalte wurden die Websites in das System aufgenommen. 

• Andere Website-Kategorien: Auswahl anderer Website-Kategorien zur Anzeige in den 
�Top-Linxx�. 

• Persönliche Daten: Verwaltung der Benutzerkennung, des Paßwortes, der demografischen 
Daten und der Email-Adresse. 

• F.A.Q. (Frequently Asked Questions): Häufig gestellte Fragen (und deren Antworten) zu 
Linxx. 
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4.2 Durchführung des Experiments 

4.2.1 Erhebungszeitraum 

Das Linxx-System wurde am 01.12.1998 für den öffentlichen Zugang freigegeben. Die in 
dieser Arbeit ausgewerteten Daten wurden bis zum 05.08.1999 aufgezeichnet. Das System 
wurde danach nicht vom Netz genommen, sondern steht weiterhin jedermann offen. 

Am 05.08.99 ging ein weiterer Teil von Linxx online, welcher als �Hot Linxx� bezeichnet 
wird. Es handelt sich dabei ebenfalls um ein Forschungsprojekt. Das ursprüngliche und in 
dieser Arbeit untersuchte Linxx-System wurde zum Startzeitpunkt von �Hot Linxx� in �Cool 
Linxx� umbenannt, um die beiden Linxx-Teile besser unterscheiden zu können. Wenn in die-
ser Arbeit von �Linxx� gesprochen wird, ist jedoch nicht das Gesamtsystem gemeint, sondern 
nur der vom Autor bearbeitete Teil �Cool Linxx�. 

4.2.2 Attrahierung von Versuchspersonen 

Zur Attrahierung von Versuchspersonen erwies sich eine Kooperation mit einem Partner 
aus der Wirtschaft als zweckmäßig. Aus diesem Grunde wurde eine Kooperation mit der Fir-
ma fluxx.com e-commerce GmbH (im weiteren kurz als �Fluxx� bezeichnet), vormals 
Entertaining Interactive Productions (EIP), mit Sitz in Kiel-Altenholz vereinbart. Fluxx 
betreibt einen virtuellen Lottokiosk im Internet (Jacken/Selchau-Hansen 1999). Das 
Unternehmen erklärte sich bereit, auf ihrer Website �Jaxx-Journal� (journal.jaxx.de) einen 
Hyperlink auf das Website-Beratungssystem zur Verfügung zu stellen. Weiterhin wurde ein 
Link auf das Linxx-System in den regelmäßigen �Lotto-Reminder� aufgenommen. Dabei 
handelt es sich um ein Rundschreiben per Email, das jedem registrierten Jaxx-Kunden etwa 
zweimal pro Woche zugeschickt wird. Der Lotto-Reminder ist ein Marketing-Instrument, das 
die Jaxx-Kunden unter anderem auf aktuelle �Jackpot-Quoten� und besondere Angebote des 
Jaxx-Lottokiosks hinweist. 

Weiterhin war das ebenfalls unter dem Dach der fluxx.com AG agierende Unternehmen 
fluxx.com e-productions Gmbh, vormals Flux Multimedia GmbH, bereit, kostenlos an der 
grafischen Gestaltung des Systems mitzuwirken. Zwar befördert ein gelungenes grafisches 
Layout nicht die Forschungsergebnisse. Ein professionell wirkendes grafisches Layout ist 
jedoch im Hinblick auf die Attrahierung der Versuchspersonen als zweckmäßiger im Ver-
gleich zu einer schlichten Textversion einzuschätzen. 

Auf die Demografie der attrahierten Benutzer � soweit erhoben � wird weiter unten noch 
eingegangen. 

4.2.3 Benutzer 

Im Auswertungszeitraum registrierten sich 1.872 Benutzer bei Linxx. 
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Es zeigte sich anhand vieler Zuschriften per Email, daß viele Teilnehmer von der Idee des 
Linxx-Systems begeistert waren und sich intensiv mit Linxx beschäftigten. Dies belegen auch 
die Logfiles des Linxx-Servers und die Aufzeichnungen in der Datenbank. Als erfreulich 
hoch erwies sich auch der Anteil der wiederkehrenden Benutzer. So loggten sich 852 Linxx-
Benutzer mehrfach unter der selben Benutzerkennung in das System ein, was einem Anteil 
von 46% der registrierten Benutzer entspricht. 

Wie in Abschnitt 4.2.2 beschrieben, wurden die Teilnehmer des Linxx-Projektes im we-
sentlichen über den Jaxx-Lottokiosk im World-Wide-Web attrahiert. Die demografischen 
Eigenschaften der Jaxx-Kunden unterscheiden sich wesentlich von den Nutzern des restlichen 
World-Wide-Web. Aus diesem Grunde verwundert es nicht, daß die entsprechenden demo-
grafischen Strukturen sich auch in der Nutzerbasis von Linxx widerspiegeln. 

Abb. 32 vergleicht die demografischen Nutzerstrukturen von Linxx mit denen der Nutzer 
der Jaxx-Website und denen des Internet laut GfK-Online-Monitor 1998. 

Der GfK-Online-Monitor ist eine repräsentative Erhebung, welche in Zusammenarbeit mit 
der G+J Media Service GmbH jährlich durchgeführt wird (o.V. 1998). Die zweite Erhe-
bungswelle fand von Ende Mai bis Anfang August 1998 statt. Es wurden nur Personen im 
Alter von 14 bis 59 Jahren befragt. In Zusammenhang dieses Abschnittes sind insbesondere 
die dort erhobenen demografischen Merkmale von Interesse, welche sich bis auf die fehlen-
den Angaben zur Haushaltsstruktur für einen Vergleich mit der Nutzerbasis von Linxx eig-
nen. 

Die Kategorien des Merkmals Berufstätigkeit entsprechen nicht vollständig den bei Linxx 
erhobenen Angabemöglichkeiten. Beim GfK-Online-Monitor werden zwei Merkmale ver-
wendet. Zum einen wurde nach der beruflichen Tätigkeit gefragt, nämlich ob die Person sich 
noch in Ausbildung befindet, ob sie berufstätig oder nicht mehr berufstätig ist. Darauf auf-
bauend wird für die Berufstätigen abgefragt, welche berufliche Stellung sie innehaben. Um 
diese Ergebnisse mit den Daten von Linxx vergleichbar zu machen, wurde das Merkmal der 
beruflichen Stellung mit in die berufliche Tätigkeit integriert. 

Die demografischen Strukturen der Jaxx-Kunden wurden in einer Erhebung des Lehrstuhls 
für Marketing an der Universität Kiel im Jahre 1998 erschlossen (Auch/Schümann/Zaun 
1999). In zeitlicher Hinsicht repräsentieren sie also die vorherrschenden demografischen 
Strukturen zur Laufzeit des Linxx-Projektes recht gut. Auch hier mußten geringfügige katego-
rielle Anpassungen gemacht werden, um zu einer ausreichenden Vergleichbarkeit mit der 
GfK-Studie bzw. den Linxx-Daten zu gelangen. Erwähnenswert ist, daß die unterste Alterska-
tegorie in dieser Studie sich auf �bis 25 Jahre� erstreckt. 

Die demografischen Daten der Linxx-Benutzer ergeben sich aus den bei der Linxx-
Registrierung erhobenen Daten. Wie in allen Online-Befragungen muß hier auf die Bereit-
schaft der Nutzer zur Abgabe valider Informationen gebaut werden. Dies gilt ebenfalls für die 
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Umfrage zur Nutzerstruktur von Jaxx. Die GfK-Befragung wurde hingegen telefonisch 
durchgeführt. 

 

Merkmal Ausprägung 
GfK-Online-
Monitor Jaxx Linxx 

Männlich 70,1% 93% 91% (1278) Geschlecht 
Weiblich 29,9% 7% 9% (132) 
Single - - 35% (487) 
Single mit Kind(ern) - - 2% (23) 
Zusammenlebend - - 27% (381) 

Haushaltsstruktur 

Zusammenlebend mit 
Kind(ern) 

- - 37% (519) 

Beruf Schüler/Student 27,6%8 9% 13% (187) 
 Angestellter 41,5%9 56%10 43% (611) 
 Beamter 13,2%11 6% 7% (99) 
 Selbständig/ 

Freiberuflich 
10,6% 21% 25% (347) 

 Rentner/ 
im Ruhestand 

4,1%12 2% 2% (30) 

 Sonstiges 4,0% 6% 10% (136) 
Alter 0-19 10,7%13 1% (16) 15 
 20-29 31,8% 

24,0%14 
21% (294) 

 30-39 26,6% 40,8% 34% (474) 
 40-49 17,6% 22,5% 25% (353) 
 50+ 13,3% 12,6% 19% (273) 

Abb. 32: Demografischen Daten der Linxx-Benutzer im Vergleich 

Man erkennt, daß die Nutzerstruktur von Linxx von der allgemeinen Nutzerdemografie im 
Internet abweicht. Linxx-Benutzer sind im Schnitt älter. Selbständige und Freiberufler sind 
überproportional vertreten, Schüler und Studenten hingegen weniger. 

Es ist an dieser Stelle deutlich zu betonen, daß durch abweichende Nutzerstruktur kein ne-
gativer Einfluß auf die Aussagekraft und Allgemeingültigkeit der Ergebnisse bzgl. der Leis-
tungsfähigkeit der untersuchten Algorithmen zu befürchten ist. Bei Linxx werden Empfeh-
lungen generiert, die auf den Bewertungen von Benutzern mit ähnlichen Website-Ratings 
basieren. Hinsichtlich der Verallgemeinerung der Ergebnisse ist es daher unwesentlich, ob die 

                                                 
8  Kategorie: In Ausbildung 
9  Kategorie: Sonstige Angestellte (keine leitenden Angestellten) 
10  Kategorie: Handwerker, Arbeiter, Angestellte 
11  Kategorie: Ltd. Angestellte und Beamte 
12  Kategorie: Nicht (mehr) berufstätig 
13  Kategorie: 14-19 
14  Erhoben wurden die Kategorien �-25� und �25-30�. 
15  Mittelwert: 39,2 Jahre 
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in der Datenbank vorhandenen Benutzer andere demografische Merkmale als die Gesamtheit 
der Internetnutzer aufweisen. 

4.2.4 Websites 

Linxx startete am 01.12.98 mit einer Anzahl von 226 Websites. Während der Laufzeit des 
Systems wuchs die Website-Basis ständig an. Ende Januar waren es bereits 335. Die Anzahl 
der am 05.08.99 im System verfügbaren Websites betrug 419. 

Im Auswertungszeitraum wurden ca. 120 Websites von Benutzern selbst vorgeschlagen. 
Nach Abzug von Duplikaten, privaten Homepages und Websites mit anstößigen Inhalten 
wurden etwa 70% dieser Vorschläge in das Linxx-System integriert. Die restlichen hinzuge-
fügten Websites wurden im wesentlichen durch den Autor aus Fachzeitschriften herausge-
sucht und in die Datenbank eingegeben.  

Eine Liste der Websites findet sich im Anhang. 

4.2.5 Kategorien 

Wie oben beschrieben mußten vor der Benutzung des Systems zunächst Kategorien ge-
wählt werden, aus denen Websites empfohlen wurden. Abb. 33 enthält die aggregierten Häu-
figkeiten bei der Kategorieauswahl der Benutzer. Die Auswahl war beim Beginn jeder Sit-
zung neu vorzunehmen. Standardmäßig waren alle Kategorien ausgewählt, was die durchweg 
hohen Auswahlquoten bei allen Kategorien erklärt. 

Offenbar waren die meisten Benutzer an �Computer und Technik� interessiert (72,5%), 
während Sport eher unbeliebt war (43,5%). 
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Bezeichnung 
Auswahl-
Häufigkeit

Computer und Technik 72,5% 
Infos und News 69,6% 
Erotik 68,9% 
Humor und Fun 67,0% 
Shopping 62,8% 
Geld und Business 62,1% 
Reisen und Lifestyle 62,0% 
Film, Musik und Medien 58,0% 
Entertainment 55,3% 
Kunst und Kultur 49,5% 
Auto 47,4% 
Sport 43,5% 

Abb. 33: Häufigkeiten bei der Kategorieauswahl 

4.2.6 Website-Ratings 

Im Auswertungszeitraum registrierten sich 1.872 Benutzer bei Linxx. Wie oben angeführt 
gaben die Benutzer insgesamt 118.192 Ratings ab. Davon waren 38.971 Ratings numerisch. 
79.221 Ratings hatten die Ausprägung �kenne ich nicht�. Dies entspricht einer durchschnittli-
chen Anzahl von 20,8 numerischen Ratings (Median 13) und 42,3 �kenne ich nicht�-Ratings 
(Median 22) pro Benutzer. 

Es zeigte sich, daß nur eine geringe Anzahl von Websites als allgemein bekannt einzustufen 
ist. Der Spitzenreiter ist hier die Suchmaschine �Yahoo�, welche 91,9% der Teilnehmer kann-
ten. Auf Platz zwei liegt die Suchmaschine Alta Vista (82,9%), gefolgt von �Focus Online� 
(80,2%). Der überwiegende Teil der Websites verfügt jedoch nur über einen vergleichsweise 
geringen Bekanntheitsgrad. Der Bekanntheitsgrad und das durchschnittliche Rating aller 
Websites sind in einer Tabelle im Anhang dargestellt. 

Der Bekanntheitsgrad bj einer Website wurde als Verhältnis der Anzahl numerischer Ra-
tings und der gesamten Anzahl Ratings (numerische und �kenne ich nicht�-Ratings) für diese 
Website definiert (Abschnitt 4.1.5). Einbezogen werden dabei alle im System verfügbaren 
Ratings, auch Feedback-Werte. Ein Bekanntheitsgrad von 20% bedeutet also nicht, daß eine 
Website bereits bei der ersten Benutzung des Systems in einem von fünf Fällen ein numeri-
scher Rating zugewiesen bekommt. Eingeschlossen werden vielmehr auch Feedback-Werte, 
nachdem eine Website empfohlen wurde. Dieser Sachverhalt erhöht den Bekanntheitsgrad 
von öfter empfohlenen Websites, da für diese Websites mehr Feedback-Werte eingeholt wer-
den, welche wiederum in den Bekanntheitsgrad einfließen. 

Weiterhin existieren auch andere Störgrößen, die den Bekanntheitsgrad beeinflussen kön-
nen. Insbesondere seien hier Fehleingaben der Benutzer genannt. So kann es beispielsweise 
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vorkommen, daß ein Benutzer eine Eingabeseite für Website-Bewertungen unaufmerksam 
oder aus anderen Gründen absendet, ohne die vorausgewählte Bewertung �kenne ich nicht� 
für die ihm bekannten Websites zu verändern. Auf der anderen Seite könnte es auch vorkom-
men, daß ein Benutzer bereits auf Basis des Namens oder vom ersten Eindruck eines Website-
Logos eine Bewertung für eine Website abgibt, ohne die Website tatsächlich zu kennen. 

Abb. 34 stellt den Bekanntheitsgrad der im Linxx-System verfügbaren Websites dar. Auf 
der Abszisse sind die Websites anteilig abgetragen, welche absteigend nach ihrem Bekannt-
heitsgrad geordnet wurden. Dem Wert 100% entspricht eine Anzahl von 419 Websites. Die 
Ordinate repräsentiert den Bekanntheitsgrad. Der arithmetische Mittelwert des Bekanntheits-
grades beträgt 23,1% (Standardabweichung 12,9%). 
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Abb. 34: Bekanntheitsgrad der Websites 

Weiterhin von Interesse ist die Verteilung der Anzahl der Ratings pro Benutzer. Diese wird 
in Abb. 35 kategoriell und in Abb. 36 als X-Y-Diagramm dargestellt. 
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Abb. 35: Verteilung der Anzahl Ratings pro Benutzer (kategoriell) 
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Abb. 36: Verteilung der Anzahl Ratings pro Benutzer (X-Y-Diagramm) 

Man erkennt, daß eine geringe Anzahl von Teilnehmern durchaus bereit war, eine hohe 
Anzahl von Websites zu bewerten. Die Mehrheit der Benutzer verfügt jedoch über eine gerin-
gere Anzahl im Bereich zwischen 10 und 15 Ratings. 
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Betrachten wir nun die Verteilung der Ratings (s. Abb. 37). Hier zeigt sich, daß Websites 
vorzugsweise mit hohen Ratings bewertet wurden. Der arithmetische Mittelwert aller numeri-
schen Ratings beträgt 4,93 (Standardabweichung 1,58). 
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Abb. 37: Gesamtverteilung der Ratings 

Entsprechend den durchweg hohen Bewertungen fallen auch die Rating-Mittelwerte der 
Websites aus. Abb. 38 zeigt die mittleren Bewertungen für die Websites. Hierzu wurden die 
Websites nach ihrem mittleren Rating sortiert und auf der Ordinate aufgetragen. 
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Abb. 38: Mittlere Ratings für Websites 
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Die mittleren Bewertungen für Websites entsprechen den Prognosewerten nach dem 
MEANS-Verfahren (s. Abschnitt 3.3.1). Das mittlere Rating aller Websites beträgt 4,50 
(Standardabweichung 0,54). Schlußlicht ist der �Freddy Quinn Club� mit einem mittleren 
Rating von 1,90. 

Weiterhin von Interesse ist der Zusammenhang zwischen dem Bekanntheitsgrad und dem 
mittleren Rating einer Website. Abb. 39 enthält auf der Abszisse den Logarithmus des Be-
kanntheitsgrades zur Basis zehn und auf der Ordinate das mittlere Rating. Die null auf der 
Abszisse entspricht also einem Bekanntheitsgrad von 100%, die -1 repräsentiert einen Be-
kanntheitsgrad von 10%. 

2

2,5

3

3,5

4

4,5

5

5,5

6

-1,4 -1,2 -1 -0,8 -0,6 -0,4 -0,2 0
Bekanntheitsgrad (lg)

M
itt

le
re

s 
R

at
in

g

 

Abb. 39: Zusammenhang von mittlerem Rating und Bekanntheitsgrad 

Der Pearsonsche Korrelationskoeffizient zwischen dem logarithmierten Bekanntheitsgrad 
und dem mittleren Rating beträgt 0,613 (sig = 0,000). Kendalls Tau (Variante Tau-B) liegt bei 
0,497 (sig = 0,000). Es ist also ein starker Zusammenhang zu erkennen. Bekanntere Websites 
sind also allgemein �beliebter� als unbekanntere Websites. 

Der Bekanntheitsgrad einer Website ist eine über alle Benutzer aggregierte Größe. Aus 
Abb. 39 kann daher nicht gefolgert werden, daß der Zusammenhang auch zwischen der 
Kenntnis einer Website und dem dafür vergebenen Rating auf individueller Ebene existiert. 
Der Grund hierfür liegt auf der Hand: Ratings werden nur für Websites erhoben, die dem Be-
nutzer explizit bekannt sind. Für den Fall der Nicht-Kenntnis existiert in der Rating-Skala die 
Ausprägung �kenne ich nicht�. 
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Falls jedoch ein Zusammenhang zwischen der Kenntnis von Websites und dem Rating, das 
ein Benutzer im hypothetischen Falle der Kenntnis dafür vergeben würde, existiert, so liegt 
bei der Erhebung der Rating-Daten ein Bias in Richtung dieses Zusammenhanges vor. Falls 
also ein positiver Zusammenhang existiert, d. h. daß mit der Kenntnis einer Website sich auch 
das dafür vergebene Rating verbessert, so liegen die Rating-Mittelwerte für die Websites hö-
her, als sie dem eigentlichen Rating-Niveau bei vollständiger Kenntnis der Websites entsprä-
chen. 

4.2.7 Abgabe von Empfehlungen 

Die Berechnung der abgegebenen Empfehlungen erfolgte nach zwei verschiedenen Verfah-
ren. Zum einen wurde der distanzbasierte Basisalgorithmus D-BASIS verwendet. Zum ande-
ren kam das korrelationsbasierte Gegenstück Q-BASIS zum Einsatz. Die Algorithmen sind in 
Abschnitt 3.3 beschrieben. 

Die Zuordnung des eingesetzten Collaborative-Filtering-Verfahren erfolgte auf Benutzer-
basis. Das heißt, daß bei der Registrierung eines der beiden Verfahren ausgewählt und im 
weiteren durchgängig für diesen Benutzer verwendet wurde. Die Zuordnung zu einem der 
Verfahren erfolgte jeweils abwechselnd. Dies wurde über eine laufende Benutzernummer 
realisiert. Bei geraden Benutzernummern wurde D-BASIS verwendet, bei ungeraden Q-
BASIS. Die Verfahren kamen also für praktisch gleich viele Benutzer zum Einsatz. 

Linxx gab im Auswertungszeitraum 40.024 Website-Empfehlungen aus. 20.233 der Emp-
fehlungen wurden auf der Grundlage von D-BASIS berechnet, 19.791 mittels Q-BASIS. Der 
höhere Wert für D-BASIS ergab sich per Zufall, indem die sechs Benutzer mit den meisten 
Bewertungen zufällig jeweils eine gerade Benutzernummer aufwiesen. Gerade diese Benutzer 
verfügen jedoch über eine überproportional hohe Anzahl von Ratings, wie sich aus Abb. 35 
auf S. 120 ergibt. 

Alle abgegebenen Empfehlungen wurden in der Datenbank aufgezeichnet. 

4.2.8 Aufzeichnung von Feedback-Werten 

Während der Interaktion der Benutzer mit dem Linxx-System wurden alle abgegebenen 
Empfehlungen in der Linxx-Datenbank aufgezeichnet. Auf den entsprechenden Empfehlungs-
seiten wurden die Benutzer gebeten, Feedback-Werte zu den präsentierten Websites ab-
zugeben. Auf diese Weise erhält man die Möglichkeit zu einem Vergleich zwischen den 
Prognosen und den Feedback-Werten, wie in Abschnitt 3.4.5 beschrieben. 

Bei der Präsentation der Empfehlungen wurde zu jeder Website ein sogenanntes Drop-
Down-Steuerelement in die ausgegebenen HTML-Seiten eingefügt. Mittels dieses Steuerele-
mentes ließen sich Feedback-Werte für die präsentierten Empfehlungen einholen. Insgesamt 
wurden 12.199 Feedback-Werte eingetragen und abgeschickt. Somit liegen 12.199 Prognose-
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Feedback-Paarungen vor. Davon fallen 6.642 Feedback-Werte auf mit D-BASIS berechnete 
Empfehlungen und 5.557 auf Q-BASIS. 

Das Übergewicht auf Seiten von D-BASIS erklärt sich durch die zufällige Zuweisung einer 
geraden Benutzernummer an die sechs Benutzer mit der höchsten Anzahl von Ratings. Diese 
sechs Benutzer hatten deutlich mehr Ratings als der Durchschnitt der Benutzer abgegeben. 
Der Einfluß eines algorithmischen Vorteils von D-BASIS kann durch die in den folgenden 
Abschnitten dargestellten empirischen Ergebnisse nicht nachhaltig gestützt werden. In diesem 
Falle hätte sich die Vorteilhaftigkeit von D-BASIS gegenüber Q-BASIS so stark ausgewirkt, 
daß die betreffenden Benutzer derartig zufrieden mit ihren persönlichen Top-Linxx waren, 
daß sie das System anschließend länger benutzten und daher auch mehr Ratings abgaben. 

Der Linxx-Server wurde so programmiert, daß er das �Anklicken� einer Empfehlung regist-
rierten konnte. Technisch wurde dies über einen sogenannten Server-Redirect gelöst. Der Hy-
perlink auf die Website wurde nicht direkt mit in die Empfehlung eingebaut, sondern zunächst 
über den Linxx-Server umgeleitet. Der Linxx-Server zeichnete den Abruf der Empfehlung auf 
und leitete die Anforderung, unsichtbar für den Benutzer, an die empfohlene Website um. 

Von den 40.024 Empfehlungen wurden 6.127 �angeklickt�, was einer �Klickrate� von 
15,3% entspricht. In 4.452 Fällen (73% der �Klicks�) kam es vor, daß eine Website ange-
klickt, aber bei weiteren Interaktionen mit Linxx zunächst kein Feedback für diese Website 
abgegeben wurde. 

Da in diesen Fällen jedoch jeweils zu vermuten war, daß der Teilnehmer nun in der Lage 
war, die Website zu beurteilen, wurden dem Benutzer zunächst keine neuen Empfehlungen 
ausgegeben, sondern er wurde zunächst nach einem Feedback für die besuchte Website gebe-
ten. Als Feedback-Wert wurde auch die Ausprägung �kenne ich nicht� akzeptiert, um keine 
falschen Ratings für Websites zu erzwingen, die technisch vorübergehend nicht erreichbar 
waren oder durch den Benutzer nur wenige Sekunden angeschaut wurden. 

In 87% dieser expliziten Feedback-Abfragen wurde tatsächlich ein numerisches Rating ab-
gegeben, in 13% die Ausprägung �kenne ich nicht�. Der Anteil der über die explizite Abfrage 
gewonnenen Feedback-Ratings an der Gesamtzahl der Feedback-Werte liegt bei 36%. 

Bei der empirischen Auswertung der Leistungsfähigkeit von Recommender-Systemen ist 
das in Abschnitt 3.4.5.1 angesprochene Kriterium der diskriminierenden Validität zu beach-
ten. Zu überprüfen ist daher, ob Feedback-Werte lediglich für die ersten fünf �Top-Linxx�, 
also hoch prognostizierte Websites existieren, oder auch eine ausreichende Anzahl von Feed-
backs für Websites mit mittleren und niedrigen Prognosewerten vorliegen. 

In diesem Zusammenhang interessant ist daher die Verteilung der Anzahl von Empfehlun-
gen pro Benutzer (Abb. 40). Die Werte auf der Abszisse bezeichnen die untere Schranke von 
Intervallen zu je 5. Der Wert 20 beinhaltet also Werte von 20 bis einschließlich 24. Man er-
kennt, daß an etwa 75% der Linxx-Benutzer 24 oder weniger unterschiedliche Empfehlungen 
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abgegeben wurden. Knapp 5% der Benutzer hatten 100 oder mehr Empfehlungen abgerufen. 
Je mehr Empfehlungen abgerufen wurden, desto mehr mittlere und niedrig prognostizierte 
Websites waren in den präsentierten Empfehlungen enthalten. 
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Abb. 40: Verteilung der Anzahl Empfehlungen pro Benutzer 

Durch die Notwendigkeit zur Auswahl Kategorien, welche als Filter bei der Empfehlung 
der Websites dienten, reduziert sich je nach Kategorieauswahl die Anzahl prinzipiell 
empfehlbarer Websites. Werden beispielsweise nur Websites aus der Kategorie �Sport� ge-
wünscht, so reduziert sich die Anzahl empfehlbarer Websites auf die Anzahl von in der Da-
tenbank befindlichen Websites, die der Kategorie Sport zugeordnet sind. Dies muß bei der 
Betrachtung der Verteilung der Anzahl Empfehlungen pro Benutzer beachtet werden. Selbst 
bei einer Anzahl von 30 betrachteten Empfehlungen kann dies also je nach Kategorieauswahl 
bereits die Maximalzahl empfehlbarer Websites sein. In diesen Empfehlungen sind demnach 
sowohl hohe, mittlere als auch niedrige Prognosen enthalten. Es ist somit zwar von einer ü-
bergewichtigen Anzahl hoch prognostizierter Websites bei der Erhebung der Feedback-Werte 
auszugehen, jedoch wurde auch eine nicht zu vernachlässigende Anzahl von Feedback-
Werten zur Validierung mittlerer und schlechter Prognosen erhoben. 

Auf die empirischen Ergebnisse zur Prognosegüte wird im Detail im Abschnitt 5 eingegan-
gen. Zunächst erfolgt an dieser Stelle noch eine Analyse der Reliabilität der Datenerhebung. 
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4.3 Reliabilität 

4.3.1 Zweck der Reliabilitätserhebung 

Die anonyme Natur des World-Wide-Web führt zu der Vermutung, daß eine nicht unbe-
trächtliche Anzahl von Benutzern falsche oder zufällige Eingaben in Systemen wie Linxx 
macht. Eine Erhebung von Hoffman und Novak (1998) kommt zu dem Ergebnis, daß über die 
Hälfte der Internet-Benutzer schon einmal falsche oder verfälschte Angaben bei der Frage 
nach persönlichen Daten gemacht hat. 

Die Validität von Benutzerangaben im Internet läßt sich nicht ohne erheblichen Aufwand 
messen. Dies ist vor allen Dingen der Anonymität bei der Interaktion mit Internet-Diensten 
zuzuschreiben. Die Auffassung in der Praxis ist, daß die Validität von Benutzereingaben mit 
steigender Evidenz eines direkten Nutzens für den Benutzer steigt. Unter dieser Hypothese 
wären Benutzer zur Abgabe ihrer Email-Adresse eher bereit, wenn sie im Gegenzug an einer 
Gewinn-Verlosung teilnehmen können. Der Nutzen der Erhebung der Email-Adresse liegt auf 
der Hand: Die Sicherstellung der Erreichbarkeit des Benutzers im Falle eines Gewinns. 

Allerdings lassen sich im Internet Reliabilitätserhebungen durchführen, wenn nach der In-
teraktion mit dem Benutzer noch Kontakt aufgenommen werden kann. Dies ist z. B. dann 
gegeben, wenn der Benutzer seine Email-Adresse hinterlassen hat. Mit einer derartigen Erhe-
bung kann die Reliabilität von Benutzerangaben überprüft oder zumindest abgeschätzt wer-
den. 

Eine Reliabilitätserhebung wurde auch im Rahmen des Linxx-Experiments durchgeführt. 

4.3.2 Durchführung 

Die Linxx-Teilnehmer wurden per Email in einem automatisierten Verfahren angeschrie-
ben und gebeten, an der Reliabilitätserhebung teilzunehmen. Die Anschreiben wurden rech-
nergestützt individualisiert, so daß jeder Adressat mit seinem Benutzernamen angesprochen 
werden konnte. Der Wortlaut des Anschreibens findet sich im Anhang. 

Teilnehmer, die weniger als 10 Websites bewertet hatten und damit bereits vor der Anzeige 
ihrer �Top-Linxx� das System verlassen hatten, wurden nicht mit in den Test eingeschlossen. 
Weiterhin wurde sichergestellt, daß kein Benutzer eine Email erhielt, dessen letzte Linxx-
Sitzung vor weniger als sieben Tagen stattgefunden hatte. Es wurde sichergestellt, daß jeder 
Teilnehmer nur einmal angeschrieben wurde. Als Incentive wurde eine doppelte Gewinn-
chance bei der Verlosung der Linxx-Gewinne ausgelobt. 

In der Aufforderungs-Email wurde ein individualisierter Hyperlink auf die URL des Relia-
bilitätstests angegeben. Mit Hilfe dieses Links konnten die Teilnehmer per Mausklick an der 
Reliabilitäts-Erhebung teilnehmen, sofern sie über gängige Email-Programme verfügten. Eine 
Anmeldung mit Benutzernamen und Paßwort war nicht erforderlich. Unberechtigter Zugang 
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wurde durch die Übermittlung der Benutzerkennung in Verbindung mit einer per Zufallsgene-
rator generierten zehnstelligen Ganzzahl (Zugangscode) verhindert. Der Email-Link funktio-
nierte pro Benutzer genau einmal und wurde nach erfolgtem Reliabilitäts-Check aus Sicher-
heitsgründen deaktiviert. Auf diese Weise wurde sichergestellt, daß erstens kein Benutzer 
zweimal am Test teilnehmen konnte und daß zweitens Unberechtigte sich keinen Zugang zum 
Linxx-System verschaffen konnten, falls eine Email mit dem Zugangscode nachträglich in 
falsche Hände geraten sollte. 

Den Benutzern wurde zunächst eine Textseite präsentiert, auf der einige Hinweise auf den 
Zweck der Reliabilitäts-Erhebung gegeben wurden. Ferner wurden noch einige Anweisungen 
gegeben, anhand derer die nachfolgenden Bewertungen durchgeführt werden sollten. Auf der 
nachfolgenden Seite wurden dann die vom Benutzer vormals bewerteten Websites präsentiert, 
wobei zusätzlich noch etwa 50% vormals als �unbekannt� eingestufte Websites vorgelegt 
wurden. In den wenigen Fällen, wo anteilig weniger �unbekannte� Websites zur Verfügung 
standen, wurden entsprechend wenige dieser Websites präsentiert. Die Erhebung wurde wei-
terhin falls notwendig auf insgesamt 30 Websites limitiert, um die Teilnehmer nicht zu über-
lasten. 

Nach erfolgter Befragung wurden die Teilnehmer gebeten, noch einmal an Linxx teilzu-
nehmen und insbesondere noch weitere Websites zu bewerten. 

Der Linxx-Server verschickte am 5. und 6. Juli 1999 an insgesamt 1.333 Benutzer Emails 
mit der Bitte zur Teilnahme an der Reliabilitäts-Erhebung. 109 der Emails liefen direkt mit 
der Fehlermeldung zurück, daß der Adressat unbekannt sei. Hierfür kommen insbesondere 
drei Ursachen in Frage: 
1. Der Benutzer hatte bei der Registrierung wissentlich eine falsche Email-Adresse eingege-

ben. 
2. Dem Benutzer war während der Registrierung ein Fehler bei der Angabe seiner Email-

Adresse unterlaufen. 
3. Die von dem Benutzer angegebene Email-Adresse existiert nicht mehr. 

Weitere sechs Emails liefen nach Ablauf der Zustellungsfrist von vier Tagen zurück. Dies 
deutet jeweils auf ein technisches Versagen des Mail-Servers des Adressaten hin. In Betracht 
kommt in diesen Fällen auch eine dauerhafte Stillegung des betreffenden Mail-Servers, des-
sen Existenz jedoch noch bei den zuständigen Internet-Routern und Nameservern eingetragen 
war. 

Insgesamt ergibt sich damit eine Anzahl von 1.218 erfolgreich zugestellten Emails. 

4.3.3 Ergebnisse 

Der Server registrierte eine Anzahl von 539 Benutzern, die in einem Zeitfenster von vier 
Wochen die URL des in der Email angegebenen Hyperlinks auf den Reliabilitätstest abriefen 
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und am Reliabilitätstest teilnahmen. 400 (74%) der Teilnahmen geschahen innerhalb von 
24 Stunden nach dem Versenden der Emails, 461 (86%) binnen 48 Stunden. 

Nur ein Teilnehmer hatte das Formular abgeschickt, ohne irgendwelche Eingaben gemacht 
zu haben. Dieser Benutzer wurde in der Datenbank gekennzeichnet und blieb in der weiteren 
Auswertung des Reliabilitätstests unberücksichtigt. Damit ergibt sich ein effektiver Rücklauf 
von 538 Benutzern. Das sind 44% der Anzahl erfolgreicher Zustellungen oder 29% aller 
1.872 Benutzer des Linxx-Datensatzes. 

Im folgenden werden die originalen, vor dem Reliabilitätstest in der Datenbank gespeicher-
ten Ratings als �alte Ratings� bezeichnet, die beim Reliabilitätstest aufgezeichneten als �neue 
Ratings�. In der Datenbank wurden insgesamt 12.177 Paare von alten und neuen Ratings ge-
speichert. 

Abb. 41 stellt zunächst die Kontingenztabelle der Wertpaare dar, in denen die alten und 
neuen Ratings jeweils numerisch waren. Die entsprechenden Websites wurden also in den 
hier betrachteten Fällen jeweils vorher und nachher als �bekannt� eingestuft. 

 
  Altes Rating Total 

  1 2 3 4 5 6 7   
1 34 9 11 13 4 4 3 78 
2 19 21 19 30 22 11 3 125 
3 10 38 64 113 60 34 15 334 
4 22 39 128 415 330 189 99 1222 
5 12 15 56 365 446 372 184 1450 
6 3 11 40 197 381 549 340 1521 

Neues Rating 

7 2 8 14 90 116 297 724 1251 
Total   102 141 332 1223 1359 1456 1368 5981 
Abb. 41: Kontingenztabelle der Reliabilitätserhebung 

Man erkennt deutlich die starke Ausprägung der Diagonalen, welche auf eine erfreulich 
hohe Reliabilität schließen läßt. Der Pearsonsche Korrelationskoeffizient der numerischen 
Ratings beträgt 0,538 (Signifikanzniveau 0,000). Bei 2.253 (37,7%) der Werte sind die Aus-
prägungen der alten und neuen Ratings identisch, 4.464 (78,0%) der Werte haben eine absolu-
te Abweichung von maximal eins. Nur bei 425 (7,1%) der Wertepaare liegt eine Differenz 
von drei oder mehr vor. 

Abb. 42 stellt die Verteilung der alten und neuen Ratings dar. 
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Abb. 42: Alte und neue Ratings 

Abb. 43 zeigt die Kontingenztabelle der alten und neuen Ratings, wobei nun nach der Aus-
prägung �kenne ich nicht� und numerischen Ratings klassifiziert wird. Es wurden 2.912 und 
5.981 übereinstimmende alte und neue Bewertungen bzgl. dieses Kriteriums gezählt. Dies 
sind 73,0%. 

Interessant ist hierbei, daß mit 2.282 eine nicht unwesentliche Anzahl der alten �Kenne-ich-
nicht�-Ratings bei den neuen Ratings nun einen numerischen Wert hat (18,7%). Offensicht-
lich lernt die Benutzergruppe im Umgang mit dem noch sehr jungen Medium �World-Wide-
Web� laufend neue Websites kennen, so daß im Zeitablauf relativ mehr Websites als bekannt 
eingestuft werden. 

 

  Altes Rating Total 
  Kenne ich Kenne ich nicht  

Kenne ich 2912 2282 5194 Neues Rating Kenne ich nicht 1002 5981 6983 
Total  3914 8263 12177 
Abb. 43: Kreuztabelle �Kenne ich�- / �Kenne ich nicht�-Ratings 

Als allgemein problematisch stellt sich bei Online-Befragungen die Repräsentativität der 
Stichprobe dar (Bogner 1996). Durch die Selbstselektion bei der Teilnahme an der Reliabili-
tätserhebung könnten Verzerrungen aufgetreten sein, wenn bestimmte Nutzergruppen eher 
gewillt waren, für die ausgelobten Gewinne an der Befragung teilzunehmen. So ist letztlich 
auch nicht auszuschließen, daß die selbstselektierte Stichprobe gegenüber dem Internet mit 
mehr Enthusiasmus ausgestattet ist und deshalb ggf. auch sorgfältiger mit Benutzereingaben 



130 Feld-Experiment 

in Interaktiven Medien umgeht. In diesem Falle wären die Reliabilitäts-Ergebnisse in Rich-
tung einer besseren Reliabilität verzerrt. 

Trotz dieser Einschränkung zeigt die Reliabilitätserhebung, daß zumindest bei den an der 
Reliabilitätserhebung teilnehmenden Benutzern die Datenqualität ausreichend gut zu sein 
scheint. Die Eingaben in das Linxx-System sind also mit Sicherheit mehr als weißes Rau-
schen. 

Die Ergebnisse der Reliabilitäts-Erhebung werden in Abschnitt 6.4.12 weiterverwendet. 
Dort wird versucht, die Anwendung von Collaborative-Filtering-Algorithmen auf Benutzer 
mit besonders reliablen Ratings einzuschränken, um so zu einer möglicherweise höheren 
Prognosegüte zu gelangen. 



 

5 Empirische Ergebnisse 
Das wesentliche Ziel des im vorangegangenen Abschnitt dargestellten Linxx-Experiments 

ist die Untersuchung unterschiedlicher Collaborative-Filtering-Verfahren im Hinblick auf ihre 
Prognosegüte. Die Ergebnisse werden in den folgenden Abschnitten diskutiert. 

5.1 Prognosegüte 

Wie oben beschrieben, wurden alle 40.024 abgegebenen Empfehlungen in der Linxx-
Datenbank aufgezeichnet. In Verbindung mit den Feedback-Werten liegen 12.199 Wertepaare 
vor, welche im folgenden zur Beurteilung der prognostischen Validität der Verfahren heran-
gezogen werden sollen. 

Im Online-Experiment wurden die in Abschnitt 3.3 dargestellten Verfahren D-BASIS und 
Q-BASIS untersucht. Die Vorgehensweise zur empirischen Auswertung der Prognosegüte 
wurde in Abschnitt 3.4 beschrieben. 

In der Anzahl von 12.199 Wertepaaren sind nur Prognosen enthalten, welche tatsächlich 
auf Basis eines der Verfahren D-BASIS oder Q-BASIS berechnet wurden. Falls das Verfah-
ren keine Prognose liefern konnte, insbesondere weil noch zu wenig Mentoren bzw. Objekt-
Mentoren vorhanden waren, wurde der arithmetische Mittelwert als �Prognose� ausgegeben, 
also nach dem MEANS-Verfahren prognostiziert. Diese Datensätze sind nicht in der Auswer-
tung enthalten, da sie insbesondere den Vergleich zwischen MEANS und den verwendeten 
Collaborative-Filtering-Verfahren erschweren. Es wird jedoch der Anteil der mit den Verfah-
ren gerechneten Empfehlungen angegeben. 

Die Aufbereitung der Werte geschieht anhand der in Abschnitt 3.4 beschriebenen Auswer-
tungskriterien. Es wurden dabei alle Benutzer herausgefiltert, die über eine Anzahl von mehr 
als 150 Feedback-Werten verfügten. Die Elimination dieser Benutzer wurde angewendet, da � 
wie in Abb. 35 dargestellt � einige Benutzer eine sehr hohe Anzahl von Ratings bzw. Feed-
back-Werten in das System eingegeben hatten. Sie werden als �Ausreißer� behandelt und e-
liminiert, um ihnen durch ihre hohe Anzahl von Bewertungen kein zu großes Gewicht in der 
Gesamtauswertung zukommen zu lassen. 

Vier Benutzer verfügten über mehr als 150 Feedback-Werte. Es verbleiben 11.291 
Wertepaare. Davon entfallen 5.906 auf D-BASIS und 5.385 auf Q-BASIS. 

Abb. 44 zeigt die Prognosefehler-Ergebnisse für das gesamte Online-Experiment. In den 
Zeilen sind die Ergebnisse für die Varianten D-BASIS und Q-BASIS aufgeführt. Die verwen-
deten Maße wurden in Abschnitt 3.4 eingeführt. 

Der Parameter α gibt den Anteil der Prognosen an, bei denen der Prognosefehler kleiner ist 
als die Mittelwertabweichung. Die Prognosen auf der Basis von D-BASIS sind in rund 58% 
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der Fälle besser als die von MEANS. Q-BASIS erreicht nur in knapp 51% der Fälle eine bes-
sere Prognose. 

Der mittlere absolute Prognosefehler MAEf wird jeweils der mittleren Mittelwertabwei-
chung MAEm gegenübergestellt. Für D-BASIS betragen diese Werte 1,297 bzw. 1,343. D-
BASIS liefert also einen um MAI = 3,45% kleineren absoluten Prognosefehler als MEANS. 

Andersherum beträgt für Q-BASIS MAEf = 1,404 und MAEm = 1,392. Der Prognosefehler 
von Q-BASIS ist damit größer als der von MEANS. Das Verfahren liefert damit im Rahmen 
dieser Auswertung ungenauere Prognosen als eine Mittelwertbildung über alle Benutzer, die 
ein bestimmtes Objekt bewertet haben (MAI = -0,84%). 

Ähnlich stellen sich die Ergebnisse für den quadrierten Prognosefehler MSEf bzw. die quad-
rierte Mittelwertabweichung MSEm dar. Hier liegt bei D-BASIS mit 2,592 gegenüber MEANS 
mit 2,748 ebenfalls eine Verbesserung von MSI = 5,66%. Bei Q-BASIS liefern die Prognosen 
mit 3,145 schlechtere Vorhersagen als die Mittelwerte, welche hier bei 2,989 liegen (MSI = -
5,19%). 

Stellt man einen direkten Vergleicht der Prognosefehler von D-BASIS und Q-BASIS an, so 
sind die Unterschiede noch größer. So ist der absolute Prognosefehler von D-BASIS um 
7,62% kleiner als der von Q-BASIS, beim quadrierten Prognosefehler sind es 17,58%. 

Dieser Vergleich ist jedoch nur mit einiger Vorsicht anstellen. Stets zu beachten sind die 
entsprechenden Mittelabweichungen für das MEANS-Verfahren. Diese fallen bei Q-BASIS 
zufällig höher aus als bei D-BASIS. Es liegen also bei Q-BASIS zufällig verstärkt Bewertun-
gen mit einer höheren Varianz vor. Die höhere Varianz wirkt sich auch auf die Prognosen aus, 
die mit Collaborative-Filtering-Verfahren erzeugt wurden. Für einen Verfahrensvergleich sind 
somit die jeweiligen Verbesserungen gegenüber MEANS aussagekräftiger, da hier die Vari-
anzen in den Mittelwertabweichungen kontrolliert werden können. 

Die Fallzahl beträgt für D-BASIS n = 5.906 und für Q-BASIS n = 5.385. 
 

Parameter D-BASIS Q-BASIS
α Anteil besserer Prognosen 58,09% 50,86% 
MAEf Absoluter Prognosefehler 1,297 1,404 
MAEm Absolute Mittelwertabweichung 1,343 1,392 
MAI Relative absolute Verbesserung 3,45% -0,84% 
MSEf Quadrierter Prognosefehler 2,592 3,145 
MSEm Quadrierte Mittelwertabweichung 2,748 2,989 
MSI Relative quadrierte Verbesserung 5,66% -5,19% 
n Anzahl Fälle 5.906 5.385 

Abb. 44: Anteil besserer Prognosen und Prognosefehler 
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Das Ergebnis einer Prognoseverbesserung in rund 58% der Fälle bei der Verwendung von 
D-BASIS gibt Anlaß zur Vermutung, daß Collaborative-Filtering-Verfahren tatsächlich zur 
Verbesserung von Präferenz-Prognosen dienen können. 

Die Ergebnisse bzgl. der Prognosefehler selbst vermitteln jedoch zunächst den Eindruck, 
daß die Individualisierung der Prognose über die getesteten Collaborative-Filtering-
Algorithmen wie im Falle von D-BASIS nur einen recht geringen Beitrag zur Reduzierung 
des Prognosefehlers liefern kann bzw. bei Q-BASIS sogar schlechtere Ergebnisse als MEANS 
liefert. 

 
Abb. 45 enthält die Wertkorrelation zwischen den Prognosen und Mittelwerten mit den 

Feedback-Werten. Hierbei zeigt sich, daß mit D-BASIS eine Korrelation der Prognose mit 
den tatsächlichen Ratings von 0,300 erreicht wird. Die Korrelation zwischen den Mittelwerten 
und den tatsächlichen Werten beträgt hingegen nur 0,201. 

Anders stellen sich die Ergebnisse für Q-BASIS da. Hier liegt liefert das Verfahren ledig-
lich eine Korrelation von 0,241, die bei MEANS hingegen bei 0,265 liegt. Q-BASIS schnei-
det hier also ebenfalls schlechter ab als MEANS. 

 
 D-BASIS Q-BASIS 
 Prognose Mittelwerte Prognose Mittelwerte 

Korrelation mit Feedback 0,300 0,201 0,241 0,265 

Abb. 45: Wertkorrelationsanalyse 

Das D-BASIS-Verfahren ist Q-BASIS also auch bei den Korrelationen mit den Feedback-
Werten überlegen. 

Betont sei an dieser Stelle, daß der Korrelationskoeffizient lediglich ein Maß für die lineare 
Abhängigkeit zwischen Prognose und tatsächlichen Werten ist und somit als alleinstehendes 
Gütekriterium kritisch betrachten zu ist. In Kombination mit den anderen in diesem Abschnitt 
präsentierten Gütemaßen ist die Darstellung dieses Wertes jedoch hilfreich, solange man die 
angeführte Einschränkung beachtet. 

 
Betrachten wir nun die Rangkorrelation. Die Frage, die mit der Analyse der Rangkorrelati-

on beantwortet werden soll, unterscheidet sich in einem wesentlichen Punkt von den oben 
durchgeführten Analysen. Es wird eine Auswertung nicht mehr auf Einzelprognoseebene, 
sondern auf Benutzerebene vorgenommen. Während oben jede für einen beliebigen Benutzer 
abgegebene Prognose in den obigen Analysen gleichberechtigt mit in das Ergebnis einfließt, 
wird bei der Rangkorrelationsanalyse für jeden Benutzer ein Rangkorrelationswert zwischen 
der prognostizierten und �tatsächlichen� Ordnung der Liste berechnet, soweit diese anhand 
der Feedback-Werte ermittelt werden kann. Dieser Rangkorrelationskoeffizient wird dann mit 
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einem hypothetischen Rangkorrelationskoeffizienten verglichen, der sich über eine Empfeh-
lung mit MEANS ergeben hätte. Ist die Rangkorrelation der Prognose höher als dieser, liefert 
das Verfahren bessere geordnete Listen als MEANS. 

Die Berechnung von Rangkorrelationen ist nur ab einer gewissen Anzahl von Werten sinn-
voll. Um ein Mindestmaß an statistischer Sicherheit bei der Berechnung zu gewährleisten, 
fließen in die Auswertung nur Benutzer ein, die mindestens fünf Feedback-Werte abgegeben 
haben. 

Nach der Filterung aller Rangkorrelationen, die auf weniger als fünf Werten basierten, er-
gaben sich 302 Rangkorrelationen, die mit D-BASIS berechnet wurden, und 282 
Rangkorrelationen, die mittels Q-BASIS zustande kamen. 

Abb. 46 und Abb. 47 stellen die Häufigkeitsverteilung der Werte von Kendalls Tau für D-
BASIS und Q-BASIS jeweils im Vergleich mit MEANS dar. Auf der Abszisse ist Kendalls 
Tau aufgetragen. Auf der Ordinate sind die kumulierten Häufigkeiten der Werte aufgetragen. 
Je weiter die Kurve nach rechts oben verschoben ist, desto besser stellt sich die gesamte 
Rangkorrelation dar. 

Wie aus Abb. 46 hervorgeht, liegt die Kurve von D-BASIS im wesentlichen oberhalb der 
Kurve von MEANS. Dies bedeutet, daß die Rangkorrelation bei D-BASIS höher ist als bei 
MEANS. 

0%

10%

20%

30%

40%

50%

60%

70%

80%

90%

100%

-1,5 -1 -0,5 0 0,5 1 1,5

Kendalls Tau

Ku
m

ul
ie

rte
 H

äu
fig

ke
it

D-BASIS Mittelwerte  

Abb. 46: Kendalls Tau für D-BASIS im Vergleich mit MEANS 
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Bei Q-BASIS stellt sich jedoch ein anderes Bild dar (Abb. 47). Hier liegt die Kurve sehr 
dicht an der Kurve von MEANS, teilweise auch tiefer. Die Rangkorrelation von Q-BASIS 
schneidet also im Vergleich mit MEANS nicht so gut ab wie D-BASIS. 
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Abb. 47: Kendalls Tau für Q-BASIS im Vergleich mit MEANS 

Während der Mittelwert der Tau-Werte für D-BASIS bei 0,180 liegt (MEANS 0,138), liegt 
er bei Q-BASIS lediglich bei 0,145 (MEANS 0,170). Die mittlere Rangkorrelation ist also bei 
D-BASIS höher als bei Q-BASIS. 

Zu betonen ist an dieser Stelle nochmals, daß der hier verwendete Rangkorrelationskoeffi-
zient Kendalls Tau-B, mit dessen Hilfe im Unterschied zu Kendalls Tau Bindungen berück-
sichtigt werden, den Wertebereich [-1; 1] verlassen kann (Kendall 1962; Kotz 1983, S. 368). 
Wie aus den Abbildungen hervorgeht, tritt dies in einigen Fällen auch tatsächlich ein. 

Betrachten wir nun die Verteilung der signifikanten Rangkorrelationen. Eine Rangkorrela-
tion ist dann signifikant, wenn die Irrtumswahrscheinlichkeit für die Existenz einer von null 
verschiedenen Korrelation zwischen den tatsächlichen und den vorhergesagten (bzw. den auf 
Mittelwerten basierenden) Rängen ein bestimmtes Niveau unterschreitet. 

Bei D-BASIS sind 98 von 302 Rangkorrelationen signifikant auf dem 95%-Niveau 
(32,5%). Bei den begleitenden MEANS-Rangkorrelationen sind es nur 93 von 302, also 
30,8%. Auf der anderen Seite betragen die signifikanten Rangkorrelationen bei Q-BASIS nur 
82 von 282 (29,1%), bei MEANS sind es 92 von 282 (32,6%). 
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 D-BASIS Q-BASIS 
 Prognose MEANS Prognose MEANS
Kendalls Tau (Mittelwerte) 0,180 0,138 0,145 0,170 
Anzahl signifikanter Rangkorrelationen 98 93 82 92 
Anzahl Rangkorrelationen 302 282 
Anteil signifikanter Rangkorrelationen 32,5% 30,8% 29,1% 32,6% 

Abb. 48: Rangkorrelations-Ergebnisse 

Auch bzgl. der Rangkorrelation erscheint D-BASIS damit vorteilhafter als Q-BASIS. 
 
Betrachten wir nun noch den Anteil berechenbarer Prognosen δ. Hier stellen sich sowohl 

D-BASIS als auch Q-BASIS sehr positiv dar. Von den 40.024 abgegebenen Empfehlungen 
basieren 38.801 (δ = 96,8%) auf Prognosewerten, die über die Collaborative-Filtering-
Algorithmen berechnet wurden. Lediglich 1.223 wurden über MEANS ausgegeben. Von die-
sen 1.223 Empfehlungen entfallen 310 auf D-BASIS und 913 auf mit Q-BASIS zu berech-
nende Prognosen. Im einzelnen beträgt damit für D-BASIS δ = 98,5% und für Q-BASIS 
δ = 95,4%. 

Der Grund für die höhere Ausfallrate bei Q-BASIS ist in den in Abschnitt 3.3.3 genannten 
Eigenschaften zur Berechnung des Pearsonschen Korrelationskoeffizienten zu sehen. Unter 
bestimmten Bedingungen werden dort Benutzer als Mentor ausgeschlossen, wenn die Ratings 
für die mit dem aktiven Benutzer gemeinsam bewerteten Objekte bestimmte Eigenschaften 
aufweisen. Insbesondere ist dies der Fall, wenn die Rating-Varianz der überlappend bewerte-
ten Objekte null beträgt. 

Bei den über MEANS ausgegeben Empfehlungen liegt der überwiegende Anteil in der 
Startphase des Systems, da zu diesem Zeitpunkt jeweils noch nicht genug Rating-Werte für 
alle Websites vorlagen. Insbesondere in diesen Fällen tritt das Problem auf, daß kein oder 
nicht genügend Mentoren die betreffende Website bewertet haben und damit keine Objekt-
Mentoren für diese Website zur Verfügung stehen. 

 
Die Analysen geben bereits gewisse Hinweise auf die Leistungsfähigkeit der Algorithmen 

D-BASIS und Q-BASIS. D-BASIS schneidet in allen untersuchten Kriterien besser ab als Q-
BASIS. 

Aus einer Reihe von Gründen ist jedoch eine detailliertere Analyse des Experiments not-
wendig. Erstens wurde bei den quantitativen Ergebnissen der Analyse außer acht gelassen, 
daß die in dieser Arbeit betrachteten Klassen von Collaborative-Filtering-Systemen eine 
Bootstrapping-Phase haben, in der eine sinnvolle Empfehlungsabgabe nur beschränkt möglich 
ist. Von Interesse ist also nicht nur die Prognosegüte über die gesamte Laufzeit des Systems, 
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sondern vielmehr auch die Entwicklung der Prognosegüte im Zeitablauf bzw. mit steigender 
Anzahl von Benutzern. 

Zweitens liefert eine aggregierte Betrachtung aller Prognosen zwar Hinweise für die Prog-
nosegüte der Verfahren. Allerdings sind differenzierte Auswertungen notwendig, um die 
Prognosegüte der Verfahren in bestimmten Bereichen zu beurteilen. Eine Differenzierung 
bietet sich insbesondere nach den in Abschnitt 3.4.3 genannten Kriterien an. 

Im folgenden Abschnitt wird zunächst eine Analyse der Prognosegüte im Zeitablauf vorge-
nommen. 

5.2 Prognosegüte im Zeitablauf 

Betrachten wir nun die Entwicklung der Gütemaße im Zeitablauf. Zunächst ist anzumerken, 
daß die Auslastung des Systems nicht während der gesamten Laufzeit konstant war. Über die 
ersten Monate der Laufzeit wurde vom Kooperationspartner verstärkt Werbung für das Sys-
tem im Rahmen des regelmäßigen Newsletters betrieben. In dieser Zeit war der Andrang auf 
das System besonders hoch, so daß auch die Benutzerzahlen stark wuchsen. In den letzten 
Monaten der Laufzeit wurden jedoch die Hinweise auf Linxx aus dem Newsletter genommen, 
so daß auch der Besucherzustrom langsam abnahm. Erst gegen Ende der Laufzeit wurde 
Linxx wieder aktiv beworben. 

Aus diesem Gründen eignet sich als Parameter weniger die verstrichene Zeit selbst, sondern 
vielmehr die Anzahl der im System registrierten Benutzer. Der störende Einfluß des unregel-
mäßigen Zustromes von Benutzers kann auf diese Art und Weise kontrolliert werden. Viel-
mehr wird der Einfluß der Anzahl der Benutzer auf die Prognosegüte untersucht. 

Es kämen prinzipiell auch andere Parameter als die Anzahl der registrierten Benutzer für 
die Untersuchung der Entwicklung der Prognosegüte in Frage. Die zur Debatte stehenden 
Parameter wie beispielsweise die Anzahl aller im System gespeicherten Website-Ratings sind 
jedoch hoch korreliert miteinander und mit der Anzahl der registrierten Benutzer. Aus diesem 
Grunde sind sie für die angestellten Betrachtungen prinzipiell austauschbar. 

Abb. 49 stellt den Verlauf von α sowie des absoluten und quadrierten Prognosefehlers für 
die Variante D-BASIS dar. Auf der Abszisse ist die Anzahl der registrierten Benutzer aufge-
tragen. Die Prognosefehler und α sind jeweils über Intervalle von 100 Benutzern gemittelt, 
wobei die Werte auf der Abszisse die untere Schranke des Intervalls angeben. Der Punkt 400 
auf der Abszisse bedeutet somit beispielsweise, daß hier die Mittelwerte für die Benutzer 400 
bis 499 aufgetragen werden. 

Man erkennt deutlich die schnelle Reduzierung des absoluten und quadrierten Prognosefeh-
lers MAEf bzw. MSEf. Bereits nach kurzer Zeit haben sich der absolute und quadrierte Prog-
nosefehler ihren endgültigen Schwankungsbereichen bei etwa 1,3 bzw. 2,5 genähert. 
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Etwas weniger rapide verläuft die Entwicklung des Anteils der besseren Prognosen gegen-
über MEANS. Während α bei etwa 50% startet, und damit ein ausgeglichenes Verhältnis zwi-
schen besseren und schlechteren Prognosen gegenüber MEANS vorliegt, steigt der Wert lang-
sam an, bis im Intervall bei 900 Benutzern die 60%-Marke überschritten wird. Im folgenden 
bleibt α dann in der Nähe dieses Wertes. 
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Abb. 49: Prognosefehler im Zeitablauf, D-BASIS 

Anders stellt sich die Entwicklung bei der Variante Q-BASIS dar (Abb. 50). Auch hier star-
tet der Prognosefehler bei den ersten einhundert Benutzern bei hohen Werten. Die Abnahme 
des Prognosefehlers geschieht jedoch nicht so zügig wie bei D-BASIS. Erst im Intervall der 
Benutzer 400 bis 499 erreicht der absolute Prognosefehler einen Wert unter 1,5 und der quad-
rierte Prognosefehler einen Wert unter 3,0. Mit einem gewissen Schwankungsbereich verse-
hen stabilisieren sich die Prognosefehler in den nachfolgenden Intervallen im Bereich dieser 
Werte. 
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Abb. 50: Prognosefehler im Zeitablauf, Q-BASIS 

Ähnlich verläuft der Anteil besserer Prognosen α. Nur zögerlich wird die 50%-Marke erst 
im Intervall 500-599 überschritten. Allerdings setzt sich die Verbesserung von α über den 
gesamten Zeitablauf fort, so daß sich ab dem 1.500. Benutzer Werte von rund 55% ergeben. 

Auf eine Betrachtung der Rangkorrelationen wird verzichtet. Dies liegt an der geringen 
Fallzahl und damit niedrigen Aussagekraft, die durch die Zuordnung der Rangkorrelationen 
zu den betrachteten Intervallen induziert würde. Dies gilt sinngemäß auch für nachfolgende 
Analysen. 

Auf die Darstellung des Anteils berechenbarer Prognosen im Zeitablauf wird an dieser Stel-
le ebenfalls mit dem Hinweis verzichtet, daß sich die Entwicklung zu über 99,9% berechenba-
rer Prognosen unabhängig von der Collaborative-Filtering-Variante binnen 200 Benutzern 
vollzieht. Da der Parameter damit allgemein keinen wesentlichen Einfluß auf die Prognosegü-
te des laufenden Systems zu haben scheint, welches die erste Startphase bereits überwunden 
hat, ist eine detaillierte Analyse zumindest bei den untersuchten Varianten D-BASIS und Q-
BASIS nicht erforderlich. In diesem Zusammenhang zeigt sich die Zweckmäßigkeit des in 
Abschnitt 4.1.5 beschriebenen Verfahrens, welches u. a. diejenigen Objekte zur Bewertung 
vorlegt, für die bislang keine oder nur eine geringe Anzahl von Bewertungen vorliegen. 

 
Für nachfolgende Auswertungen ist festzuhalten, daß das System zunächst eine Startphase 

überwinden muß, um den im Rahmen der Laufzeit "endgültigen" Prognosefehlerbereich zu 
erreichen. Bei D-BASIS verläuft diese Startphase zügiger als bei Q-BASIS. Um die Effekte 
der Startphase auszublenden, verwenden nachfolgende Auswertungen aus diesem Grunde 
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keine Prognosefehler, die mit weniger als 400 im System befindlichen Benutzern zustande 
kamen. 

Zwar sinkt dadurch die Anzahl der verfügbaren Wert-Tripel auf 10.337, wobei nun 5.457 
auf D-BASIS und 4.880 auf Q-BASIS entfallen; man darf auf der anderen Seite jedoch ein 
klareres Bild für das laufende Collaborative-Filtering-System erwarten, bei dem die Startpha-
se bereits überwunden wurde. 

Es ergibt sich die in Abb. 51 dargestellte Gesamtauswertung für α und die Prognosefehler. 
Die Werte sind jeweils etwas besser als in der Gesamtauswertung über alle Fälle (Abb. 44). 

 
Parameter D-BASIS Q-BASIS
α Anteil besserer Prognosen 58,71% 51,91% 
MAEf Absoluter Prognosefehler 1,28 1,35 
MAEm Absolute Mittelwertabweichung 1,34 1,36 
MAI Relative absolute Verbesserung 3,87% 1,03% 
MSEf Quadrierter Prognosefehler 2,52 2,86 
MSEm Quadrierte Mittelwertabweichung 2,70 2,85 
MSI Relative quadrierte Verbesserung 6,69% -0,33% 
n Anzahl Fälle 5.457 4.880 

Abb. 51: Alpha und Prognosefehler nach Startphase 

5.3 Prognosegüte nach Ratings und Prognosen 

Es soll nun die Abhängigkeit der Prognosegüte von weiteren Parametern untersucht wer-
den. Zunächst werden die Abhängigkeiten von tatsächlichen Ratings, Prognosen, Mittelwer-
ten sowie von der Prognose-Mittelwert-Abweichung (PMA) untersucht. 

In den vorangehenden Abschnitten konnte bereits festgestellt werden, daß D-BASIS offen-
sichtlich die geeignetere Verfahrensvariante für das Linxx-Experiment ist. Trotzdem wird 
auch bei den folgenden Betrachtungen Q-BASIS noch mit in die Analyse einbezogen. 

5.3.1 Prognosegüte nach Ratings 

Wir gehen hier und in den nachfolgenden Abschnitten wiederum davon aus, daß die Start-
phase des Systems bereits überwunden ist. Wir blenden wie oben alle Prognosen und Feed-
back-Werte aus, die mit weniger als 400 registrierten Benutzern im System entstanden sind 
und eliminieren alle Benutzer mit mehr als 150 Feedback-Werten. 

Bereits oben wurde angesprochen, daß Collaborative-Filtering-Verfahren gegenüber 
MEANS in Abhängigkeit der tatsächlichen Ratings, welche anhand der Feedback-Werte ge-
messen werden, möglicherweise eine unterschiedliche Eignung aufweisen. Dieser Frage soll 
in diesem Abschnitt nachgegangen werden. Zu untersuchen ist, ob das tatsächliche Rating 
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einen Einfluß auf die Prognosegüte hat. Hierzu wird die Prognosegüte in Abhängigkeit des 
tatsächlichen Ratings gemessen.  

Differenziert man die Ergebnisse der Prognosegüte der Variante D-BASIS nach Ratings, so 
erhält man die in Abb. 52 dargestellten Ergebnisse. Die verwendeten Symbole entsprechen 
den in Abschnitt 3.4 eingeführten Gütemaßen. 

Die erste Spalte stellt dabei das Rating dar, nach dem α und die Prognosefehler gegliedert 
werden. Beispielsweise existieren in den der Auswertung zugrundeliegenden Daten n = 1023 
Datensätze, welche einen Feedback-Wert von 4 erzielten. In 54,6% dieser Fälle lag die D-
BASIS-Prognose näher an 4 als MEANS. Die absolute Prognosefehlerverbesserung MAI be-
trägt 3,82%, das quadrierte Pendant MSI liegt bei 6,05%. 

 
Feedback alpha MAEm MAEf MAI MSEm MSEf MSI n 

1 73,0% 3,77 3,58 5,11% 14,68 13,30 9,39% 237
2 64,6% 2,87 2,77 3,51% 8,58 8,01 6,66% 342
3 66,1% 1,91 1,82 4,90% 3,88 3,55 8,71% 442
4 54,6% 1,06 1,02 3,82% 1,28 1,20 6,05% 1023
5 43,9% 0,32 0,35 -8,21% 0,16 0,19 -21,05% 1122
6 60,8% 0,91 0,86 5,08% 1,00 0,98 1,99% 1149
7 67,4% 1,83 1,74 4,59% 3,46 3,25 6,29% 1142

Abb. 52: Prognosegüte nach Ratings, D-BASIS 

Die grafische Darstellung der Ergebnisse erfolgt in Abb. 53. 

-15%

-10%

-5%

0%

5%

10%

15%

20%

25%

0 1 2 3 4 5 6 7 8
Rating

Pr
og

no
se

fe
hl

er
ve

rb
es

se
ru

ng
(M

AI
, M

SI
)

0%

10%

20%

30%

40%

50%

60%

70%

80%

An
te

il 
be

ss
er

er
 P

ro
gn

os
en

 
(a

lp
ha

)

MAI MSI alpha  

Abb. 53: Prognosegüte nach Ratings, D-BASIS 



142 Empirische Ergebnisse 

Analog werden die Ergebnisse für Q-BASIS in Abb. 54 dargestellt. 
 
Feedback alpha MAEm MAEf MAI MSEm MSEf MSI n 

1 64,80% 3,69 3,40 7,81% 14,05 12,50 11,04% 321
2 56,68% 2,86 2,60 8,82% 8,45 7,64 9,53% 247
3 62,44% 1,99 1,80 9,59% 4,18 3,74 10,36% 426
4 56,23% 1,07 1,02 5,39% 1,28 1,33 -3,50% 971
5 34,26% 0,31 0,51 -64,94% 0,15 0,48 -230,22% 972
6 52,95% 0,83 0,88 -6,14% 0,79 1,16 -46,01% 967
7 54,10% 1,81 1,79 1,08% 3,45 3,66 -6,09% 976

Abb. 54: Prognosegüte nach Ratings, Q-BASIS 

Abb. 55 enthält die Ergebnisse für Q-BASIS in grafischer Form. 
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Abb. 55: Prognosegüte nach Ratings, Q-BASIS 

Man erkennt deutlich den Einbruch der Verfahren gegenüber MEANS bei Rating 5. Dies 
gilt sowohl für D-BASIS als auch für Q-BASIS. Während α bei allen anderen Ratings jeweils 
über 50% liegt, fällt der Wert für Rating 5 unter 44% (D-BASIS) bzw. auf gut 34% (Q-
BASIS) ab. 

Bei den Prognosefehlern liegen für D-BASIS bis auf die Rating-Kategorie 5 jeweils Ver-
besserungen vor. Für ein Rating von 5 ergeben sich Verschlechterungen bzgl. des Prognose-
fehlers. MEANS ist hier besser geeignet. Noch drastischer zeigen sich die Verschlechterun-
gen bei Q-BASIS. Hier sind teilweise auch benachbarte Ratings beim Prognosefehler von 
Verschlechterungen gegenüber MEANS betroffen. 
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Worin könnte der Grund für den erkannten Sachverhalt liegen? Betrachten wir zunächst 
noch einmal die Verteilung der ganzzahligen Ratings in der Datenbank (s. Abb. 37 auf Seite 
121). Man erkennt, daß der Hauptteil der Ratings im Bereich der Ratings 4 bis 7 zu finden ist. 
Der Mittelwert aller Ratings beträgt 4,96. 

Interessant ist dabei, daß der Einbruch in der Prognosegüte insbesondere im Bereich des 
Ratings 5 zu finden ist, also nahe dem globalen Rating-Mittelwert von 4,96. Offensichtlich 
eignet sich MEANS in diesem Bereich besser als die untersuchten Collaborative-Filtering-
Verfahren. Dieser Bereich deckt sich mit dem erhaltenen Gesamtmittelwert der Ratings. Die 
getesteten Verfahren scheinen also ihre Vorteile insbesondere in den �Randbereichen� aus-
spielen zu können. Im �Mainstream-Bereich� sind offensichtlich nicht-individualisierte Ver-
fahren überlegen. 

 

Ungünstigerweise läßt sich der aufgezeigte Sachverhalt nicht direkt nutzen, um zu verbes-
serten Prognosen zu gelangen. Die Ratings, also die Feedback-Werte, sind vor der Prognose 
selbstverständlich nicht bekannt. Die Prognose wäre in diesem Falle offensichtlich überflüs-
sig. 

Würde man die tatsächlichen Ratings kennen, so könnte man das Verfahren festlegen, mit 
dem in Abhängigkeit dieses Ratings prognostiziert werden soll. Bei Linxx wäre dies bei-
spielsweise MEANS für Rating 5 und D-BASIS für alle anderen Ratings. 

Aus diesem Grunde müssen andere Parameter gesucht werden, die möglicherweise eine 
a-priori-Selektion des verwendeten Prognoseverfahrens zulassen. In Frage kommen in diesem 
Zusammenhang insbesondere die über ein bestimmtes Collaborative-Filtering-Verfahren ge-
nerierten Prognosewerte sowie der Rating-Mittelwert für eine Website. Weitere Parameter 
bzw. Parameterkombinationen sind denkbar. Diese werden weiter unten behandelt. 

5.3.2 Prognosegüte nach Prognosewerten 

Betrachten wir nun die Prognosegüte in Abhängigkeit der Prognosewerte über die Verfah-
ren D-BASIS und Q-BASIS (Abb. 56 und Abb. 57). In den Tabellen sind die Prognosewerte 
(erste Spalte) jeweils in Kategorien zusammengefaßt. 

Anhand der Tabellen erkennt man, daß die Prognosewerte von Q-BASIS etwas mehr streu-
en als die Prognosen von D-BASIS. Aus diesem Grunde verfügt Abb. 57 über zwei Katego-
rien mehr als Abb. 56. 
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Prognose alpha MAEm MAEf MAI MSEm MSEf MSI n 
1,5-2,5 16,67% 0,99 2,13 -114,35% 2,07 7,34 -255,34% 6
2,5-3,5 67,50% 1,90 1,77 6,75% 4,59 4,18 9,07% 80
3,5-4,5 58,05% 1,57 1,48 5,55% 3,57 3,13 12,52% 565
4,5-5,5 57,22% 1,32 1,29 2,31% 2,67 2,55 4,76% 3918
5,5-6,5 65,20% 1,19 1,07 10,36% 2,08 1,82 12,56% 888

Abb. 56: Prognosegüte nach Prognosewerten, D-BASIS 

 
Prognose alpha MAEm MAEf MAI MSEm MSEf MSI n 

1,0-1,5 0,00% 0,80 3,54 -345,51% 1,13 13,27 -1070,35% 5
1,5-2,5 43,33% 1,43 1,91 -33,58% 2,91 5,74 -97,42% 60
2,5-3,5 58,56% 1,78 1,66 6,75% 4,41 3,82 13,48% 181
3,5-4,5 54,72% 1,57 1,49 5,07% 3,75 3,40 9,40% 784
4,5-5,5 50,22% 1,32 1,32 0,28% 2,73 2,70 1,18% 2736
5,5-6,5 53,95% 1,23 1,21 2,04% 2,21 2,39 -8,05% 1077
6,5-7,0 45,95% 1,44 1,72 -19,12% 3,21 5,78 -80,24% 37

Abb. 57: Prognosegüte nach Prognosewerten, Q-BASIS 

Bei den Auswertungen nach Prognosefehlern erkennt man, daß offensichtlich die Werte um 
das Rating 5 eine geringfügig schlechtere Prognose liefern als die benachbarten Werte. Bei 
extremen Ratings (1, 2 und 7) ist bei der Variante Q-BASIS jedoch eine drastische Ver-
schlechterung der Prognosegüte zu erkennen. Hierbei ist zu beachten, daß die Fallzahlen teil-
weise recht klein und Aussagen deshalb vorsichtig zu treffen sind. Dies gilt insbesondere für 
die Randkategorien. 

Trotzdem könnte man für das Linxx-Experiment allgemein ableiten: D-BASIS arbeitet in 
geringer Distanz vom Rating-Gesamtmittelwert vergleichsweise gut. Genau im Kernbereich 
des Rating-Gesamtmittelwertes arbeitet es etwas schlechter. 

Bei Q-BASIS zeigt sich ein ähnliches Bild, wobei das Verfahren zumindest im Randbe-
reich äußerst schlechte Prognosen leistet. Die besten Ergebnisse liegen hier im Prognose-
Intervall [2,5; 3,5[. 

5.3.3 Prognosegüte nach Rating-Mittelwert-Abweichung (RMA) 

Betrachten wir nun die Rating-Mittelwert-Abweichung (RMA). Es handelt sich dabei um 
die absolute Abweichung zwischen dem mittleren Rating einer Website und dem Feedback-
Wert, welchen ein Benutzer dafür abgegeben hat. In Abhängigkeit dieses Parameters soll die 
Prognosegüte untersucht werden. Die Aggregation findet auf Prognoseebene, nicht auf Benut-
zerebene statt. Die einzelnen RMA-Werte werden in Kategorien der Größe 0,5 zusammenge-
faßt (Abb. 58 und Abb. 60). Es wird der Mittelwert für die Website verwendet, welcher bei 
Abgabe der Prognose bzw. Einholung des Feeedback-Wertes vorlag. 
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RMA ist ein Maß für einen Sachverhalt, den man mit �Mainstream-Einstellung� eines Be-
nutzers umschreiben könnte. Ein kleines RMA deutet auf Bewertungen hin, bei denen das 
Rating mit dem Mittelwert für das betreffende Objekt recht gut übereinstimmt. Das Rating 
des Benutzers liegt damit im �Mainstream�. Anders gilt bei hohen RMA-Werten, daß ein Ra-
ting stark vom betreffenden Mittelwert abweicht. Hier ist dem Benutzer eine �Off-
Mainstream-Einstellung� zuzuschreiben. 

Abb. 58 stellt die Prognosegüte für die unterschiedlichen Kategorien dar, wobei die auf der 
Grundlage von D-BASIS berechneten Prognosen ausgewertet wurden. 

 
RMA alpha MAEm MAEf MAI MSEm MSEf MSI n 

0,0-0,5 44,41% 0,26 0,29 -13,29% 0,09 0,14 -63,17% 1128
0,5-1,0 57,49% 0,73 0,69 5,83% 0,55 0,53 3,15% 1155
1,0-1,5 58,24% 1,24 1,20 3,34% 1,57 1,52 3,56% 1044
1,5-2,0 67,33% 1,71 1,62 5,49% 2,95 2,70 8,44% 1004
2,0-2,5 65,16% 2,19 2,12 3,16% 4,83 4,60 4,77% 531
2,5-3,0 65,66% 2,72 2,60 4,37% 7,43 6,89 7,18% 198
3,0-3,5 67,01% 3,19 3,05 4,39% 10,17 9,50 6,60% 194
3,5-4,0 71,00% 3,71 3,60 3,14% 13,81 13,03 5,65% 100
4,0-4,5 75,00% 4,24 4,06 4,28% 17,99 16,58 7,83% 80
4,5-5,0 66,67% 4,59 4,41 3,85% 21,04 19,54 7,12% 15

Abb. 58: Prognosegüte nach RMA, D-BASIS 

Abb. 59 stellt die Prognosegüte für D-BASIS grafisch dar. 
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Abb. 59: Prognosegüte nach RMA, D-BASIS 
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Man erkennt, daß der Einfluß von RMA insbesondere im Bereich kleiner RMA-Werte 
spürbar ist. Hier liegt α unter 50%, die Prognosefehlerverbesserungen sind negativ. Offen-
sichtlich liefert MEANS hier eine bessere Prognose. Mit steigendem RMA nimmt alpha dann 
immer mehr zu. Die Variante D-BASIS kann ihre Vorteile also in höheren RMA-
Wertebereichen besser ausspielen. Abb. 60 enthält die Ergebnisse für Q-BASIS. 

 
RMA alpha MAEm MAEf MAI MSEm MSEf MSI n 

0,0-0,5 32,67% 0,26 0,49 -87,49% 0,09 0,45 -400,57% 1007
0,5-1,0 52,97% 0,72 0,76 -5,62% 0,54 0,82 -52,12% 1027
1,0-1,5 55,60% 1,25 1,19 4,56% 1,58 1,79 -13,01% 964
1,5-2,0 58,36% 1,70 1,64 3,90% 2,92 3,03 -3,64% 843
2,0-2,5 61,16% 2,22 2,06 7,14% 5,02 4,68 6,76% 448
2,5-3,0 54,55% 2,71 2,53 6,77% 7,36 7,06 4,14% 176
3,0-3,5 58,86% 3,22 2,92 9,42% 10,42 9,13 12,34% 175
3,5-4,0 66,41% 3,75 3,43 8,60% 14,09 12,19 13,46% 128
4,0-4,5 62,24% 4,24 4,02 5,21% 17,98 16,62 7,54% 98
4,5-5,0 91,67% 4,58 4,03 12,19% 21,03 16,63 20,93% 12

Abb. 60: Prognosegüte nach RMA, Q-BASIS 

Die Werte werden in Abb. 61 grafisch dargestellt. Zu erkennen ist hier ebenfalls, daß die 
Einbußen von Q-BASIS gegenüber MEANS sich auf kleine RMA-Werte konzentrieren. Wäh-
rend bei RMA = 1,0 die absolute Prognosefehlerverbesserung noch negativ ist, ist hier α be-
reits größer als 50% und die quadrierte Prognosefehlerverbesserung positiv. Ab RMA = 2,0 
ist auch die absolute Prognosefehlerverbesserung positiv. 
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Abb. 61: Prognosegüte nach RMA, Q-BASIS 

Festzuhalten ist, daß unabhängig von dem gewählten Verfahren MEANS im Bereich klei-
ner RMA-Werte die besseren Ergebnisse bringt. Die Collaborative-Filtering-Verfahren kön-
nen ihre Stärken erst im �Off-Mainstream-Bereich� ausspielen. 

Leider gilt auch bei der Analyse der RMA, daß die Information nicht a priori nutzbar ist, 
um die Prognose zu verbessern. Es zeigt sich lediglich ex post, daß MEANS für kleine RMA-
Werte die besseren Resultate liefern kann. 

5.3.4 Prognosegüte nach Prognose-Mittelwert-Abweichung (PMA) 

Die Anwendung von Collaborative-Filtering-Verfahren ist nur dann sinnvoll, wenn die 
Prognosen andere Werte als die nicht-individualisierten mittleren Ratings ergeben. Sonst 
könnte man direkt auf MEANS zurückgreifen. 

Von Interesse ist es nun, ob eine Abhängigkeit der Prognosegüte von der Stärke dieser Ab-
weichung besteht. Anders ausgedrückt soll festgestellt werden, ob die Höhe der Abweichung 
zwischen den Prognosen und den Rating-Mittelwerten der Websites einen Einfluß auf die 
Prognosegüte hat. Bei dieser Prognose-Mittelwert-Abweichung (PMA) handelt es sich um die 
Differenz zwischen der Prognose und dem Rating-Mittelwert für die betreffende Website. 
PMA ist positiv, wenn die Prognose einen höheren Wert annimmt als der Mittelwert. 

Die Bedeutung von PMA liegt in der mehr oder weniger starken Abweichung der gestellten 
Prognose vom allgemeinen Beliebtheitsgrad eines Objektes. Bei hohen PMA-Werten liegt 
damit eine Prognose vor, die stark vom �Mainstream� abweicht. 

Die mittlerweile bekannten Prognosegütemaße für die Analyse nach PMA sind in Abb. 62 
für D-BASIS dargestellt. Hierbei wurde eine Gliederung nach der Prognose-Mittelwert-
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Abweichung vorgenommen. Kategorien mit einer Fallzahl von weniger als n < 10 wurden 
eliminiert. 

 
PMA alpha MAEm MAEf MAI MSEm MSEf MSI n 

-1,50 bis -1,25 75,00% 2,54 1,86 26,59% 8,71 5,16 40,69% 12
-1,25 bis –1,00 72,73% 1,88 1,23 34,25% 4,43 2,26 49,06% 11
-1,00 bis -0,75 60,71% 2,04 1,67 18,05% 5,67 4,21 25,81% 28
-0,75 bis -0,50 57,69% 1,69 1,59 6,02% 4,07 3,43 15,66% 78
-0,50 bis -0,25 64,66% 1,61 1,51 6,30% 3,87 3,42 11,77% 382
-0,25 bis 0,00 57,50% 1,37 1,35 1,41% 2,87 2,78 3,32% 2068
0,00 bis 0,25 55,12% 1,25 1,23 1,26% 2,31 2,27 1,49% 2284
0,25 bis 0,50 68,22% 1,18 1,05 10,97% 1,92 1,64 14,45% 428
0,50 bis 0,75 85,00% 1,27 0,88 31,03% 2,01 1,14 43,13% 120
0,75 bis 1,00 78,95% 1,31 0,82 37,26% 2,10 1,01 51,94% 19

Abb. 62: Prognosegüte nach PMA, D-BASIS 

Abb. 63 stellt die Werte aus Abb. 62 grafisch dar. 
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Abb. 63: Prognosegüte nach PMA, D-BASIS 

Man erkennt deutlich den Einbruch bei der Prognosefehlerverbesserung im Bereich kleiner 
PMA-Werte. Ähnliches gilt für α. 

Je größer PMA ist, desto größer sind die Prognosefehlerverbesserungen, die sich durch den 
Einsatz von D-BASIS ergeben. Zu beachten ist hierbei, daß im Randbereich der negativen 
PMA-Werte relativ kleine Fallzahlen auftreten. Insofern müssen die dort anzutreffenden Pro-
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Prognosefehlerreduzierungen im Bereich von ca. 30% (absolut) bzw. 45% (quadriert) mit 
einiger Unsicherheit betrachtet werden. Am positiven Rand existiert jedoch für das Intervall 
[0,5; 0,75[ eine Anzahl von 120 Fällen. Für diese Fälle ergibt sich eine Prognosefehlerredu-
zierung um 31,03% (absolut) bzw. 43,13% (quadriert) � ein bemerkenswertes Ergebnis. 

Ähnliches gilt für α. Während im Bereich kleiner PMA-Werte die Collaborative-Filtering-
Verfahren kaum Vorteile bringen, liegt α am linken Randbereich bei 75% und rechts sogar bei 
über 80%. Hier liefern also vier von fünf Collaborative-Filtering-Prognosen bessere Progno-
sen als Mittelwerte dies täten. 

Abb. 64 enthält die gleiche Analyse für Q-BASIS. Auch hier wurden Randkategorien mit 
Fallzahlen von n<10 eliminiert. Die Werte werden in Abb. 65 dargestellt. 

 
PMA alpha MAEm MAEf MAI MSEm MSEf MSI n 

-2,50 bis -2,25 66,67% 1,89 20,71% 1,50 4,52 3,62 19,89% 12
-2,25 bis -2,00 52,63% 1,86 3,97% 1,79 5,07 4,57 9,93% 19
-2,00 bis -1,75 52,78% 1,78 11,06% 1,58 4,39 3,84 12,48% 36
-1,75 bis -1,50 56,90% 1,90 10,94% 1,69 5,08 3,99 21,52% 58
-1,50 bis -1,25 55,91% 1,82 9,87% 1,64 4,89 3,69 24,54% 93
-1,25 bis -1,00 57,78% 1,65 11,37% 1,46 3,90 3,31 15,17% 135
-1,00 bis -0,75 60,00% 1,46 11,15% 1,30 3,30 2,70 18,30% 220
-0,75 bis -0,50 51,75% 1,35 1,70% 1,32 2,89 2,67 7,78% 315
-0,50 bis -0,25 51,79% 1,38 1,05% 1,36 2,88 2,74 4,93% 616
-0,25 bis 0,00 54,10% 1,31 0,88% 1,30 2,67 2,60 2,47% 1061
0,00 bis 0,25 48,04% 1,28 0,29% 1,27 2,55 2,56 -0,20% 1099
0,25 bis 0,50 52,20% 1,31 1,37% 1,29 2,54 2,66 -4,78% 613
0,50 bis 0,75 54,27% 1,35 4,50% 1,29 2,73 2,78 -1,87% 293
0,75 bis 1,00 49,32% 1,33 -3,39% 1,38 2,70 3,42 -26,64% 146
1,00 bis 1,25 52,46% 1,45 -3,53% 1,50 2,92 3,73 -27,84% 61
1,25 bis 1,50 40,74% 1,37 -16,35% 1,59 2,68 4,26 -58,76% 27
1,50 bis 1,75 35,00% 1,66 -32,70% 2,20 4,15 8,09 -95,05% 20

Abb. 64: Prognosegüte nach PMA, Q-BASIS 

Bei Q-BASIS zeigt sich ein anderes Bild als bei D-BASIS. Das Verfahren kann sich im Be-
reich negativer PMA-Werte behaupten. Die Prognosefehler sind hier durchgängig kleiner als 
bei MEANS. Die quadrierte Prognosefehlerverbesserung erreicht Werte von über 20%. Bei 
positiven PMA-Werten versagt es jedoch. 
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Abb. 65: Prognosegüte nach PMA, Q-BASIS 

Festzuhalten ist also, daß PMA einen deutlichen Einfluß auf die Prognosegüte des D-
BASIS-Algorithmus besitzt. Für hohe absolute PMA-Werte eignet sich D-BASIS besonders 
gut. Wird also eine starke positive Abweichung von der allgemeinen Beliebtheit eines Objek-
tes prognostiziert, so ist diese Prognose in vielen Fällen deutlich besser als eine Mittelwert-
Prognose. 

Dies bedeutet, daß D-BASIS offensichtlich bei der Suche nach individuellen �Geheimtips� 
gute Ergebnisse liefert. Als �Geheimtips� lassen sich Objekte bezeichnen, die der aktive Be-
nutzer abweichend von der durchschnittlichen Meinung aller Benutzer ausgesprochen hoch 
präferiert. Tendenziell gilt dies auch für persönliche �Looser�. Dies sind Objekte, die der ak-
tive Benutzer abweichend von der breiten Masse weniger stark präferiert. Hier ist allerdings 
die Datenbasis relativ dünn, so daß Aussagen vorsichtig getroffen werden müssen. 

Für Q-BASIS läßt sich dieser Sachverhalt nicht allgemein aufzeigen. Verbesserungen treten 
nur im Bereich negativer PMA-Werte auf. 

5.4 Prognosegüte nach Objekten 

Im vorangehenden Abschnitt erfolgte eine Betrachtung der Prognosegüte in Abhängigkeit 
der Ausprägungen der Elemente der Wert-Tripel, welche die Basis der Auswertung bilden. 

In diesem Abschnitt erfolgt nun die Differenzierung nach den empfohlenen Objekten. Hier-
zu eignen sich vor allen Dingen drei Parameter. Dies ist zum ersten der Bekanntheitsgrad ei-
ner Website. Zum zweiten kommt die durchschnittliche Beliebtheit der Objekte in Frage. Zum 
dritten ist es die Varianz in den Bewertungen für das Objekt, welche als ein Maß für die �Um-
strittenheit� der Website herangezogen werden kann. 
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5.4.1 Prognosegüte nach Bekanntheitsgrad 

Betrachten wir zunächst die Prognosegüte in Abhängigkeit des Bekanntheitsgrades der 
empfohlenen Objekte. In Abb. 66 erfolgt eine Gliederung der D-BASIS-Empfehlungen nach 
dem Bekanntheitsgrad, indem Kategorien zu je 10% gebildet wurden. Die Kategorien 80%-
90% und 90-100% wurden wegen geringer Fallzahlen zur Kategorie 80-100% zusammenge-
faßt. 

 
Bekanntheitsgrad alpha MAEm MAEf MAI MSEm MSEf MSI n 

0%-10% 45,24% 1,66 1,65 0,06% 3,84 4,13 -7,73% 42
10%-20% 54,37% 1,51 1,45 3,66% 3,40 3,09 9,14% 572
20%-30% 56,37% 1,42 1,38 2,70% 3,01 2,84 5,64% 1366
30%-40% 58,15% 1,32 1,28 2,39% 2,58 2,47 4,54% 1718
40%-50% 62,54% 1,20 1,13 6,40% 2,22 2,01 9,50% 1391
50%-60% 63,82% 1,30 1,16 10,16% 2,39 2,10 11,99% 152
60%-70% 53,70% 1,13 1,06 6,56% 1,93 1,72 10,79% 54
70%-80% 67,41% 1,48 1,40 5,76% 3,21 2,97 7,49% 135
80%-100% 66,67% 1,25 1,19 4,65% 2,45 2,28 6,82% 27

Abb. 66: Prognosegüte nach Bekanntheitsgrad, D-BASIS 

Abb. 67 stellt die Werte der Abb. 66 grafisch dar. 
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Abb. 67: Prognosegüte nach Bekanntheitsgrad, D-BASIS 
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Wie in Abb. 66 bzw. Abb. 67 zu sehen ist, existiert lediglich eine Abhängigkeit zwischen 
dem Anteil besserer Prognosen α und dem Bekanntheitsgrad. Der Anteil besserer Prognosen 
steigt mit zunehmendem Bekanntheitsgrad von unter 50% bis auf knapp 70% an. 

Diese Abhängigkeit ist jedoch zwischen dem Prognosefehler und dem Bekanntheitsgrad 
nicht festzustellen. Nur bei den Empfehlungen für Websites mit einem vergleichsweise gerin-
gem Bekanntheitsgrad bis 30% liegen der absolute Prognosefehler MAEf und das quadrierte 
Pendant MSEf erkennbar höher als bei den restlichen Objekten. Die quadrierte Prognosefeh-
lerverbesserung MSI wird bei Websites mit einer Bekanntheit unter 10% negativ. Hierbei ist 
jedoch auch die relativ geringe Fallzahl zu beachten. 

Festzuhalten ist demnach, daß bei den über D-BASIS generierten Empfehlungen für Objek-
te mit sehr geringem Bekanntheitsgrad kaum Verbesserungen in der Prognosegüte gegenüber 
MEANS zu erzielen sind. Mit zunehmendem Bekanntheitsgrad wächst der Anteil besserer 
Prognosen. In diesem Bereich ist D-BASIS also gegenüber Mittelwerten überlegen. 

Der Grund für das schlechte Abschneiden des D-BASIS-Algorithmus ist in den geringen 
Fallzahlen für die unbekannten Websites zu suchen. Diese werden durch das Rating-Auswahl-
Verfahren (s. Abschnitt 4.1.5) nach einer gewissen Anzahl von Ratings weniger oft zur Be-
wertung vorgelegt. Wendet man nun die getesteten Collaborative-Filtering-Algorithmen zur 
Prognose der Präferenzen für diese Websites an, so sinkt die Datenbasis zur Präferenzprogno-
se noch weiter. 

Liegen beispielsweise für eine vergleichsweise unbekannte Website nur zehn Ratings vor, 
so sinkt diese Basis durch die Mentorenauswahl möglicherweise auf nur drei Werte ab. Zufäl-
lige Fehler in den Bewertungen der Mentoren haben hier also einen sehr starken Einfluß auf 
den Prognosefehler. Der ausgleichende Einfluß, der sich durch eine höhere Anzahl von Men-
toren ergibt, entfällt hier. 

Anders sähe die Lage bei einer Website aus, die über 200 Bewertungen verfügt. Eine 
Mentorenauswahl, welche zu einer Reduzierung der in die Prognose einbezogenen Werte auf 
60 Ratings führte, würde nur in sehr viel schwächerer Weise über die oben dargestellten 
negativen Einflüsse verfügen. Hier könnte sich vielmehr der Vorteil des Collaborative 
Filtering ausspielen, nämlich die Prognose auf Basis der Ratings von ähnlichen Benutzern zu 
erstellen. Betrachten wir nun die über Q-BASIS erzeugten Empfehlungen (Abb. 68). Hier zeigt sich 
bezüglich der unbekannten Websites ein gegenteiliges Bild, wiederum jedoch mit geringen 
Fallzahlen. Ansonsten ist hier auch beim Anteil besserer Prognosen keine eindeutige Abhän-
gigkeit zu erkennen (Abb. 69). 
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Bekanntheitsgrad alpha MAEm MAEf MAI MSEm MSEf MSI n 
0%-10% 56,67% 1,75 1,57 10,01% 4,26 3,77 11,61% 30
10%-20% 52,15% 1,69 1,67 1,19% 4,09 4,11 -0,54% 466
20%-30% 47,84% 1,44 1,47 -1,62% 3,30 3,39 -2,83% 1250
30%-40% 53,64% 1,34 1,30 2,32% 2,72 2,69 1,22% 1523
40%-50% 52,98% 1,20 1,17 2,38% 2,14 2,09 2,59% 1276
50%-60% 52,17% 1,21 1,13 6,25% 2,06 1,98 4,23% 138
60%-70% 53,66% 1,28 1,26 1,84% 2,16 2,20 -1,96% 41
70%-80% 53,13% 1,42 1,53 -8,25% 3,07 3,68 -19,99% 128
80%-100% 71,43% 1,45 1,34 7,63% 3,14 2,66 15,27% 28

Abb. 68: Prognosegüte nach Bekanntheitsgrad, Q-BASIS 
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Abb. 69: Prognosegüte nach Bekanntheitsgrad, Q-BASIS 

Festzuhalten bleibt, daß bei der Verwendung von Q-BASIS der Bekanntheitsgrad von Ob-
jekten nur einen geringen Einfluß auf die Prognosegüte zu haben scheint. 

5.4.2 Prognosegüte nach Beliebtheit 

Betrachten wir nun die Auswertungen nach Rating-Mittelwerten (Abb. 70 und Abb. 71). 
Die Analyse differenziert nach dem Rating-Mittelwert eines Objektes, wobei diese zur Klas-
senbildung auf die nächste Ganzzahl gerundet werden. Die Kategorie 3 umfaßt somit alle 
Websites mit einem Mittelwert im Intervall [2,5; 3,5[. 
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Hier zeigt sich ein in der Tat höchstinteressantes Bild. Trotz der teilweise geringen Fallzah-
len im Bereich der Extremwerte läßt sich klar erkennen, daß Collaborative-Filtering-
Verfahren umso deutlichere Verbesserungen gegenüber MEANS bringen, je mehr sich der 
jeweilige Mittelwert vom Gesamtmittelwert entfernt. 

 
Mittelwert alpha MAEm MAEf MAI MSEm MSEf MSI n 

2 66,67% 0,68 0,47 31,03% 1,09 0,49 54,71% 3
3 69,57% 1,74 1,59 8,92% 4,22 3,52 16,59% 46
4 56,88% 1,54 1,50 2,77% 3,34 3,21 4,00% 480
5 58,29% 1,30 1,26 3,11% 2,55 2,42 5,10% 4363
6 62,52% 1,34 1,24 8,03% 2,85 2,52 11,52% 547
7 66,67% 2,97 1,97 33,61% 13,18 5,42 58,86% 18

Abb. 70: Prognosegüte nach Website-Beliebtheit, D-BASIS 

 
Mittelwert alpha MAEm MAEf MAI MSEm MSEf MSI n 

2 100,00% 1,08 1,04 3,88% 1,17 1,08 7,62% 1
3 66,67% 1,65 1,35 18,25% 3,46 2,70 21,81% 39
4 51,46% 1,78 1,77 0,75% 4,34 4,46 -2,82% 377
5 51,87% 1,33 1,32 0,93% 2,74 2,75 -0,28% 3912
6 51,29% 1,26 1,25 0,53% 2,42 2,46 -1,30% 544
7 57,14% 2,57 2,60 -1,06% 11,29 8,67 23,18% 7

Abb. 71: Prognosegüte nach Website-Beliebtheit, Q-BASIS 

Dies bedeutet, daß Websites mit einer vom Gesamtmittelwert, also dem Mittelwert über al-
le im System verfügbaren Ratings, abweichenden Gesamtbewertung, sich besser über Colla-
borative-Filtering-Verfahren prognostizieren lassen, als dies mit MEANS möglich ist. 

Diese Information läßt sich in der Praxis nutzen. Das mittlere Rating eines Objektes ist zu 
jedem Zeitpunkt bekannt. Auf der Basis der mit Collaborative-Filtering-Verfahren erreichba-
ren Prognosegüte in Abhängigkeit dieses Wertes kann festgelegt werden, ob individuelle Pro-
gnosen a) auf Basis von MEANS oder eines Collaborative-Filtering-Verfahrens erfolgen 
sollen und b) welches Verfahren eingesetzt werden soll. In die Entscheidung kann auch ein-
fließen, welcher Rechenaufwand bzw. welche Auslastung der Rechenanlage gerade vorliegt, 
und ob sich die Prognose mittels Collaborative-Filtering-Verfahren �lohnt�. Falls ein Aus-
wahlproblem vorliegt, welche Prognosen bei beschränkten Kapazitäten vorzugsweise einfach 
mit MEANS oder aber einem rechenaufwendigen Collaborative-Filtering-Verfahren gerech-
net werden sollen, können die analysierten Informationen ebenfalls wertvolle Hilfestellung 
liefern. 
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5.4.3 Prognosegüte nach Rating-Varianz des Objektes 

Betrachten wir nun die Varianz in den Bewertungen für eine Website. Diese Rating-
Varianz kann als ein Maß für die �Umstrittenheit� einer Website herangezogen werden. 

Erwähnt werden muß in diesen Zusammenhang zunächst, daß die Prognosefehler mit stei-
gender Rating-Varianz eines Objektes wie nicht anders zu erwarten ansteigen. Dies gilt unab-
hängig von der Verwendung von MEANS oder den getesteten Collaborative-Filtering-
Varianten. Somit wäre eine schlichte Prognosefehlerbetrachtung allein nicht aussagekräftig. 
Vielmehr muß hier zwingend der Vergleich mit MEANS angestellt werden, wie dies bereits 
in den vorangehenden Abschnitten erfolgte. Dies geschieht über die Berechnung von MAI 
und MSI, also den mittleren relativen Prognosefehlerverbesserungen (absolut und quadriert). 

Die Prognosegüte in Abhängigkeit der Rating-Varianz der Objekte ist in Abb. 72 und Abb. 
74 bzw. Abb. 73 und Abb. 75 dargestellt. Während α  und der Prognosefehler über weite Tei-
le des Bereiches relativ konstant bleiben, zeigt sich sowohl bei D-BASIS als auch bei Q-
BASIS ein Steigerung der Prognosegüte bei Websites mit besonders hoher Varianz. Sowohl 
D-BASIS als auch Q-BASIS erreichen im Varianz-Intervall [4,5; 5[ hier eine quadrierte 
Prognosefehlerreduzierung MSI von jeweils über 20%. 

Insbesondere bei Q-BASIS sind also die umstrittenen Websites die einzigen Objekte, bei 
denen das Verfahren überhaupt Vorteile bringt. 

 
Rating-Varianz alpha MAEm MAEf MAI MSEm MSEf MSI n 

1,0-1,5 62,83% 1,18 1,09 7,59% 1,99 1,73 13,39% 113
1,5-2,0 60,78% 1,15 1,10 5,04% 2,06 1,89 8,28% 1173
2,0-2,5 59,37% 1,28 1,22 4,13% 2,46 2,30 6,36% 2422
2,5-3,0 55,35% 1,44 1,41 1,98% 3,04 2,93 3,68% 766
3,0-3,5 56,33% 1,52 1,48 2,81% 3,42 3,23 5,70% 687
3,5-4,0 53,85% 1,77 1,73 2,08% 4,37 4,09 6,34% 208
4,0-4,5 53,13% 1,82 1,79 1,17% 4,60 4,57 0,48% 32
4,5-5,0 76,36% 2,47 2,17 12,19% 7,22 5,43 24,75% 55

Abb. 72: Prognosegüte nach Rating-Varianz des Objektes, D-BASIS 
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Abb. 73: Prognosegüte nach Rating-Varianz des Objektes, D-BASIS 

 
Rating-Varianz alpha MAEm MAEf MAI MSEm MSEf MSI n 

1,0-1,5 50,52% 1,04 1,04 -0,39% 1,56 1,59 -1,96% 97
1,5-2,0 52,93% 1,15 1,14 1,52% 2,00 2,02 -0,73% 1058
2,0-2,5 51,22% 1,30 1,29 0,55% 2,59 2,64 -1,99% 2245
2,5-3,0 51,80% 1,54 1,55 -0,31% 3,62 3,70 -2,14% 610
3,0-3,5 51,92% 1,61 1,60 1,23% 3,95 3,87 2,12% 624
3,5-4,0 50,58% 1,73 1,74 -0,26% 4,32 4,35 -0,63% 172
4,0-4,5 65,52% 2,03 1,77 12,63% 5,21 4,11 21,14% 29
4,5-5,0 62,79% 2,19 1,76 19,80% 5,65 4,29 24,05% 43

Abb. 74: Prognosegüte nach Rating-Varianz des Objektes, Q-BASIS 

Festzuhalten ist also, daß die getesteten Verfahren bei besonders umstrittenen Objekten 
Vorteile bzgl. der Prognosegüte bringen. Bei weniger umstrittenen Websites fällt die Progno-
severbesserung deutlich kleiner aus. Zu beachten sind dabei jedoch die relativ kleinen Fall-
zahlen im Bereich hoher Varianzen. 
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Abb. 75: Prognosegüte nach Rating-Varianz des Objektes, Q-BASIS 

5.5 Prognosegüte nach Benutzern 

Die im vorangehenden Abschnitt erfolgte Differenzierung nach Objekten legt nahe, auch 
eine nach Benutzern differenzierte Auswertung durchzuführen. Möglicherweise gibt es benut-
zerspezifische Parameter, welche einen Einfluß auf die Prognosegüte von Collaborative-
Filtering-Verfahren besitzen. Dieser Frage soll in diesem Abschnitt nachgegangen werden. 

5.5.1 Prognosegüte nach Anzahl Ratings 

Als naheliegender Parameter ist die Anzahl der Ratings zu nennen, über die ein Benutzer 
bei der Berechnung seiner Empfehlungen verfügte. 

Bei der Verwendung dieses Parameters sind einige Besonderheiten im Umgang mit dem 
Linxx-System zu beachten. Zunächst ist der typische Ablauf von Linxx relevant. Beim Be-
ginn einer Sitzung wird zunächst geprüft, ob der Benutzer bereits über eine Mindestanzahl 
von zehn Ratings verfügt. Falls dies nicht der Fall ist, werden dem Benutzer zunächst weitere 
sechs Websites zur Bewertung vorgelegt. Aus diesem Grunde existieren keine Prognosen, bei 
denen der aktive Benutzer über weniger als zehn Ratings verfügt. 

Sobald eine Anzahl von zehn Websites oder mehr erreicht ist, werden automatisch Empfeh-
lungen ausgegeben. Der Sprung zur ersten Empfehlungsseite erfolgt deshalb stets bei einer 
Anzahl von 10 bis 15 Websites. In der Regel werden jedoch nicht alle sechs vorgelegten 
Websites auf der letzten Bewertungs-Seite bewertet, sondern nur ein bis drei Websites. Fast 
alle ersten Empfehlungen eines Benutzers basieren also auf einer Anzahl von Empfehlungen, 
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die zwischen 10 und 12 Websites liegt. Diese Anzahl der Ratings eines Benutzers wurde in 
der Datenbank neben den Empfehlungen begleitend abgespeichert. 

Der Benutzer erhält wie bekannt auf der Empfehlungsseite die Möglichkeit, weitere Ratings 
einzugeben. Damit steigt die Anzahl seiner Ratings. Damit sich diese Anzahl jedoch auf seine 
Empfehlungen auswirken können, ist eine Neuberechnung seiner �Top-Linxx� nötig, welche 
dann die weiteren Ratings mit einbezieht. Die Neuberechnung wird automatisch bei jedem 
Neuaufruf der Seite �Top-Linxx� durchgeführt. 

Die Berechnung erfolgt jedoch nicht, falls der Benutzer sich lediglich Empfehlungen an-
schaut, die weiter unten auf der geordneten Empfehlungsliste zu finden sind und über den 
Schaltknopf �mehr Empfehlungen� (s. Abb. 31 auf S. 112) erreicht werden. Diese Benutzer-
Aktion entspricht lediglich dem Durchblättern der Empfehlungsliste, welche sich über mehre-
re Seiten erstreckt. 

Bei der Auswertung wird die Anzahl der Ratings verwendet, die zum Zeitpunkt der Abgabe 
der Prognose vorlagen. Dies erklärt u. a., warum die überwiegende Anzahl von Ratings in der 
Kategorie �10-19� zu finden sind (Abb. 76, Abb. 78). 

Kategorien mit Fallzahlen von weniger als n = 20 wurden eliminiert. Dies kommt bei einer 
Anzahl ab 200 (D-BASIS) bzw. 180 (Q-BASIS) Ratings zum Tragen. 

 
Anzahl Ratings Alpha MAEm MAEf MAI MSEm MSEf MSI n 

10-19 60,24% 1,28 1,22 4,99% 2,48 2,28 7,97% 2304
20-29 58,04% 1,29 1,25 3,61% 2,53 2,36 6,70% 1001
30-39 57,95% 1,35 1,31 3,48% 2,81 2,59 7,92% 623
40-49 58,47% 1,34 1,30 2,89% 2,62 2,48 5,29% 378
50-59 55,40% 1,53 1,49 2,45% 3,53 3,40 3,68% 287
60-69 55,79% 1,34 1,30 2,57% 2,97 2,82 5,21% 190
70-79 68,81% 1,67 1,55 6,71% 4,06 3,61 11,14% 109
80-89 61,70% 1,56 1,51 3,17% 3,49 3,30 5,46% 94
90-99 69,12% 1,71 1,68 2,17% 3,92 3,95 -0,73% 68

100-119 57,75% 1,53 1,47 3,89% 3,59 3,27 8,99% 142
120-139 47,83% 1,58 1,58 -0,06% 3,36 3,32 1,16% 69
140-159 56,76% 1,25 1,19 4,63% 2,32 2,07 11,05% 37
160-179 40,35% 1,13 1,19 -5,65% 1,74 1,95 -12,09% 57
180-199 46,43% 1,07 1,09 -1,90% 1,74 1,85 -6,30% 28

Abb. 76: Prognosegüte nach Anzahl Ratings pro Benutzer, D-BASIS 
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Abb. 77: Prognosegüte nach Anzahl Ratings pro Benutzer, D-BASIS 

Wie man in Abb. 77 erkennt, bleibt die Prognosegüte bei den Prognosen über D-BASIS bis 
zu einer größeren Anzahl von Bewertungen relativ konstant bzw. schwankt um die bekannten 
Mittelwerte. Ab 160 Ratings nimmt die Prognosegüte dann etwas ab. Es liegt in diesem Be-
reich eine Prognosefehlerverschlechterung vor. α liegt unter 50%. 

 
Anzahl Ratings alpha MAEm MAEf MAI MSEm MSEf MSI n 

10-19 50,87% 1,24 1,25 -0,80% 2,27 2,40 -5,99% 2298
20-29 54,02% 1,35 1,30 3,63% 2,80 2,63 6,15% 772
30-39 53,86% 1,34 1,31 1,98% 2,77 2,78 -0,18% 479
40-49 51,05% 1,51 1,50 0,80% 3,55 3,71 -4,42% 286
50-59 52,36% 1,45 1,40 3,83% 3,18 3,01 5,35% 191
60-69 51,11% 1,58 1,50 4,98% 3,79 3,55 6,33% 135
70-79 47,90% 1,88 1,85 1,67% 5,39 5,27 2,22% 119
80-89 55,93% 1,59 1,53 3,71% 4,04 3,58 11,30% 118
90-99 50,49% 1,55 1,53 1,17% 3,68 3,67 0,44% 103

100-119 50,88% 1,53 1,50 1,57% 3,59 3,52 1,90% 171
120-139 51,52% 1,56 1,59 -2,32% 3,82 3,76 1,62% 99
140-159 55,71% 1,67 1,64 2,07% 4,46 4,04 9,41% 70
160-179 53,33% 2,06 2,06 -0,30% 6,35 6,30 0,77% 30

Abb. 78: Prognosegüte nach Anzahl Ratings pro Benutzer, Q-BASIS 
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Abb. 79: Prognosegüte nach Anzahl Ratings pro Benutzer, Q-BASIS 

Nur geringfügig anders zeigt sich das Bild bei Q-BASIS. Eine eindeutige Abhängigkeit der 
Prognosegüte von der Anzahl der Ratings ist auch hier nicht erkennbar. 

Festzuhalten bleibt, daß im Rahmen des Linxx-Experiments eine Steigerung der Anzahl der 
Bewertungen pro Benutzer über die Mindestzahl von zehn Bewertungen keine spürbare Prog-
nosegüteverbesserung mit sich bringt. 

Dieses Ergebnis überrascht auf den ersten Blick. Der Grund für diesen Sachverhalt könnte 
darin liegen, daß möglicherweise eine Anzahl von 10 bis 15 Ratings bereits ausreicht, um eine 
maximale Prognosegenauigkeit zu erzielen. Hieraus müßte man folgern, daß eine höhere An-
zahl von Ratings prinzipiell keine Vorteile mehr brächte. Es bieten sich jedoch auch andere 
Erklärungen an. 

So spielt sicherlich nicht nur die Anzahl der Ratings eines individuellen Benutzers eine 
Rolle bei der Prognosegüte, sondern vielmehr auch die durchschnittliche Anzahl und Vertei-
lung der Ratings für alle restlichen Benutzer. Man stelle sich vor, daß für alle Benutzer nur 
ein bis zwei Bewertungen vorlägen. Selbst wenn der aktive Benutzer hunderte von Bewertun-
gen abgäbe, ließe sich seine Prognosegüte dadurch nicht steigern, da die gegebenen Informa-
tionen mittels Collaborative Filtering ohne solide Benutzerprofile anderer Benutzer nicht 
sinnvoll zur Prognose einsetzbar sind. 

In Abschnitt 4.2.5 wurde die Verteilung der Anzahl der Ratings untersucht. Wie sich aus 
Abb. 35 im betreffenden Abschnitt ergibt, bewertete die überwiegende Anzahl der Linxx-
Benutzer lediglich zwischen 10 und 20 Websites. Nur eine vergleichsweise kleine Anzahl von 
Benutzern verfügt über bedeutend mehr Ratings. Der oben beschriebene Sachverhalt trifft 
also sinngemäß auf das Linxx-Experiment zu. 
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5.5.2 Prognosegüte nach Rating-Standardabweichung des Benutzers 

Die Auswertung der Benutzer-Ratings zeigt, daß die Standardabweichung der Ratings für 
verschiedene Benutzer äußerst unterschiedlich ausfällt. Während eine Reihe von Benutzern 
fast konstante Ratings für unterschiedliche Websites vergibt, vergeben andere Benutzer sehr 
unterschiedliche Ratings. 

Abb. 80 stellt die Verteilung der Rating-Standardabweichungen pro Benutzer dar. Auf der 
Abszisse erfolgt eine Einteilung der Rating-Standardabweichung der Linxx-Benutzer in Kate-
gorien zu je 0,2. Kategorie 1,2 enthält beispielsweise 327 Benutzer mit Rating-
Standardabweichungen von einschließlich 1,2 bis ausschließlich 1,4. 
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Abb. 80: Verteilung der Rating-Standardabweichungen pro Benutzer 

Bei den Rating-Standardabweichungen handelt es sich um Werte, die über alle Ratings ei-
nes Benutzers nach Abschluß des Experiments berechnet wurden. Sie spiegeln also nicht 
notwendigerweise die Standardabweichungen wider, die bei Abgabe der betreffenden Progno-
se vorlagen. 

Dies ist jedoch nicht von Nachteil, da vor allen Dingen das allgemeine Rating-Verhalten 
eines Benutzers in bezug auf seine Rating-Standardabweichung ermittelt werden soll. Inso-
fern bringt die Einbeziehung aller Ratings in die betreffende Standardabweichung Vorteile. 
Dies gilt insbesondere bzgl. der statischen Sicherheit der Rating-Standardabweichungen. 

Betrachten wir nun die Abhängigkeit der Prognosegüte nach der Standardabweichung der 
Ratings eines Benutzers. Die bekannten Prognosegütekriterien sind in Abb. 81 für D-BASIS 
dargestellt. Kategorien mit weniger als n = 10 Fällen wurden eliminiert. 
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Std-Abw. alpha MAEm MAEf MAI MSEm MSEf MSI n 

0,4-0,6 68,57% 1,23 1,17 4,40% 1,91 1,93 -1,40% 35 
0,6-0,8 65,57% 1,04 0,97 6,92% 1,53 1,33 12,76% 61 
0,8-1,0 62,12% 0,98 0,91 7,92% 1,37 1,21 11,94% 499 
1,0-1,2 61,21% 1,13 1,07 5,85% 1,79 1,60 10,48% 910 
1,2-1,4 57,48% 1,22 1,17 3,67% 2,17 2,04 6,24% 1230 
1,4-1,6 53,84% 1,28 1,25 2,12% 2,44 2,32 4,87% 1029 
1,6-1,8 60,06% 1,52 1,47 3,61% 3,42 3,19 6,74% 1024 
1,8-2,0 55,43% 1,67 1,63 2,45% 4,04 3,85 4,57% 359 
2,0-2,2 63,79% 2,24 2,17 2,85% 6,92 6,50 5,98% 243 
2,2-2,4 64,91% 2,21 2,09 5,46% 6,44 5,96 7,42% 57 

Abb. 81: Prognosegüte nach Rating-Standardabweichung, D-BASIS 

In Abb. 82 werden die Tabellen-Werte grafisch dargestellt. Man erkennt, daß die Rating-
Standardabweichung bei Verwendung von D-BASIS keinen eindeutigen Einfluß auf die 
Prognosegüte hat. Die Prognosefehlerverbesserungen MAI und MSI liegen im Bereich einer 
Rating-Standardabweichung von 0,6 bis 1,2 etwas höher. 
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Abb. 82: Prognosegüte nach Rating-Standardabweichung, D-BASIS 

Die Werte für Q-BASIS befinden sich in Abb. 83. 
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Std-Abw. alpha MAEm MAEf MAI MSEm MSEf MSI n 
0,2-0,4 41,18% 1,09 1,21 -10,95% 1,40 1,96 -39,85% 51 
0,4-0,6 33,33% 1,07 1,19 -11,17% 1,38 1,67 -20,46% 6 
0,6-0,8 51,70% 1,03 1,07 -3,01% 1,53 1,78 -16,23% 176 
0,8-1,0 45,57% 0,93 1,01 -8,56% 1,25 1,50 -20,49% 463 
1,0-1,2 51,32% 1,04 1,05 -0,67% 1,54 1,70 -10,21% 795 
1,2-1,4 52,25% 1,27 1,25 1,22% 2,39 2,44 -2,30% 890 
1,4-1,6 52,87% 1,33 1,31 1,20% 2,56 2,64 -3,32% 870 
1,6-1,8 51,27% 1,61 1,56 3,48% 3,91 3,72 4,82% 866 
1,8-2,0 54,29% 1,66 1,66 0,15% 4,28 4,20 1,78% 350 
2,0-2,2 56,49% 1,90 1,83 4,07% 5,08 4,84 4,74% 154 
2,2-2,4 61,34% 1,94 1,85 5,02% 5,74 5,07 11,71% 119 

Abb. 83: Prognosegüte nach Rating-Standardabweichung, Q-BASIS 

Hier stellt sich das Bild etwas anders dar. Hier zeigt sich insbesondere im Bereich kleiner 
Standardabweichungen bis 1,0 eine spürbar schlechtere Prognosegüte, wie man in Abb. 84 
erkennen kann. Für hohe Standardabweichungen ab 1,6 zeigt sich eine verbesserte Prognose-
güte. Der Anteil besserer Prognosen α liegt hier ebenfalls höher. 
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Abb. 84: Prognosegüte nach Rating-Standardabweichung, Q-BASIS 

Dieses zunächst überraschende Ergebnis hat einen bestimmten Grund. Er liegt in der Ähn-
lichkeitsbestimmung von Q-BASIS. 

Bei Q-BASIS werden im Rahmen der Ähnlichkeitsbestimmung zwischen den Benutzern 
Korrelationen berechnet. Elementar wichtig zur Berechnung dieser Korrelationen ist eine aus-
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reichende Standardabweichung in den Bewertungen des aktiven Benutzers. Ohne ausreichen-
de Standardabweichung kann der Korrelationskoeffizient mit den Mentoren nur schwer oder 
gar nicht ermittelt werden. Aus diesem Grunde schneiden Benutzer mit einer geringen Stan-
dardabweichung offensichtlich schlechter bei der Empfehlungsabgabe mit Q-BASIS ab. 

Aus diesem Grunde ist eine Handlungsempfehlung für Recommender-Systeme abzuleiten, 
die sich korrelationsbasierten Collaborative-Filtering-Algorithmen bedient. Es muß sicherge-
stellt werden, daß alle Benutzer über ausreichende Varianz in ihren Bewertungen verfügen. 
Hierzu könnte man zum einen im Rahmen eines adaptiven Verfahrens die jeweilige Rating-
Standardabweichung im Rahmen der Objekt-Bewertung bestimmen. Die Empfehlungen 
könnten dann solange zurückgehalten werden, bis eine Mindest-Standardabweichung erreicht 
wird. Weiterhin könnte man verstärkt Websites vorlegen, die über eine möglichst hohe Ra-
ting-Standardabweichung verfügen. Dies würde sich dann auch auf die Varianz in den Ra-
tings des aktiven Benutzers widerspiegeln. 

Wenig Sinn würde jedoch eine Vorgehensweise machen, die zum einen beliebte Websites 
und zum anderen unbeliebte Websites zur Bewertung vorlegt. Hierdurch würde zwar Varianz 
innerhalb des Benutzervektors erzeugt werden. Entscheidend für korrelationsbasierende Al-
gorithmen ist jedoch die Varianz in den Bewertungen zwischen den Benutzerprofilen des ak-
tiven Benutzers und den Mentoren, welche sich auf diese Weise nicht fördern läßt. 

5.6 Fazit 

In diesem Abschnitt wurden die während des Linxx-Experiments aufgezeichneten Daten im 
Hinblick auf die Prognosegüte der eingesetzten Collaborative-Filtering-Verfahren ausgewer-
tet. Bei den beiden zum Einsatz kommenden Verfahren handelt es sich um den distanzbasier-
ten D-BASIS-Algorithmus und den korrelationsbasierten Q-BASIS-Algorithmus. 

Die empirische Auswertung des Linxx-Experiments zeigt, daß sich die Prognosegüte in 
Empfehlungs-Systemen durch den Einsatz von Collaborative-Filtering-Verfahren verbessern 
läßt. Dabei schneiden die mit Hilfe von D-BASIS erzeugten Prognosen nach allen ausgewer-
teten Kriterien besser ab als über Q-BASIS berechnete Prognosen. 

Weiterhin zeigt sich, daß das System wie vermutet eine Bootstrapping-Phase hat, in der die 
Prognosegüte jedoch rasch besser wird. Bei D-BASIS ist die Bootstrapping-Phase nach rund 
200 registrierten Benutzern erstaunlich schnell beendet. Bei Q-BASIS dauert es mit etwa 500 
Benutzern deutlich länger, bevor sich das Verfahren seinem endgültigen Prognosefehlerbe-
reich genähert hat. 

Die detailliertere Analyse ergibt, daß beide Collaborative-Filtering-Verfahren schlechtere 
Ergebnisse als MEANS liefern, wenn das Rating des Benutzers sich nur gering vom Mittel-
wert für das betreffende Objekt unterscheidet, d. h. wenn der Benutzer einen �Mainstream-
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Geschmack� hat. Die Verfahren eignen sich besonders zur Prognose von Objekten, bei denen 
die Präferenz des Benutzers �Off-Mainstream� liegt. 

Interessante Erkenntnisse lassen sich durch die Analyse der Prognosegüte in Abhängigkeit 
der Prognose-Mittelwert-Abweichung (PMA) gewinnen. Bei höheren PMA-Werten liefert 
Collaborative Filtering deutlich bessere Ergebnisse als MEANS. Diese Erkenntnis läßt sich in 
der Praxis tatsächlich nutzen, um die Prognosegüte zu verbessern. Zudem läßt sich sogar vor-
hersagen, daß eine bestimmte Prognose kleinere Prognosefehler als MEANS erbringt. 

Der Bekanntheitsgrad scheint insgesamt nur einen geringen Einfluß auf die Prognosegüte 
zu haben. Es ist lediglich beim Einsatz des distanzbasierten Basis-Algorithmus D-BASIS eine 
Steigerung des Anteils besserer Prognosen gegenüber Mittelwerten mit wachsendem Be-
kanntheitsgrad festzustellen. Anders zeigt sich das Bild bei besonders beliebten oder 
unbeliebten Objekten: Hier schneiden die Collaborative-Filtering-Verfahren 
überdurchschnittlich gut ab. Weiterhin leisten die Verfahren bei besonders umstrittenen 
Objekten bessere Ergebnisse als bei weniger oder kaum umstrittenen Objekten. 

Ein weiterhin interessantes Ergebnis ist, daß eine höhere Anzahl von Ratings keine Verbes-
serung in der Prognosegüte nach sich zieht. Die Prognosegüte nimmt eher mit steigender An-
zahl von Ratings ab. Im betreffenden Abschnitt wurden einige Erkärungsversuche für dieses 
zunächst überraschende Ergebnis unternommen. 

Für den korrelationsbasierten Q-BASIS-Algorithmus ist es von großer Wichtigkeit, daß der 
aktive Benutzer über eine gewisse Varianz in seinem Benutzerprofil verfügt. 





 

6 Simulationsstudie 
In Abschnitt 3.4.5 wurden zwei prinzipiell unterschiedliche Vorgehensweisen zur Messung 

der Prognosegüte von Collaborative-Filtering-Verfahren vorgestellt. Diese Methoden wurden 
als experimentelle und simulative Messung der Prognosegüte bezeichnet. 

Abschnitt 5 beschäftigte sich mit der Evaluierung des Linxx-Experiments, in dem die 
experimentelle Messung verwendet wurde. 

In diesem Abschnitt werden der im Experiment aufgezeichnete Linxx-Datensatz und zwei 
weitere Datensätze einer simulativen Messung unterzogen, wobei eine Reihe von Modifikati-
onen der Basis-Algorithmen untersucht werden. 

6.1 Methodik 

Im Rahmen der Simulationsrechnungen werden einzelne Ratings eines Benutzers temporär 
aus der Datenmatrix eliminiert. Anschließend wird der Versuch unternommen, diesen Wert zu 
rekonstruieren. Es wird also eine Prognose in �simulierter Unkenntnis� des eliminierten Wer-
tes durchgeführt. Der berechnete Prognosewert kann anschließend mit dem �tatsächlichen�, 
nämlich dem temporär eliminierten Rating-Wert verglichen werden. Für den Vergleich mit 
arithmetischen Mittelwerten wird das betreffende Rating ebenfalls vor der Berechnung des 
Mittelwertes eliminiert, um auch hier keinen �Informationsvorsprung� zuzulassen, der zu ei-
nem Bias führen könnte. 

Die Simulation wird für eine größere Anzahl von Ratings durchgeführt. Die einzelnen 
Prognosefehler lassen sich anschließend aggregieren. Man erhält dadurch einen mittleren 
Prognosefehler (Abb. 85). 
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Abb. 85: Vorgehensweise der Simulationsstudie 

Wie in Abschnitt 3.4.5.2 bereits angeführt, hängt die Prognose nicht von dem zu 
prognostizierenden Wert ab. Bei der simulativen Messung der Prognosegüte handelt es sich 
also wie bei der experimentellen Messung um eine externe Validierung der getesteten 
Algorithmen. Im Vergleich zur experimentellen Messung hat die simulative Messung den Vorteil einer 
deutlich höheren Fallzahl. Bei der experimentellen Messung hingegen wird die Prognosegüte 
ausschließlich über die Einholung von Feedback-Werten ermittelt. Die Anzahl der Feedback-
Werte, welche u. a. stark vom experimentellen Aufbau abhängig ist, beschränkt daher die An-
zahl der zu untersuchenden Algorithmus-Varianten bzw. die Fallzahl der betreffenden Analy-
sen. 

Bei der simulativen Messung kann jedoch jeder vorliegende Rating-Wert eliminiert und 
simulativ prognostiziert bzw. rekonstruiert werden. Die Anzahl der im System gespeicherten 
Rating-Werte übersteigt die Anzahl der in Feldexperimenten einzuholenden expliziten Feed-
back-Werte oft um ein vielfaches. Weiterhin lassen sich zumindest im Linxx-Experiment 
auch die Feedback-Werte als Rating auffassen und mit in die Simulation einbeziehen. 

Weiterhin ist man bei der Prognose nicht an einen bestimmten Algorithmus gebunden. Die 
Simulation kann für beliebige Algorithmen wiederholt werden, ohne daß Probanden neu ak-
quiriert oder zur nochmaligen Teilnahme gewonnen werden müssen. Zur Analyse eines zu-
sätzlichen Algorithmus besteht also kein Zwang zur erneuten Durchführung von Feldexperi-
menten. 

Die Anwendbarkeit von Simulationsrechnungen auf Collaborative-Filtering-Algorithmen 
begründet sich insbesondere durch das Verfahren selbst. Der entscheidende Punkt ist, daß die 
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Input- und Output-Variablen des Verfahrens identisch sind. Der Benutzer gibt als �Input� eine 
Reihe von Präferenzwerten an. Anschließend erhält er als �Output� eine Prognose, welche 
wiederum Präferenzwerte beinhaltet. Durch diesen Sachverhalt ergeben sich die in diesem 
Abschnitt beschriebenen Simulations-Möglichkeiten. 

 
Die Auswertung von Collaborative-Filtering-Verfahren anhand von Simulationsrechnungen 

verfügt jedoch auch über eine Reihe von Einschränkungen.  
Zunächst muß man sich klar vor Augen führen, daß eine Simulation die Realität niemals 

vollständig abbilden kann. Dies manifestiert sich in der hier vorliegenden Simulationsstudie 
konkret an einer Reihe von Punkten. 

Feedback-Werte werden im Linxx-Datensatz Rating-Werten gleichgestellt und damit in den 
Linxx-Datensatz integriert. Hierzu ist festzuhalten, daß die Feedback-Werte auf die gleiche 
Weise mit der selben Rating-Skala abgefragt wurden. Die Präsentation der Top-Linxx ein-
schließlich der Aufforderung zur Abgabe des Feedback entsprach ebenfalls weitgehend den 
Website-Bewertungsseiten. Trotzdem ist ein Bias � ganz gleich in welche Richtung � nicht 
auszuschließen, da hier explizit nach Feedback-Werten gefragt wurde und nicht nach Ratings. 

Bei der verfolgten Methodik wird das Bootstrapping-Verhalten des Systems nicht analy-
siert. Bei jeder Simulation wird stets nur ein Rating eliminiert. Man hält das System praktisch 
zu einem bestimmten Zeitpunkt an und spielt für die eliminierten Werte das Szenario durch, 
als wäre dieser � und nur dieser � Wert nicht bekannt. Verfügt also ein Benutzer im Datensatz 
über 25 Ratings, so wird jeweils eines dieser Ratings eliminiert und eine Prognose auf Basis 
der restlichen 24 Ratings erstellt. Bei einer realen Benutzung des Linxx-Systems erhielte der 
Benutzer jedoch schon ab zehn Ratings seine ersten Prognosen. 

Unter der Hypothese, daß mit steigender Anzahl von Ratings die Prognosegüte steigt, läge 
hier also ein Bias in Richtung besserer Prognose vor. Wie in Abschnitt 5.5.1 gezeigt, hat die 
Anzahl von Ratings im Linxx-Experiment jedoch keinen positiven Einfluß auf die Prognose-
güte. 

Auf der anderen Seite wird bei jeder Prognose ein Wert eliminiert und geht damit nicht in 
die Prognose ein. Hier besteht also eine ständige Reduzierung der verfügbaren Rating-Anzahl 
für die Prognose um eins. 

Bei der Aggregation der Einzelprognosefehler gehen alle simulativ berechneten Prognosen 
ungewichtet ein. Dadurch erhalten die Websites, welche über einen hohen Bekanntheitsgrad 
verfügen, ein vergleichsweise hohes Gewicht. 

Unabhängig von der Wahl des experimentellen oder simulativen Ansatzes existiert das 
Problem einer vergleichsweise kleinen Datenbasis für unbekannte Websites (Abschnitt 4.2.5). 
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Es gibt auch andere Möglichkeiten der Simulation von Collaborative-Filtering-
Algorithmen. So läßt sich beispielsweise statt der in dieser Arbeit verfolgten Strategie der 
�Momentaufnahme� auch das Bootstrapping-Verhalten des Systems simulieren (Herlocker et 
al. 1999). 

In Abweichung zu der oben dargestellten Methodik beginnt die Simulation hierbei mit einer 
leeren Datenmatrix. Die Ratings des aktiven Benutzers werden Rating für Rating in die Da-
tenmatrix eingegeben, wobei das jeweils nächste vorliegende Rating des aktiven Benutzers 
prognostiziert und anschließend mit dem tatsächlichen Wert verglichen wird. Die Ratings des 
aktiven Benutzers bleiben in der Datenmatrix erhalten, so daß der nächste aktive Benutzer die 
Rating-Daten der vorangehenden Benutzer für die Prognose verwenden kann. Auf diese Wei-
se läßt sich für unterschiedliche Verfahren simulieren, wie sich die Prognosegüte in Abhän-
gigkeit der Datenbasis verhält. 

Mit dieser Methodik wird die volle Komplexität von Collaborative-Filtering-Systemen si-
muliert. Nachteilig wirkt sich bei dieser Simulationsvariante jedoch aus, daß das Gesamter-
gebnis der Simulation auch den störenden Einfluß der Bootstrapping-Phase enthält und man 
damit in jeder Detailauswertung auch den Faktor �Größe der Datenbasis� nicht außer Acht 
lassen darf. Damit sinken die Fallzahlen für detaillierte Auswertungen, so wie sie im voran-
gegangenen Kapitel durchgeführt wurden, ungünstigerweise stark ab. 

Da wir unterstellen können, daß jedes Collaborative-Filtering-System eine Bootstrapping-
Phase hat und die Dauer dieser Startphase stark vom Datensatz abhängt, wird der mit einer 
leeren Datenmatrix beginnende Ansatz nicht weiter verfolgt. In dieser Arbeit soll lediglich 
das oben skizzierte Simulationsverfahren verwendet werden, welches die Prognosegüte eines 
�laufenden� Recommender-Systems mißt. 

6.2 Datensätze 

Im Rahmen der simulativen Messung wird eine Reihe von Collaborative-Filtering-
Algorithmen anhand unterschiedlicher Datensätze getestet. 

Neben dem aus dem Online-Experiment stammenden �Linxx-Datensatz� wurden zusätzlich 
zwei weitere Datensätze herangezogen. Diese Datensätze tragen die Bezeichnungen �Each-
movie-Datensatz� und �Jester-Datensatz�. 

Der Eachmovie-Datensatz wurde freundlicherweise durch Steve Glassman vom DEC 
(Digital Equipment Corporation) Systems Research Center zur Verfügung gestellt. Der 
Datensatz enthält eine hohe Anzahl von Kinofilm-Bewertungen. 

Der Jester-Datensatz wurde durch Professor Ken Goldberg von der University of Berkeley 
bereitgestellt. Er enthält eine Anzahl von Bewertungen aus einem Recommender-System, das 
Witze empfiehlt. 
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6.2.1 Linxx 

Im Rahmen des Linxx-Experiments wurde eine große Anzahl von Daten in der Linxx-
Datenbank aufgezeichnet. Der auf der Datenbank basierende Datensatz wird im folgenden als 
Linxx-Datensatz bezeichnet. 

Der Linxx-Datensatz beinhaltet alle im Linxx-Experiment aufgezeichneten Daten zum 
13.05.99. Zu diesem Zeitpunkt hatten sich 1.580 Benutzer bei Linxx registriert. Das Linxx-
System wurde kurzzeitig angehalten und eine Datenbankabfrage gestartet, welche die relevan-
ten Datenbank-Tabellen der Produktionsumgebung in die Simulations-Datenbank importierte. 
Dabei wurden folgenden Datenbank-Tabellen überspielt: 
• Users: Alle registrierten Benutzer mit begleitenden demografischen Daten. 
• Products: Alle im System bis zum betreffenden Zeitpunkt verfügbaren Websites. 
• GlobalRatings: Alle Website-Ratings. 

Wie im Web nicht anders zu erwarten, hatten sich einige der Benutzer zwar registriert, aber 
keine oder nur ein paar Ratings abgegeben. Da zu vermuten war, daß der Anteil der unmoti-
vierten und stochastischen Eingaben in dieser Benutzergruppe besonders hoch war, wurden 
alle Benutzer gelöscht, die nicht über mindestens 10 Ratings verfügten. Die Löschung dieser 
Benutzer umfaßt also genau diejenigen Benutzer, die das System vor der erstmaligen Präsen-
tation der persönlichen Top-Linxx wieder verlassen hatten. Nach der Löschung verblieb eine 
Anzahl von 1.410 Benutzern, also 89% an der Gesamtzahl der registrierten Benutzer. 

Weiterhin wurden alle Websites gelöscht, die über weniger als fünf Bewertungen verfüg-
ten. Die Auswirkungen auf die Ergebnisse durch diese gering besetzen Websites wurden als 
unwesentlich eingestuft, führten aber zu einer wesentlichen Rechenzeitverbesserung in nach-
folgenden Simulationen. 

Der endgültige Linxx-Datensatz verfügt über 
• 1.410 Benutzer, 
• 396 Websites und 
• 92.565 Ratings, davon 31.638 Ratings mit einem numerischen, ganzzahligen Rating-Wert 

von 1 bis 7 und 60.927 Ratings mit der Ausprägung �kenne ich nicht�. 
Die Charakteristiken und Statistiken dieses Datensatzes entsprechen im wesentlichen dem 

Datensatz, der dem Linxx Feld-Experiment zugrunde liegt (s. Abschnitt 4.2). 

6.2.2 Eachmovie 

Der zweite Datensatz trägt die Bezeichnung �Eachmovie-Datensatz�. Bei diesem Datensatz 
handelt es sich um die Daten eines Experiments, welches vom DEC Systems Research Center 
über einen Zeitraum von 18 Monaten durchgeführt wurde. An diesem Experiment nahmen 
72.916 Benutzer teil, die insgesamt 2.811.983 numerische Ratings für 1.628 verschiedene 
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Kino- und Videofilme abgaben. Anschließend erhielten die Teilnehmer Empfehlungen für 
Kino- und Videofilme (Glassman 1998). 

Der Original-Datensatz verfügt über folgende Tabellen: 
1. Person: Am Experiment teilnehmende Benutzer, 
2. Movie: Zur Bewertung und Empfehlung verfügbarer Film mit einigen zusätzlichen Daten, 
3. Vote: Alle Rating-Daten der Personen für Movies. 

Die Ratings sind dabei in zwei Spalten gespeichert. Die Spalten tragen die Bezeichnungen 
Score und Weight. 

Score ist ein numerischer Wert zwischen 0 und 1 mit Intervall 0,2. Mögliche Ausprägungen 
sind demnach 0, 0.2, 0.4, 0.6., 0.8 und 1. Ob den Stufen der Skala Bedeutungen in Textform 
wie im Linxx-Experiment zugewiesen wurden, konnte nicht ermittelt werden. 

Weight speichert eine spezielle Bewertungsoption, welche beim Eachmovie-Experiment 
verwendet wurde. Im Eachmovie-Experiment gab es neben den möglichen Bewertungen eine 
Option mit der Bezeichnung �Sounds Awful�. Anhand dieser Option hatte der Teilnehmer die 
Möglichkeit, Filme von zukünftigen Empfehlungslisten auszuschließen, die er sich bereits 
wegen des Filmtitels nicht anschauen würde. �Weight� kann nur dann vom Wert eins abwei-
chen, falls �Score� gleich null ist. In diesem Falle kann �Weight� eine Ausprägung kleiner 1 
haben, und zwar in der Regel 0,2 oder �for historical reasons� (Glassman 1998) in ca. 10% 
der Fälle 0,5. �Weight� stellt also eine Möglichkeit zur Verfügung, zwischen Ratings der un-
tersten Kategorie (�sehr schlecht�) und mangelndem Interesse (�kein Interesse�) zu unter-
scheiden. 

Um die Vergleichbarkeit der Methoden und der entsprechenden Ergebnisse zwischen den 
Datensätzen zu gewährleisten, werden alle Ratings mit der Ausprägung awful bei der Simula-
tion nicht berücksichtigt. 

Die Größe dieses Datensatzes erwies sich als nicht zweckmäßig zur Durchführung des Re-
chenexperimentes. Aus diesem Grunde wurde der Datensatz auf etwa 2.000 Benutzer redu-
ziert. Nach dieser Verkleinerung wurden in einer zweiten Stufe alle Movies gestrichen, für die 
weniger als 10 Ratings vorlagen. 

Der endgültige Datensatz verfügt über: 
• 1.995 Personen 
• 683 Movies 
• 113.819 Votes, davon 103.358 mit numerischen Ratings und 10.351 mit der Ausprägung 

�awful�. 
Bei der Verteilung der Ratings zeigt sich ein ähnliches Phänomen wie beim Linxx-

Datensatz (Abb. 86). Die höheren Rating-Werte sind deutlich höher besetzt als die niedrige-
ren. 
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Abb. 86: Verteilung der Ratings im Eachmovie-Datensatz 

6.2.3 Jester 

Der dritte Datensatz entstammt dem Jester-Projekt an der University of Berkeley. Der 
Jester-Datensatz enthält Ratings von ca. 20.000 Benutzern für eine Anzahl von 40 Witzen, 
welche später über 70 auf 100 Witze ausgeweitet wurde. Die Witze wurden über das World-
Wide-Web in Textform präsentiert. Nach dem Lesen mußten die Witze auf einer Balken-
Skala mit Hilfe der Maus bewertet werden. Die Skala umfaßt einen Wertebereich von -10 bis 
10 mit Intervallen von etwa 0,05. 

Im Jester-Projekt wurde den Benutzern zunächst eine Anzahl von 20 fest vorgegebenen 
Witzen präsentiert, welche zunächst bewertet werden mußten und als Prediction-Set bezeich-
net wurden (Gupta 1999). Auf der Basis eines vergleichsweise einfachen Algorithmus wurden 
zwanzig weitere Witze präsentiert, welche Evaluation-Set genannt wurden. Der Benutzer 
mußte jeden präsentierten Witz bewerten, um einen weiteren Witz präsentiert zu bekommen. 

Die Anzahl von 20 Witzen wurde im Verlauf des Experiments auf 10 reduziert, welche eine 
besonders hohe Varianz aufwiesen. Das Evaluation Set wurde um 30, später um weitere 30 
Objekte erweitert, so daß das System über eine Gesamtzahl von 100 Witzen verfügte. Auf der 
Grundlage des verkleinerten Prediction-Set wurde ein weiterer Algorithmus getestet. 

Das besondere an diesem Datensatz ist, daß im Prediction Set keine Missing Values existie-
ren. Damit verfügen alle Benutzer über mindestens 10 Überlappungen mit allen anderen Be-
nutzern. Die Benutzer, welche eingangs 20 Witze bewerten mußten, verfügen sogar über min-
destens 20 Überlappungen mit den Benutzern, die ebenfalls das Prediction Set mit den 20 
Witzen bewertet hatten. Dazu kommen jeweils noch die im weiteren Verlauf der Interaktion 
mit dem System aufgezeichneten Witz-Bewertungen. Der Datensatz verfügt also über eine 
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relativ beschränkte Anzahl von Objekten und einen vergleichsweise geringen Anteil von Mis-
sing Values. 

Der Jester-Datensatz wurde ebenfalls verkleinert. Aufgrund des hohen Anteils existierender 
Werte erfolgte eine Beschränkung auf 2.000 Benutzer. Dazu wurden 2.000 Benutzer zufällig 
aus dem zweiten Teil des Jester-Experiments ausgewählt. Diese Benutzer hatten also jeweils 
bis zu 70 bzw. 100 Witze bewertet. Insgesamt verfügt der resultierende Datensatz über 
110.281 numerische Ratings. Neben den Ratings im Intervall [-10; 10] existiert auch eine ge-
ringe Anzahl von �Ausreißern� im Intervall [10; 14,22]. Der Anteil dieser Ausreißer beträgt 
allerdings nur 0,03% an der Gesamtzahl der Ratings. 

Abb. 87 stellt die Häufigkeitsverteilung der Anzahl Ratings pro Benutzer dar. Es zeigt sich, 
daß eine vergleichsweise hohe Anzahl von Benutzern alle 70 bzw. 100 Witze bewertet hatte. 
Nur eine geringe Anzahl von 150 Personen begnügte sich mit der Bewertung von weniger als 
20 Witzen. 
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Abb. 87: Häufigkeitsverteilung der Rating-Anzahl im Jester-Datensatz 

Betrachtet man die Verteilung der Anzahl Ratings pro Objekt (Abb. 87), so erkennt man am 
rechten Rand des Diagramms deutlich die zehn Witze, welche das Prediction Set bildeten und 
stets vorgelegt wurden. Sie verfügen über konstant 2000 Ratings, wurden also von jedem in 
der Datenbank gespeicherten Benutzer bewertet. 
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Abb. 88: Anzahl Ratings pro Objekt im Jester-Datensatz 

Die Verteilung der Rating-Häufigkeiten ist in Abb. 89 dargestellt. Man erkennt, daß auch 
hier die Benutzer eher Ratings abgeben, die über dem Mittelwert der Skala liegen. 
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Abb. 89: Verteilung der Ratings im Jester-Datensatz16 

Kritisch anzumerken ist, daß die Skala im Jester-Projekt nicht verankert ist. Sie beschreibt 
lediglich einen Balken ohne für den Benutzer sichtbare Ausprägungen. Je weiter rechts ge-
klickt wird, desto höher fällt die Präferenz für den betreffenden Witz aus. Zu vermuten ist 

                                                 
16  Ratings mit Wert über 10 wurden nicht dargestellt. 
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daher, daß ein nicht unwesentlicher Anteil der Rating-Varianz bereits durch zwischen den 
Benutzern unterschiedlich aufgefaßte Skalen-Bedeutungen zustande gekommen ist. 

6.2.4 Zusammenfassende Übersicht 

Eine Übersicht über die wesentlichen Parameter der drei Datensätze gibt Abb. 90. 
Während der Linxx- und Eachmovie-Datensatz von der Missing-Value-Charakteristik einen 

vergleichbaren Anteil von Missing Values haben, fällt der Jester-Datensatz hier aus dem 
Rahmen: Es liegt ein deutlich geringerer Anteil von Missing Values vor als bei den beiden 
anderen Datensätzen. Weiterhin ist die Rating-Skala deutlich detaillierter, jedoch nicht veran-
kert. 

 
Eigenschaft Linxx Eachmovie Jester 
Anzahl Benutzer 1.410 1.995 2.000 
Anzahl Objekte 396 683 100 
Anzahl numerischer Ratings 31.638 103.468 110.281 
Anteil Missing Values 94,3% 92,4% 44,9% 
Anzahl Ratings pro Benutzer (Mittelwert) 22,4 51,9 55,1 
Rating-Skala 1 bis 7 0 bis 1 ca. -10 bis 10 
Intervall 1 0,2 ca. 0,05 
Anzahl Skalen-Stufen 7 6 ca. 400 

Abb. 90: Wichtige Parameter der Datensätze 

6.3 Durchführung der Simulationsstudie 

6.3.1 Simulator 

Zur Durchführung der Simulationen wurde zunächst geeignete Simulator-Software benö-
tigt. Geeignete Software zur Durchführung der Berechnungen stand nicht zur Verfügung. Aus 
diesem Grund wurde durch den Autor ein Simulator entwickelt, welcher alle im folgenden zu 
testenden Varianten beherrscht und auswerten kann. Das Simulationsprogramm wurde in der 
Programmiersprache Visual Basic entwickelt und in Maschinen-Code kompiliert. Der Simula-
tor wurde auf dem Linxx-Webserver installiert und konnte dort die nicht genutzte Prozessor-
zeit zur Durchführung der Simulationen nutzen. Die endgültige Berechnung der Simulationen 
für alle Datensätze benötigte ca. vier Wochen. 

Die prinzipielle Funktionsweise des Simulators gestaltet sich wie folgt. Als erstes werden 
in einer speziellen Simulationsdatenbank alle methodischen Varianten für die betreffenden 
Datensätze in codierter Form eingegeben. Anschließend wird der Simulator gestartet. Er lädt 
zunächst alle Daten eines Datensatzes in den Arbeitsspeicher des Rechners. Daran anschlie-
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ßend liest er die zu berechnenden Simulationen aus der Simulations-Datenbank und startet die 
Berechnungen. 

Der Simulations-Algorithmus startet mit der zufälligen Auswahl eines Benutzers, welcher 
auch hier als aktiver Benutzer bezeichnet wird. Alle Ratings des aktiven Benutzers werden 
sequentiell ausgewählt und jeweils eliminiert. Für das eliminierte Rating wird auf Basis der 
reduzierten Datenmatrix eine Prognose über das jeweilig betrachtete Collaborative-Filtering-
Verfahren durchgeführt. Die Prognose wird in der Simulations-Datenbank abgespeichert und 
das tatsächliche Rating wieder in die Datenmatrix eingefügt. 

Nachdem alle Ratings des aktiven Benutzers einmal eliminiert und prognostiziert wurden, 
wird der nächste aktive Benutzer zufällig ausgewählt. Sobald eine geforderte Anzahl von Be-
nutzern ausgewählt wurde, wird der Algorithmus beendet. Für den Linxx- und Jester-
Datensatz wurden jeweils 500 Benutzer pro Variante gerechnet. Für den Eachmovie-
Datensatz beschränkte sich die Anzahl auf 200 Benutzer pro Variante, um Rechenzeit zu spa-
ren. Da in diesem Datensatz wesentlich mehr Objekte je Benutzer bewertet wurden als bei 
Linxx und die Anzahl der Objekte deutlich höher als bei Jester liegt, ist diese Anzahl als aus-
reichend zu bewerten. Dies zeigt insbesondere die durchschnittliche Anzahl vorliegender Er-
gebnis-Datensätze (s. unten) pro Variante. Bei Linxx beträgt dieser Wert 10.700, bei Each-
movie sind es trotz der geringeren Anzahl von gerechneten Benutzern noch 10.270 (Jester: 
14.090). 

Alle auf diese Art und Weise generierten Einzelprognosen werden jeweils in Ergebnis-
Datensätzen abgespeichert. Diese Datensätze werden in einer relationalen Ergebnis-
Datenbank mit einer Reihe begleitender Daten abgespeichert, die in Abb. 91 aufgeführt wer-
den. Die Ergebnis-Datensätze lassen sich von dort aus weiter analysieren bzw. in spezielle 
Statistik-Software importieren. 
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Spalte Beschreibung 
Datensatz Der zugrundeliegende Datensatz (Linxx, Eachmovie oder Jester). 
Verfahrensvariante Die untersuchte Variante des Collaborative-Filtering-Algorithmus, 

z. B. D-BASIS oder Q-BASIS. 
Benutzer-ID Laufende Nummer des Benutzers, für den die Prognose berechnet 

wurde. 
Objekt-ID Laufende Nummer des Objektes, für das die Prognose berechnet 

wurde. 
Rating Das eliminierte Rating, welches durch die Prognose rekonstruiert 

werden soll. 
Prognose Die durch den Algorithmus errechnete Prognose für das eliminierte 

Rating. 
Mittelwert Der arithmetische Mittelwert für ein Objekt nach Eliminierung des 

Ratings. Der Mittelwert dient als Vergleichsmaßstab für die Prog-
nose. 

Anzahl Mentoren Die Anzahl der während der Prognose ausgewählten Mentoren. 

Abb. 91: Struktureller Aufbau eines Ergebnis-Datensatzes des Simulators 

Die Verwendung einer relationalen Datenbank für die Auswertung hat viele Vorteile. Man 
kann unter anderem Analysen nach bestimmten Kriterien durchführen. Dies geschieht über 
spezielle, auch mehrfach geschachtelte SQL-Abfragen. Beispielsweise könnte eine Abfrage 
lauten: �Aggregiere die Prognosefehler aller Ergebnis-Datensätze, die dem Eachmovie-
Datensatz entspringen und auf Basis von D-BASIS berechnet wurden, und gliedere die Er-
gebnisse nach der Rating-Varianz der Benutzer in Varianz-Kategorien der Größe 0,5. 

6.3.2 Allgemeine Simulations-Ergebnisse 

In diesem Abschnitt erfolgt zunächst eine grobe Übersicht über die Anzahl berechneter 
Prognosen und die resultierende Prognosegüte bei den Basis-Algorithmen. Eine detaillierte 
Beschreibung der untersuchten Varianten und die Darstellung der entsprechenden Simulati-
ons-Ergebnisse wird in den folgenden Abschnitten durchgeführt. 

Der Simulator generierte insgesamt eine Anzahl von 871.278 Ergebnis-Datensätzen. Ledig-
lich in 654 dieser Datensätze war eine Prognose über die jeweilige Collaborative-Filtering-
Variante nicht möglich, so daß, wie in Abschnitt 3.3.2 beschrieben, der Rating-Mittelwert 
statt des Prognosewertes eingesetzt werden mußte. Dies entspricht einem Anteil berechneter 
Prognosen von 99,92%. Lediglich 0,08% der Simulationsergebnisse kamen demnach hilfs-
weise über MEANS zustande. Die betreffenden Fälle sind, nach Datensatz und Variante ge-
gliedert, in Abb. 92 aufgeführt. Die in der Tabelle aufgeführten Simulations-Varianten wer-
den in den folgenden Kapiteln beschrieben. 
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Datensatz 
Simulations- 
Variante 

Anzahl über MEANS 
berechneter Prognosen 

EachMovie Q-MO5 1 
 Q-NEAR5 2 
Linxx Q-BASIS 56 
 Q-IMPU1 1 
 Q-MO2 61 
 Q-MO5 68 
 Q-NEAR1 61 
 Q-NEAR25 51 
 Q-NEAR5 48 
 D-RELIA 81 
 Q-RELIA 224 
Jester - - 

Abb. 92: Anzahl über MEANS berechneter Prognosen 

In Anbetracht des geringen Anteils der über MEANS berechneten Prognosen wurden diese 
Fälle aus der Ergebnis-Datenbank entfernt. Durch dieses Vorgehen konnte die Komplexität 
der nachfolgenden Auswertungen reduziert werden, ohne gravierende Auswirkungen auf das 
Simulations-Ergebnis befürchten zu müssen. 

Die Anzahl der verbleibenden Ergebnis-Datensätze beträgt damit 870.624. Auf diesen Da-
tensätzen basieren die nachfolgenden Auswertungen. Ohne den empirischen Einzelauswer-
tungen vorzugreifen, ist festzuhalten, daß 482.976 (55,5%) dieser Ergebnis-Datensätze besse-
re Prognosen liefern als die entsprechenden Mittelwert-Prognosen. In 386.846 Fällen (44,4%) 
waren sie schlechter. In 802 Fällen (0,1%) waren die Werte identisch. 

6.4 Varianten 

Ein Ziel dieser Arbeit ist es, unterschiedliche Collaborative-Filtering-Algorithmen anhand 
verschiedener Kriterien zu untersuchen und auf ihre Eignung hin zu prüfen. Aufbauend auf 
den Basis-Algorithmen D-BASIS und Q-BASIS wurde eine Reihe von Varianten festgelegt, 
welche im folgenden untersucht wird. 

Die Basis-Algorithmen lassen sich in vielen ihrer Verfahrensschritten variieren. In den ein-
zelnen Verfahrensschritten gibt es jeweils unterschiedliche Variationsmöglichkeiten. Wäh-
rend einige der Variationskriterien dichotom ausgeprägt sind, gibt es auch variierbare Parame-
ter, welche reelle oder prinzipiell beliebige ganzzahlige Ausprägungen annehmen können. 
Neben den Parametervariationen lassen sich außerdem auch einzelne Verfahrensschritte oder 
prinzipielle Vorgehensweisen modifizieren. Grundlage aller Varianten sind, soweit nicht an-
ders angegeben, jeweils die Basis-Algorithmen D-BASIS und Q-BASIS, welche in Abschnitt 
3.3 vorgestellt wurden und einer detaillierten Analyse in Abschnitt 5 unterworfen wurden. 
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Ob und welche dieser Variationsmöglichkeiten einen Einfluß auf die Prognosegüte besit-
zen, ist im wesentlichen unerforscht. 

Zur Feststellung des jeweiligen Einflusses wird im folgenden eine Reihe von Varianten der 
Basis-Algorithmen vorgestellt. Direkt anschließend erfolgt jeweils eine Analyse der anhand 
der Simulationsrechnungen erhaltenen Prognosegüte. 

6.4.1 BASIS 

Betrachten wir an dieser Stelle nun zunächst die Prognosegüte für die in den vorangehen-
den Kapiteln ausführlich behandelten Basis-Algorithmen D-BASIS und Q-BASIS, wie sie 
sich durch die Simulationsrechnungen ergab. Abb. 93 zeigt die Ergebnisse für die drei Daten-
sätze Linxx, Eachmovie und Jester. Die Bezeichnungen der Gütemaße entsprechen den in 
Abschnitt 5 verwendeten Symbolen und Abkürzungen (α = Anteil besserer Prognosen; 
MAEm = mean absolute error, Mittelwerte; MAEf = mean absolute error, Prognosen; 
MAI = mean absolute improvement; analog MSEm, MSEf, MSI jeweils quadriert; n = Anzahl 
Fälle). 

 
Datensatz Algorithmus alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 Linxx 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 EachMovie 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 Jester 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 

Abb. 93: Simulationsergebnisse für Basis-Algorithmen 

Man erkennt, daß die Ergebnisse für den Linxx-Datensatz durchaus vergleichbar mit den 
Ergebnissen des Linxx-Experiments sind. Während D-BASIS bessere Ergebnisse als MEANS 
liefert, liegen die Werte für Q-BASIS auch hier geringfügig schlechter als MEANS. Das Ni-
veau der Prognosefehlerverbesserung MAI bzw. MSI liegt hier jeweils knapp unter den Er-
gebnissen des Online-Experiments. Auf der anderen Seite liegt α bei D-BASIS mit über 60% 
etwas höher als im Online-Experiment. Das Gegenteil gilt für Q-BASIS, wo der Wert nun 
unter 50% liegt. 

Betrachten wir nun die Ergebnisse für Eachmovie und Jester. Hier liegen die Prognosefeh-
lerverbesserungen über denen von Linxx. Das beste Ergebnis erreicht Jester, wobei unter 
Verwendung von D-BASIS eine Verbesserung des quadrierten Prognosefehlers von über 20% 
erreicht wird. Eachmovie erreicht knapp 13%. Während α mit etwas über 62% jeweils ähnli-
che Werte für D-BASIS wie beim Linxx-Datensatz liefert, liegt für Eachmovie und Jester nun 
der Wert auch bei Q-BASIS über 55%. 
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Anhand dieser ersten Auswertung muß gefolgert werden, daß die Datensätze Eachmovie 
und Jester allgemein bessere Ergebnisse beim Einsatz von Collaborative-Filtering-Verfahren 
liefern als Linxx. Weiterhin zeigt sich die prinzipielle Eignung der beiden zusätzlichen Daten-
sätze für die Simulationsrechnungen in der Weise, daß sich mittels der eingesetzten Basis-
Algorithmen tatsächlich deutliche Prognosefehler-Reduzierungen gegenüber dem nicht-
individualisierten MEANS-Verfahren erzielen lassen. 

6.4.2 NEAR 

Gupta et al. (1999) verwenden in ihrem Recommender-System Jester 1.0 einen Algorith-
mus, der dem in dieser Arbeit zugrundegelegten Basisalgorithmus ähnlich ist. Der Algorith-
mus unterscheidet sich in einer Beschränkung der Anzahl der Mentoren auf einen einzigen 
nächsten Nachbarn. Weiterhin existiert keine Mindestanzahl von Überlappungen. 

In dieser Arbeit werden einige ähnliche Varianten getestet. Sie unterscheiden sich von den 
Basisalgorithmen durch eine Beschränkung auf eine maximale Anzahl von nNN Objektmento-
ren. Es wurden drei Varianten getestet (nNN =1, 5 und 25). 

Die Beschränkung bedeutet, daß bei der Berechnung der Prognosen faj ein zusätzlicher Fil-
ter eingeführt wird. Dieser Filter extrahiert eine Anzahl von nNN Benutzern aus der Menge der 

Objektmentoren ajM~ . Ausgewählt werden dabei diejenigen Benutzer, welche die höchsten 

Ähnlichkeitswerte sai besitzen. Die gefilterte Menge wird in nachfolgenden Schritten des Al-

gorithmus statt ajM~  verwendet. 

In der statistischen Literatur werden diese Benutzer in der Regel als �nearest neighbours� 
bezeichnet. Aus diesem Grunde tragen die distanzbasierten Varianten die Bezeichnungen D-
NEAR1, D-NEAR5 und D-NEAR25. Sie sind Varianten des distanzbasierten Basis-
Algorithmus D-BASIS. Analog tragen die Varianten des korrelationsbasierten Basis-
Algorithmus Q-BASIS die Bezeichnungen Q-NEAR1, Q-NEAR5 und Q-NEAR25. 

Es gibt zwei Gründe für die Einführung dieser Varianten. Zum einen könnte eine unbe-
schränkte Verwendung von Mentoren den Vorteil des Collaborative Filtering zumindest teil-
weise wieder zunichte machen. Dies liegt daran, daß bei der Prognose möglicherweise auch 
Ratings von Mentoren mit in die Berechnung einbezogen werden, welche nur noch eine rela-
tive geringe Ähnlichkeit zum Benutzer besitzen. Zwar werden diese je nach abnehmender 
Ähnlichkeit geringer gewichtet, die prinzipielle Beschränkung auf eine bestimmte Anzahl von 
Mentoren würde die Wirkung dieser Gewichtung jedoch noch verstärken. Dies könnte sich 
positiv auf die Prognosegüte auswirken. 

Zum anderen könnte die Beschränkung auf weniger Mentoren auch Nachteile mit sich brin-
gen. Während bei einer Prognose mit einer vergleichsweisen hohen Anzahl von Mentoren 
statistische Ausreißer noch gut �ausgemittelt� werden, unterliegt die Prognose im Extremfall 
der Beschränkung auf einen Mentor vollständig der zufälligen Rating-Varianz der Benutzer: 
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statistische Ausreißer können die Prognose also massiv verschlechtern. Ein solches Vorgehen 
kann auch zu Prognosegenauigkeiten führen, die � unabhängig vom Datensatz � noch unter 
MEANS liegen. 

Möglicherweise gibt es je nach Datensatz ein Optimum für die Anzahl von Mentoren, in 
dem sich der Grenzeinfluß der beiden Effekte auf die Prognosegüte genau aufwiegt. Falls kein 
signifikanter Einfluß festzustellen ist, sollte in praktischen Applikationen mit einer möglichst 
geringen Zahl von Mentoren gearbeitet werden, da der Rechenaufwand mit sinkendem nNN 
abnimmt. 

Betrachten wir die Prognosegüte der distanzbasierten und korrelationsbasierten NEAR-
Varianten (Abb. 95 bzw. Abb. 95). In die Tabelle wurde auch die Prognosegüte der Basis-
Algorithmen mit aufgenommen, um eine bessere Vergleichbarkeit sicherzustellen. 

Man erkennt deutlich, daß α mit sinkender Anzahl von Mentoren stetig abnimmt. Dies gilt 
für alle Datensätze und sowohl für die distanz- als auch für die korrelationsbasierten Varian-
ten. Für die NEAR-1-Varianten liegen alle Werte für α deutlich unter 50%. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
D-NEAR25 56,13% 1,20 1,15 4,28% 2,21 2,07 6,21% 10928 
D-NEAR5 50,05% 1,27 1,27 -0,10% 2,45 2,54 -3,95% 11284 

Linxx 

D-NEAR1 42,75% 1,21 1,48 -22,07% 2,23 3,85 -72,19% 11574 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
D-NEAR25 61,09% 0,97 0,88 8,94% 1,51 1,30 13,61% 11191 
D-NEAR5 52,47% 0,94 0,91 4,14% 1,46 1,37 5,94% 10319 

Eachmovie 

D-NEAR1 46,78% 0,94 1,09 -16,28% 1,41 2,18 -54,93% 9313 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
D-NEAR25 59,74% 4,20 3,71 11,69% 25,41 20,82 18,06% 14124 
D-NEAR5 55,34% 4,07 3,70 9,15% 24,14 21,71 10,05% 13801 

Jester 

D-NEAR1 46,11% 4,05 4,44 -9,70% 24,21 33,42 -38,02% 14041 

Abb. 94: Simulations-Ergebnisse NEAR, distanzbasierte Varianten 
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Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 
Q-NEAR25 46,36% 1,22 1,27 -3,92% 2,26 2,50 -10,49% 10407 
Q-NEAR5 41,96% 1,22 1,40 -14,78% 2,31 3,13 -35,59% 11679 

Linxx 

Q-NEAR1 39,21% 1,21 1,60 -31,91% 2,24 4,34 -93,44% 10942 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 
Q-NEAR25 52,39% 0,89 0,88 1,86% 1,28 1,25 2,38% 10449 
Q-NEAR5 46,72% 0,92 0,99 -7,23% 1,35 1,61 -19,46% 10287 

Eachmovie 

Q-NEAR1 42,00% 0,91 1,20 -31,07% 1,33 2,56 -93,09% 10246 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 
Q-NEAR25 53,50% 4,13 3,97 3,88% 24,76 23,81 3,82% 13700 
Q-NEAR5 48,39% 4,12 4,26 -3,48% 24,84 28,57 -15,04% 13831 

Jester 

Q-NEAR1 40,03% 4,01 5,09 -26,69% 23,82 41,17 -72,80% 14125 

Abb. 95: Simulations-Ergebnisse NEAR, korrelationsbasierte Varianten 

Ähnliche Abhängigkeiten zeigen sich auch für den absoluten und quadrierten Prognosefeh-
ler. Dieser steigt mit abnehmender Mentorenanzahl an. Andersherum sinken die relativen 
Prognosefehlerverbesserungen MAI und MSI stets ab und erreichen spätestens bei den 
NEAR-1-Varianten negative Werte. Auf eine grafische Darstellung kann verzichtet werden. 

Die Ergebnisse zeigen, daß die NEAR-Varianten die Prognosegüte der Basis-Algorithmen 
in keinem der drei Datensätze verbessern können. Unabhängig vom Datensatz liefert die 
NEAR1-Variante, also die Prognose auf Basis nur eines Nearest Neighbours, stets schlechtere 
Werte als MEANS. Von der Anwendung dieser Variante muß also dringend abgeraten wer-
den. Trotzdem fand, wie oben beschrieben, ein sehr ähnlicher Algorithmus noch vor kurzer 
Zeit in einem Collaborative-Filtering-Projekt Anwendung (Gupta et al. 1999). 

6.4.3 MO 

Die NEAR-Varianten führen eine Variation der Basis-Algorithmen ein, indem sie eine 
maximale Anzahl von Objekt-Mentoren festlegen. 

Die Varianten MO2 und MO5 (MO für Minimal Overlappings) führen ebenfalls eine 
Limitierung ein. Diese bezieht sich jedoch auf eine minimale Überlappungsanzahl nMO 
zwischen dem aktiven Benutzer a und den restlichen Benutzern i. Der wesentliche 
Unterschied zwischen den Varianten liegt also in dem Versuch, daß bei MO die Datenbasis 
zur Bestimmung der Ähnlichkeit modifiziert werden soll, während bei NEAR eine 
Beschränkung auf die Mentoren mit der höchsten Ähnlichkeit durchgeführt wird. 

Während bei den Basis-Algorithmen eine Anzahl von nMO = 3 gefordert wird, werden bei 
den MO-Varianten nMO = 2 bzw. nMO = 5 Überlappungen verlangt, damit der Benutzer i in die 
Menge der Mentoren Ma aufgenommen wird. Allgemein gilt: 



184 Simulationsstudie 

 












≥∈= ∑
∈

MO
Jj

ijaja nvvIiM  (6-1) 

Die entsprechenden Varianten tragen die Bezeichnungen D-MO2 und D-MO5 (Varianten 
von D-BASIS) sowie Q-MO2 und Q-MO5 (analog Q-BASIS). 

Bei den MO-Varianten sind wie bei den NEAR-Varianten gegenläufige Effekte nicht aus-
zuschließen. Zum einen vergrößert man durch eine Reduzierung der minimalen Überlap-
pungsanzahl die Anzahl potentieller Mentoren. So würde durch eine Reduzierung die Wahr-
scheinlichkeit steigen, daß der tatsächlich ähnlichste Mentor auch in der Liste der Mentoren 
zu finden ist. 

Zum anderen erreicht man durch eine Erhöhung der Überlappungsanzahl einen Gewinn be-
züglich der statistischen Sicherheit des Proximitätsmaßes. Eine anhand von fünf Paarwerten 
berechnete Ähnlichkeit könnte sich als aussagekräftiger als eine analoge Berechnung mit zwei 
Paarwerten erweisen. Nachteilig kann sich bei einer Erhöhung der minimalen Überlappungs-
anzahl jedoch auswirken, daß die Menge potentieller Mentoren zu klein wird, um eine befrie-
digende Anzahl von Objekten überhaupt noch über den Algorithmus prognostizieren zu kön-
nen. Des weiteren könnte wiederum der in den NEAR-Varianten zu unterstellende Effekt auf-
treten, daß eine geringe Anzahl von Mentoren statistischen Ausreißern einen zu hohen 
Einfluß beimißt. 

Interessant ist in diesem Zusammenhang, daß bei der Variante Q-MO2 eine Berechnung 
des Pearsonschen Korrelationskoeffizienten anhand von zwei Überlappungen zugelassen 
wird. Oben wurde bereits angedeutet, daß dies problematisch ist. Der Pearsonsche Korrelati-
onskoeffizient ist für zwei Überlappungen stets 1 oder -1 (oder nicht definiert), auch wenn die 
jeweiligen Bewertungen der beiden verglichenen Benutzer sehr unterschiedlich ausfallen. 

Die Simulations-Ergebnisse zeigen, daß die Variation der minimalen Überlappungsanzahl 
nur einen kleinen Effekt auf die Prognosegüte zu haben scheint (Abb. 96). Weder α noch 
MAI und MSI zeigen wesentlich unterschiedliche Prognosegüten als die entsprechenden Ba-
sis-Algorithmen. Dies gilt für alle untersuchten Datensätze. 
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Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 
D-MO2 59,30% 1,25 1,23 1,91% 2,38 2,31 3,02% 11526 
D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
D-MO5 59,94% 1,21 1,18 2,43% 2,22 2,14 3,78% 10979 
Q-MO2 48,03% 1,25 1,28 -2,14% 2,39 2,53 -5,48% 11363 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 

Linxx 

Q-MO5 48,61% 1,21 1,24 -2,08% 2,22 2,35 -5,97% 11226 
D-MO2 64,14% 0,92 0,85 8,34% 1,36 1,18 13,54% 11338 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
D-MO5 63,47% 0,94 0,87 7,34% 1,41 1,24 11,68% 10302 
Q-MO2 55,50% 0,91 0,88 3,23% 1,30 1,24 4,80% 11175 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 

Eachmovie 

Q-MO5 54,83% 0,94 0,91 3,18% 1,44 1,35 5,92% 9746 
D-MO2 61,29% 4,08 3,63 11,06% 24,19 19,72 18,47% 14204 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
D-MO5 61,25% 4,08 3,62 11,20% 24,32 19,73 18,89% 14277 
Q-MO2 55,70% 4,00 3,81 4,68% 23,52 21,90 6,90% 14193 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 

Jester 

Q-MO5 56,13% 4,16 3,95 5,02% 25,31 23,34 7,81% 14191 

Abb. 96: Simulations-Ergebnisse MO 

6.4.4 CITY, MIQ3, CHEBY 

Der Basis-Algorithmus D-BASIS verwendet bei der Proximitätsberechnung mittlere eukli-
dische Distanzen. Euklidische Distanzen sind ein Sonderfall der Minkowski-Lq-Metrik (Ab-
schnitt 3.2.2.3.2), bei dem q = 2 gilt. Das Konzept der Minkowski-Lq-Metrik sieht q als 
�Bestrafungs-Parameter� für eine überproportional steigende Distanz mit höheren Partialab-
weichungen (absolute Differenz zwischen paarweisen Werten für ein Objekt) vor, falls q>1. 
Gleichzeitig werden geringe Partialabweichungen weniger stark gewichtet. 

Bezogen auf die Collaborative-Filtering-Methodik ist eine geeignete Wahl von q bislang 
unerforscht. So könnte man für q prinzipiell beliebige Werte festlegen (q>0). In dieser Arbeit 
beschränken wir uns jedoch auf q = 2 beim Basis-Algorithmus D-BASIS und die ganzzahli-
gen Werte q = 1 (CITY), q = 3 (MIQ3) und q = 10 (CHEBY) in den betreffenden Varianten. 
Eine hohe Wahl von q, wie in der Variante CHEBY, führt zu einer außerordentlich hohen 
Bestrafung größerer Einzelabweichungen. Dies führt dazu, daß vorzugsweise die Benutzer in 
der Berechnung eine hohe Gewichtung erfahren, welche die geringsten maximalen Einzelab-
weichungen zu dem aktiven Benutzer haben. Inhaltlich bedeutet dies, daß diese Mentoren 
dem aktiven Benutzer in möglichst wenig bewerteten Objekten �stark widersprechen�, wäh-
rend geringe Abweichungen relativ unbedeutend bleiben. 

Das in der CHEBY-Variante verwendete Proximitätsmaß ähnelt der Chebychev-Distanz, 
bei der q = ∞ ist. In der CHEBY-Variante wird lediglich aus rechentechnischen Gründen statt 
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q = ∞ ein Parameter von q = 10 verwendet, da sonst eine eigene Implementierung der Varian-
te anstatt einer einfachen Parameteränderung erforderlich gewesen wäre. Die Auswirkungen 
der Wahl von q = 10 statt q = ∞ auf das Ergebnis werden als gering unterstellt, da q als Expo-
nent in die Distanzberechnung eingeht und auch ein Wert von q = 10 den größten Partialab-
weichungen eine sehr stark dominierende Rolle zuweist. 

Abb. 97 zeigt die Simulations-Ergebnisse für die in diesem Abschnitt untersuchten Varian-
ten. Da die Varianten auf dem distanzbasierten Basis-Algorithmus basieren, wurde jeweils 
nur der Vergleich mit D-BASIS angestellt. Q-BASIS bleibt unberücksichtigt. 

Die Prognosegüte ändert sich nur schwach mit der Variation von q. Allgemein ist eine ge-
ringfügig schlechtere Prognosegüte bei der Variante CHEBY festzustellen. Hinsichtlich der 
Prognosefehlerverbesserungen MAI und MSI schneidet CITY bis auf eine Ausnahme bei al-
len Datensätzen am besten ab. Hinsichtlich α liegt CITY ebenfalls vorn, nur bei Eachmovie 
liefert MIQ3 einen geringfügig besseren Wert. 

Die Simulations-Ergebnisse sprechen also gegen die Verwendung hoher q-Werte. Die da-
durch erreichte �Bestrafung� hoher Einzelabweichungen führt also zu keinen Verbesserungen 
hinsichtlich der Prognosegüte. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

CITY 59,44% 1,26 1,23 2,77% 2,42 2,32 4,42% 11500 
D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
MIQ3 59,10% 1,25 1,22 2,30% 2,39 2,30 3,76% 11608 

Linxx 

CHEBY 56,82% 1,23 1,20 1,95% 2,30 2,23 2,95% 10597 
CITY 63,94% 0,95 0,86 8,88% 1,43 1,24 13,51% 10026 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
MIQ3 64,22% 0,94 0,87 8,25% 1,43 1,23 14,37% 9220 

Eachmovie 

CHEBY 62,13% 0,95 0,90 6,01% 1,49 1,33 10,25% 10145 
CITY 62,31% 4,11 3,58 12,76% 24,51 19,59 20,09% 14048 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
MIQ3 61,78% 4,06 3,62 10,75% 24,19 19,87 17,87% 14159 

Jester 

CHEBY 60,67% 4,09 3,72 9,09% 24,49 20,60 15,90% 14207 

Abb. 97: Simulations-Ergebnisse CITY, MIQ3, CHEBY 

6.4.5 PATTERN 

Bei den bislang betrachteten Proximitätsmaßen wurde jeweils ein verhältnisskaliertes oder 
zumindest intervallskaliertes Skalenniveau unterstellt. Möglich ist jedoch auch die Verwen-
dung von Maßen, die mit niedrigerem Meßniveau auskommen. 

Die diesbezüglich in dieser Arbeit untersuchte Variante PATTERN verwendet ein Proximi-
tätsmaß, welches sich mit nominalem Meßniveau begnügt. So wird bei der Variante PAT-
TERN folgendes Ähnlichkeitsmaß verwendet: 
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Hierbei repräsentieren vaj und vij wiederum die Indikator-Variablen für Benutzer a bzw. i 
(Abschnitt 3.1.4). Das Maß berechnet den Anteil identischer Ratings an der Gesamtzahl über-
lappender Ratings. Besitzen die Benutzer a und i also beispielsweise acht überlappend bewer-
tete Objekte, und haben sie für zwei Objekte identische Ratings abgegeben, so ist 
sai = 2/8 = 0,25. Dies bedeutet, daß sie in 25% der überlappend bewerteten Objekte hinsicht-
lich ihrer Ratings exakt übereinstimmen. 

Bei der Berechnung des Proximitätsmaßes von PATTERN muß zunächst eine wichtige Ei-
genschaft des betreffenden Datensatzes beachtet werden: Die Anzahl der Stufen auf der ver-
wendeten Rating-Skala, wie in Abschnitt 6.2.4 dargestellt. 

Bei Linxx werden ganzzahlige Werte auf einer Skala von 1 bis 7 verwendet. Es gibt also 
sieben mögliche Rating-Ausprägungen. Im Eachmovie-Datensatz existiert eine Skala von 0 
bis 1, wobei Intervalle mit der Breite 0,2 vorliegen. Damit gibt es hier 6 mögliche Ausprä-
gungen. 

Komplizierter stellt sich der Sachverhalt bei Jester dar. Die Skala umfaßt Werte von -10 bis 
10 mit Intervallen von ca. 0,05 zwischen den Ausprägungen. Dies ergibt etwa 400 mögliche 
numerische Ausprägungen. Offensichtlich macht die PATTERN-Variante mit der Forderung 
der Gleichheit der Ratings für eaij = 1 hier keinen Sinn. Aus diesem Grunde wurde für den 
Jester-Datensatz eaij definiert als: 
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Es gilt also eaij = 1, wenn die absolute Differenz zweier überlappender Ratings kleiner oder 
gleich eins beträgt. Hierdurch ergibt sich eine feinere Abstufung als bei den anderen beiden 
Datensätzen. Durch den deutlich geringeren Anteil von Missing Values ist dies jedoch un-
problematisch. 

Abb. 98 beinhaltet die Simulations-Ergebnisse für die PATTERN-Variante im Vergleich 
mit D-BASIS und Q-BASIS. Es zeigt sich, daß das Proximitätsmaß der PATTERN-Variante 
in allen Datensätzen deutlich besser abschneidet als Q-BASIS. 

Im Linxx-Datensatz liefert D-BASIS hinsichtlich α etwas bessere Werte als PATTERN. 
Hinsichtlich der Prognosefehlerverbesserung liegen nur äußerst geringe Unterschiede vor. Bei 
Eachmovie sind alle Prognosegütemaße fast identisch. Im Jester-Datensatz liefert PATTERN 
sogar bessere Werte als D-BASIS. Die Rating-Information, die in den sehr detaillierten Jester-
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Ratings bei D-BASIS zur Distanzberechnung verwendet wird, bringt also keinerlei Vorteile 
im Vergleich zu dem sehr einfachen PATTERN-Proximitätsmaß. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 

Linxx  

PATTERN 57,44% 1,28 1,25 2,62% 2,53 2,42 3,99% 11154 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 

Eachmovie 

PATTERN 62,98% 0,98 0,90 7,65% 1,55 1,36 12,02% 10558 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 

Jester 

PATTERN 65,30% 4,13 3,52 14,69% 24,89 19,06 23,43% 14016 

Abb. 98: Simulations-Ergebnisse PATTERN 

6.4.6 IMPU 

Wie oben bereits diskutiert, lassen sich Collaborative-Filtering-Algorithmen als Missing-
Value-Verfahren verstehen (Abschnitt 3.1). Die Algorithmen versuchen, die fehlenden Werte 
mit Hilfe von Prognosewerten zu imputieren. Bei der Proximitätsberechnung werden bei den 
bislang untersuchten Varianten ausschließlich paarweise vorhandene Ratings uaj und uij für 
ein Objekt j verwendet. Liegt für das Objekt j das Rating uaj des aktiven Benutzers vor und 
fehlt das Rating uij, so bleibt die in uaj enthaltene Information unberücksichtigt. Dies gilt ana-
log für die Existenz von uij und das Fehlen von uaj. 

Mittels den in diesem Abschnitt dargestellten Varianten wird versucht, die in uaj enthaltene 
Information zu nutzen. Dazu wird der paarweise fehlende uij Wert für die Proximitätsberech-
nung imputiert. In der untersuchten Variante wird eine Mittelwertimputation vorgenommen, 
wobei das mittlere Rating für das betreffende Objekt verwendet wird. Die untersuchten Vari-
anten werden als D-IMPU1 und Q-IMPU1 bezeichnet. Sie basieren auf D-BASIS bzw. Q-
BASIS. 

Was bedeutet das Vorgehen in den IMPU1-Varianten nun inhaltlich? Wir haben keine In-
formation über den fehlenden Rating-Wert uij. Man nimmt nun für die Schätzung an, daß der 
Benutzer i eine �durchschnittliche� Meinung über das betreffende Objekt j hat und führt eine 
Mittelwertimputation durch. Die Einzelabweichung bei der folgenden Distanzberechnung 
bezieht damit ein, wie weit der Benutzer a mit seinem Rating uaj vom mittleren Rating für das 
Objekt abweicht. 

Dazu führe man sich folgendes Beispiel vor Augen. Man unterstelle zwei Objekte, die über 
die gesamte Benutzerbasis jeweils einen Mittelwert von 4 erreichen. Die Benutzer a, b und c 
verfügen über folgende Rating-Vektoren: 
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Die Benutzer b und c verfügen also über je einen existierenden und fehlenden Wert. Unter-
stellt man für dieses Beispiel eine minimale Überlappungsanzahl von eins, so ergeben die 
mittleren euklidischen Distanzen dab und dac den Wert null, da die jeweils überlappenden Ra-
tings identisch sind. Die Frage ist jedoch, welche Bedeutung der Überlappung zwischen a und 
b bzw. zwischen a und c zuzumessen ist. Während a und b für das erste Objekt jeweils ein 
Rating abgeben, was weit entfernt vom �Mainstream� liegt, so entspricht die Überlappung 
zwischen a und c dem Mittelwert über alle Benutzer und könnte somit als �Mainstream-
Rating� aufgefaßt werden. Man könnte sich damit inhaltlich auf den Standpunkt stellen, daß 
die Überlappung zwischen a und b mehr über die Ähnlichkeit zwischen den Benutzern aus-
sagt als die Überlappung zwischen a und c. 

Wir verwenden nun Variante D-IMPU1 und führen die Mittelwertimputation durch. Es er-
geben sich die folgenden Vektoren: 
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Während die Distanz dab immer noch null ist, steigt die Distanz dac nun an. Die Benutzer a 
und b werden nun als ähnlicher eingestuft. Analoge Beispiele lassen sich für die Variante Q-
IMPU1 finden, in welcher statt Distanzen der Pearsonsche Korrelationskoeffizient verwendet 
wird. 

Ganz ähnlich zu den IMPU1-Varianten sind die IMPU2-Algorithmen definiert (D-IMPU2 
und Q-IMPU2). Im Unterschied zu IMPU1 wird hier für jeden Missing Value der Mittelwert 
imputiert, und zwar unabhängig von der Existenz des entsprechenden Paarwertes. Die an-
schließende Proximitätsberechnung basiert damit auf einer vollständig imputierten Datenmat-
rix. Zu den im Zusammenhang vollständiger Imputationen auftretenden inhaltlichen Proble-
men vgl. Abschnitt 3.2.2.1. 

Abb. 99 enthält die Simulations-Ergebnisse für die IMPU-Varianten. Betrachten wir zu-
nächst die Variante D-IMPU1. Unabhängig vom Datensatz liefert sie jeweils schlechtere Er-
gebnisse als D-BASIS. Ähnlich sieht es bei Q-IMPU1 aus. Alle α-Werte liegen unter 50%, 
MAI und MSI sind in jedem Einzelfall negativ. 

Etwas erfreulicher sehen die Ergebnisse bei D-IMPU2 und Q-IMPU2 aus. Während D-
IMPU2 nicht ganz die Prognosegüte von D-BASIS erreichen kann, führt Q-IMPU2 zumindest 
im Linxx- und Eachmovie-Datensatz zu Verbesserungen gegenüber Q-BASIS. Besser als D-
BASIS fällt der Algorithmus jedoch in keinem Falle aus. 
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D-BASIS bleibt also beiden in diesem Abschnitt entwickelten Imputations-Varianten 
überlegen. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
D-IMPU1 57,05% 1,28 1,26 1,92% 2,48 2,41 2,97% 11823 
D-IMPU2 53,93% 1,23 1,22 1,27% 2,34 2,30 1,49% 11794 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 
Q-IMPU1 41,22% 1,19 1,27 -6,20% 2,16 2,47 -14,54% 10165 

Linxx 

Q-IMPU2 53,50% 1,23 1,21 1,41% 2,25 2,21 1,71% 10500 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
D-IMPU1 59,57% 0,92 0,88 3,95% 1,34 1,26 5,90% 9973 
D-IMPU2 60,46% 0,99 0,94 4,49% 1,59 1,48 6,70% 9438 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 
Q-IMPU1 44,79% 0,97 1,00 -3,24% 1,52 1,64 -7,90% 10670 

Eachmovie 

Q-IMPU2 60,43% 0,98 0,94 4,00% 1,57 1,49 5,19% 11683 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
D-IMPU1 60,92% 4,07 3,63 10,87% 24,19 19,80 18,15% 13897 
D-IMPU2 61,77% 4,10 3,66 10,93% 24,35 19,98 17,95% 13836 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 
Q-IMPU1 45,24% 4,09 4,32 -5,68% 24,38 28,11 -15,33% 14170 

Jester 

Q-IMPU2 49,09% 4,20 4,25 -1,39% 25,60 27,18 -6,15% 14119 

Abb. 99: Simulations-Ergebnisse IMPU 

Die dargestellten IMPU-Varianten führen Mittelwert-Imputationen durch. Denkbar sind je-
doch auch andere Varianten. Eine möglicherweise interessante Weiterentwicklung der in die-
sem Abschnitt skizzierten Algorithmen wäre die Vorgehensweise, welche eine Imputation 
durch Collaborative-Filtering-Prognosen der Basis-Algorithmen D-BASIS bzw. Q-BASIS 
vornimmt. Dies würde zu ähnlichen Varianten führen. Mögliche Benennungen der Varianten 
wären beispielsweise D-IMPU1/COLLAB oder Q-IMPU2/COLLAB. 

Bei diesen weiterentwickelten Varianten muß man sich jedoch im klaren sein, daß durch 
die Imputation mittels Collaborative-Filtering-Verfahren die nachfolgende Proximitätsbe-
rechnung zwischen aktivem Benutzer und den restlichen Benutzer ein starker Bias in Rich-
tung der bei den Basis-Algorithmen ermittelten Benutzern vorliegen wird. Die in den Basis-
Algorithmen ausgewählten Mentoren werden bevorzugt, da die mit Collaborative Filtering 
prognostizierten Imputationen bereits aus den Ratings dieser Mentoren berechnet wurden. 
Dieser Bias ist jedoch hinsichtlich der Prognosegüte nicht als zwingend nachteilig anzusehen. 

Auf eine empirische Überprüfung dieser weiterentwickelten Varianten mußte im Rahmen 
dieser Arbeit jedoch verzichtet werden. Für jede Simulations-Prognose hätte man zunächst 
eine Reihe von Imputations-Prognosen vornehmen müssen. Die zur Berechnung dieser Vari-
anten aufzuwendende Rechenzeit wäre sehr hoch gewesen. Weiterhin ist die praktische Ein-
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setzbarkeit insbesondere aus Gründen der Rechenzeit zum gegenwärtigen Zeitpunkt anzu-
zweifeln. 

6.4.7 OVERLAP 

In Abschnit 3.2.2.5 wurden die Begriffe Erweiterbarkeitskriterium und Überlappungskrite-
rium eingeführt. Diese Kriterien beschreiben die Veränderung des Erwartungswertes von 
Proximitätsfunktionen bei einer Veränderung der Überlappungsanzahl zwischen den zu ver-
gleichenden Vektoren. 

Unter bestimmten statistischen Bedingungen kann man das Erweiterbarkeitskriterium als 
das Vorliegen der Unabhängigkeit einer Proximitätsfunktion von der Überlappungsanzahl 
auffassen. Der Erwartungswert der Proximitätsfunktion verändert sich also in Abhängigkeit 
der Überlappungsanzahl nicht. Das Überlappungskriterium besagt hingegen, daß bei steigen-
der Überlappungsanzahl der Erwartungswert der Ähnlichkeit zwischen den Vektoren zu-
nimmt bzw. der Erwartungswert der Distanz abnimmt. 

Im Basisalgorithmus D-BASIS werden mittlere euklidische Distanzen verwendet. Es läßt 
sich zeigen, daß für dieses Proximitätsmaß das Erweiterbarkeitskriterium gilt (Abschnitt 
3.2.2.5.1). 

Eine hohe Überlappungsanzahl bedeutet inhaltlich, daß beiden Benutzern eine bestimmte 
Anzahl von Objekten paarweise bekannt ist. Man könnte sich nun auf den Standpunkt stellen, 
daß eine hohe Überlappungsanzahl zwischen zwei Benutzern, unabhängig von den Ausprä-
gungen der Ratings, bereits ein Indiz für eine hohe Ähnlichkeit zwischen den Benutzern ist. 
Um diesen Sachverhalt in einem Algorithmus zu berücksichtigen, werden Proximitätsfunktio-
nen benötigt, für die das Überlappungskriterium gilt. 

In dieser Arbeit wird die Variante OVERLAP getestet, welche die Distanzfunktion von D-
BASIS so modifiziert, daß das Überlappungskriterium erfüllt ist. Dies geschieht durch die 
Verwendung der in Abschnitt 3.2.2.5.1 eingeführten Distanzfunktion dq

e mit q = 2. Der Aus-
druck der Distanzfunktion lautet nun: 
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Es werden also die Benutzer i als ähnlicher bewertet, die über eine höhere Anzahl von Ü-
berlappungen mit dem aktiven Benutzer a verfügen. 

Die OVERLAP-Variante muß sich jedoch die folgende Kritik gefallen lassen. Man unter-
stellt, daß der aktive Benutzer a eine bestimmte Anzahl von Objekten bewertet hat und dann 
die Proximität zu den anderen Benutzern in der Datenmatrix berechnet wird. Die Anzahl der 
durch einen Benutzer i bewerteten Objekte kann einen möglicherweise starken Einfluß auf 
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den Erwartungswert der Überlappungsanzahl mit dem aktiven Benutzer haben. Wenn der Be-
nutzer i im Extremfall alle im System verfügbaren Objekte bewertet hat, beträgt seine Über-
lappungsanzahl mit dem aktiven Benutzer exakt die Anzahl der vom aktiven Benutzer 
bewerteten Objekte. 

Wir halten also fest, daß die erwartete Überlappungsanzahl mit steigender Anzahl von Ra-
tings durch den Benutzer i ebenfalls zunimmt, ohne daß dieser Benutzer allein dadurch �ähn-
licher� zum aktiven Benutzer sein muß. Dies gilt analog für steigende Anzahl von Ratings für 
den aktiven Benutzer a. 

Beim distanzbasierten Basis-Algorithmus werden mittlere euklidische Distanzen verwen-
det. Da für dieses Proximitätsmaß das Erweiterbarkeitskriterium gilt, liegt Unabhängigkeit 
von der Überlappungsanzahl vor. Der oben dargestellte Sachverhalt hat also keinen Effekt. 

Dies ist bei Verwendung der Variante OVERLAP jedoch nicht mehr der Fall, da hier das 
Überlappungskriterium gilt. Die Ähnlichkeit nimmt also mit steigender Überlappungsanzahl 
zu. Dies gilt auch dann, wenn der Benutzer i lediglich mehr Websites bewertet hat, was zu 
einer statistisch höheren Überlappungsanzahl führt. 

Man könnte versuchen, die dargestellte Problematik durch die Einbeziehung weiterer Kor-
rekturterme zu beheben. Dies ist jedoch nicht trivial. Zunächst würde man den Erwartungs-
wert der Überlappungsanzahl in Abhängigkeit der Anzahl und Verteilung der Ratings der 
beiden betroffenen Benutzer bestimmen müssen. Dies wäre bei Vorliegen einer Gleichvertei-
lung der Rating-Wahrscheinlichkeiten über alle Objekte noch relativ einfach. Diese Annahme 
ließe sich jedoch kaum halten. Zum einen findet in Collaborative-Filtering-Systemen in der 
Regel eine nicht-zufällige Selektion der vorgelegten Websites statt (s. Abschnitt 4.2.5), zum 
anderen haben die Objekte unterschiedliche Bekanntheitsgrade. 

Die Entwicklung von derartigen Korrekturen soll aus diesem Grunde an dieser Stelle nur 
angesprochen und nicht weiter verfolgt werden. 

Betrachten wir nun die Simulations-Ergebnisse der OVERLAP-Variante (Abb. 100). In al-
len Datensätzen sind geringfügig kleinere Prognosefehlerverbesserungen zu erkennen. Die 
Werte von α sind jeweils ebenfalls etwas geringer als bei D-BASIS. Die OVERLAP-Variante 
bringt demnach keine Verbesserungen hinsichtlich der Prognosegüte gegenüber D-BASIS. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 Linxx 
OVERLAP 57,79% 1,19 1,16 2,40% 2,16 2,09 3,69% 10722 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 Eachmovie 
OVERLAP 60,26% 0,90 0,85 5,55% 1,29 1,18 8,67% 9955 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 Jester 
OVERLAP 61,51% 4,09 3,63 11,28% 24,35 19,79 18,72% 14148 

Abb. 100: Simulations-Ergebnisse OVERLAP 
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6.4.8 UNKNOWN 

Die bislang betrachteten Varianten haben die Rating-Ausprägung �kenne ich nicht� stets 
mit der Ausprägung �missing� gleichgesetzt. Die Information, die in der Unterscheidung zwi-
schen �kenne ich nicht� und �missing� steckt, ist damit nicht verwendet worden. Möglicher-
weise ist diese Information jedoch in Collaborative-Filtering-Algorithmen nutzbar. 

Die Idee der Variante UNKWOWN basiert auf D-BASIS mit einer zusätzlichen Einbezie-
hung von Ratings mit der Ausprägung �kenne ich nicht�. Liegt in der Datenmatrix nun also 
noch ein Missing Value vor, so hat der Benutzer das betreffende Objekt weder mit einem nu-
merischen Rating noch mit �kenne ich nicht� bewertet. In den meisten Collaborative-
Filtering-Systemen bedeutet dies, daß das Objekt ihm nicht zur Bewertung vorgelegt worden 
ist. 

Formal verwenden wir für die Ausprägung �kenne ich nicht� eine zweite Indikator-
Variable wij. Falls der Benutzer i das Objekt j mit �kenne ich nicht� bewertet hatte, gilt 
wij = 1, sonst wij = 0. Die Indikator-Variable für Missing Values vij ist nun nur noch eins, 
wenn ein tatsächlicher Missing Value vorliegt. 

Inhaltlich unterstellen wir, daß bei mit steigender Anzahl von paarweisen Bewertungen mit 
der Ausprägung �kenne ich nicht� für bestimmte Objekte ceteris paribus eine zunehmende 
Ähnlichkeit zwischen zwei Benutzern vorliegt. Dieses ist in einer modifizierten Proximitäts-
funktion zu berücksichtigen. 

Im folgenden werden nur paarweise Ratings mit der Ausprägung �kenne ich nicht� betrach-
tet. Die Einbeziehung von Paarungen mit �kenne ich nicht� und numerischen Ratings bzw. 
Missing Values wäre zwar theoretisch ebenfalls denkbar. Hierzu müßten allerdings komple-
xere Proximitätsfunktionen entwickelt werden, in denen zudem die jeweiligen Paarungs-
Häufigkeiten geschätzt werden müßten. Weiterhin müßte die Gewichtung der unterschiedli-
chen Komponenten festgelegt werden. 

Man benötigt ein Proximitätsmaß, mit dessen Hilfe man die Zusatzinformation der Häufig-
keit der paarweisen �kenne ich nicht�-Ratings nk nutzen kann. Als Grundlage verwenden wir 
weiterhin mittlere euklidische Distanzen. Die Modifikation dieses Distanzmaßes ist auf unter-
schiedliche Weisen möglich. 

Beispielsweise könnte man unterstellen, daß ein paarweises �kenne ich nicht�-Rating einer 
Partialdistanz von null entspräche. In diesem Falle müßte in der Proximitätsfunktion lediglich 
der Nenner um nk erhöht werden. Die Indikator-Variablen vaj und vij würden wie gehabt den 
Wert eins annehmen, wenn an der betreffenden Stelle der Datenmatrix ein numerischer Wert 
uaj bzw. uij existiert: 
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Je größer die Anzahl nk der paarweise Ratings mit der Ausprägung �kenne ich nicht� zwi-
schen den Benutzern a und i ist, desto geringer wäre die Distanz. 

Allerdings ist die Unterstellung einer Partialdistanz von null für alle �kenne ich nicht� Paa-
rungen nicht unproblematisch. Sie führt eine willkürliche Gewichtung zwischen Überlappun-
gen mit numerischen bzw. �kenne ich nicht� Ausprägungen ein. Eine Partialdistanz von null 
der paarweisen �kenne ich nicht� Ratings entspricht damit der Gewichtung zweier identischer 
numerischer Ratings. 

Dies würde bedeuten, daß der Einfluß einer Bewertung von jeweils �2� für Objekt A die-
selbe Gewichtung erführe wie ein paarweises �kenne ich nicht� für Objekt B. Die Gewichtung 
der enthaltenen Ähnlichkeitsinformation ist damit zumindest fraglich, da möglicherweise der 
Anteil überlappender �kenne ich nicht�-Ratings im Verhältnis zur Anzahl Überlappungen 
numerischer Ratings sehr hoch sein kann. Zwei Benutzer mit einer hohen Anzahl überlappen-
der �kenne ich nicht�-Ratings wären demnach als sehr ähnlich einzustufen, selbst wenn ihre 
numerischen Ratings auf wenig Ähnlichkeit schließen ließe. 

Aus diesem Grunde wird in diesem Abschnitt eine andere Vorgehensweise als bei der 
UNKNOWN-Variante festgelegt. Zunächst wird die Ähnlichkeit zwischen den Benutzern 
anhand der in D-BASIS verwendeten mittleren euklidischen Distanzen auf Basis der Über-
lappungen mit numerischen Ratings berechnet. Zusätzlich wird noch ein weiteres Maß sai

k 
berechnet, welches den Anteil der überlappenden �kenne ich nicht�-Ratings an der durch-
schnittlichen Anzahl von �kenne ich nicht�-Ratings der beiden zu vergleichenden Benutzern a 
und i ermittelt: 
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Je mehr �kenne ich nicht�-Ratings der Benutzer a und i sich demnach überlappen, desto 
höher ist der Wert von sai

k. Falls keiner der beiden Benutzer a und i Ratings mit der Ausprä-
gung �kenne ich nicht� abgegeben hat, wird sai

k per Definition auf null gesetzt. 
sai

k wird nun verwendet, um die Distanz dai aus D-BASIS zu modifizieren. Definitionsweise 
wird festgelegt, daß bei einem Wert von sai

k = 0 (keine überlappenden �kenne ich nicht�-
Ratings) die Distanz unverändert bleiben soll, und bei sai

k = 1 (alle �kenne ich nicht�-Ratings 
überlappen sich) eine Reduzierung der Distanz auf 50% ihres ursprünglichen Wertes erfolgen 
soll. Damit bietet sich folgende Einbeziehung von sai

k in dai an: 
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Dieses Distanzmaß wird in der Variante UNKNOWN verwendet. 
Alternativ ist noch eine Reihe weiterer Möglichkeiten zur Berücksichtigung von nk denk-

bar. Man könnte z. B. eine mittlere Partialdistanz schätzen und für die paarweisen �kenne ich 
nicht� Ratings festlegen. Weiterhin ist selbstverständlich auch die Verwendung funktional 
anderer Proximitätsmaße denkbar. Auch eine Einbeziehung der UNKNOWN-Idee in den kor-
relationsbasierten Basis-Algorithmus Q-BASIS wäre denkbar. Derartige Alternativen werden 
in dieser Arbeit jedoch nicht behandelt. 

Im Rahmen der Simulations-Rechnungen wurde nur der Linxx-Datensatz einbezogen. Nur 
in diesen Datensatz existieren �kenne ich nicht� Ausprägungen. Eine entsprechende Ant-
wortmöglichkeit existierte im Eachmovie-Projekt nicht (Glassman 1998). Im Jester-Projekt 
war sie nicht sinnvoll, da hier die betreffenden Witze direkt in Textform vorgelegt wurden. 
Die Frage, ob der gerade vorgelegte Witz �unbekannt� sei, ist damit hinfällig. 

Die Simulations-Ergebnisse zeigen, daß die Variante etwas höhere Prognosefehlerverbesse-
rungen liefert als D-BASIS (Abb. 101). Hingegen ist α geringfügig kleiner. Insgesamt muß 
also festgestellt werden, daß die Einbeziehung der �kenne ich nicht�-Ratings keinen gravie-
renden Vorteil hinsichtlich der Prognosegüte bietet. Somit ergeben sich im Umkehrschluß 
durch die Gleichsetzung von �kenne ich nicht�-Ratings und Missing Values keine Nachteile 
durch ungenutzte Informationen. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 Linxx 
UNKNOWN 59,08% 1,24 1,20 3,25% 2,35 2,22 5,38% 11370 

Abb. 101: Simulations-Ergebnisse UNKNOWN 

6.4.9 INVPOP 

Bislang gingen alle Partialdistanzen ungewichtet in die Proximitätsberechnung ein. Nun 
kann man sich auf den Standpunkt stellen, daß einige Objekte bezüglich der für sie abgegebe-
nen Ratings einen höheren Prognosegehalt als andere Objekte besitzen. 
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In der auf D-BASIS basierenden Variante INVPOP unterstellen wir, daß die Bekanntheit 
von Websites einen indirekt proportionalen Einfluß auf den Erklärungsgehalt für Collaborati-
ve-Filtering-Methoden beinhaltet. Dies bedeutet konkret, daß eine Überlappung zwischen den 
Benutzern a und i bei weniger bekannten Websites mehr Ähnlichkeitsinformation besitzt. In 
der gegenüber dem distanzbasierten Basis-Algorithmus modifizierten Proximitätsfunktion der 
Variante INVPOP wird dies berücksichtigt, indem die Partialfunktionen des Distanzmaßes 
mit dem Bekanntheitsgrad bj indirekt proportional gewichtet werden: 
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Der Bekanntheitsgrad bj wird definiert als Verhältnis der numerischen Ratings für dieses 
Objekt geteilt durch die Summe aus der Anzahl der numerischen Ratings und Ratings mit 
Ausprägung �kenne ich nicht�: 
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Die Variablen vij und wij repräsentieren wie oben die Indikator-Variablen für numerische 
Ratings bzw. für Ratings mit der Ausprägung �kenne ich nicht�. Da für die Berechnung des 
Bekanntheitsgrads Ratings mit der Ausprägung �kenne ich nicht� benötigt werden, steht für 
die Simulationen wiederum nur der Linxx-Datensatz zur Verfügung. Man beachte, daß bj>0 
gilt, sofern mindestens ein Benutzer für Objekt j eine Bewertung abgegeben hat. Dies ist für 
alle Objekte im Linxx-Datensatz der Fall. Damit können keine Nullstellen im Nenner des 
Zählerterms bei der Berechnung von dai auftreten. 

Die Simulations-Ergebnisse von INVPOP zeigen, daß die Variante gegenüber D-BASIS 
keine eindeutigen Vorteile bringen kann. Die Prognosefehlerverbesserungen liegen nur mar-
ginal höher als bei D-BASIS. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 Linxx 
INVPOP 59,01% 1,20 1,17 2,68% 2,18 2,09 4,25% 11118 

Abb. 102: Simulations-Ergebnisse INVPOP 
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6.4.10 DEMO 

In einigen Collaborative-Filtering-Systemen liegen die individuellen demografischen Daten 
über die Benutzer vor. Zu den häufig abgefragten Merkmalen gehören insbesondere: 

• Geschlecht (männlich oder weiblich). 
• Familienstand (traditionell ledig/verheiratet, moderner alleinstehend mit/ohne Kinder, 

zusammenlebend mit/ohne Kinder). 
• Beruf (Schüler, Student, Angestellter, Selbständig, Beamter etc.) 
• Alter bzw. Geburtsjahr oder -datum. 

Demografische oder allgemeiner soziodemografische Daten werden im Rahmen der Markt-
segmentierung häufig eingesetzt, da sie unter anderem eine hohe Korrelation mit dem Kon-
sum aufweisen (Nitsche 1998, S. 19). Es liegt nahe, diese Daten auch für Collaborative-
Filtering-Verfahren nutzbar zu machen. Der Frage, ob mit ihrer Hilfe tatsächlich eine Progno-
severbesserung in Recommender-Systemen bewirkt werden kann, soll in diesem Abschnitt 
nachgegangen werden. 

Hierfür bietet sich eine Reihe von Möglichkeiten an. Zwei dieser Möglichkeiten sind be-
sonders naheliegend: 

1. Filtern der Datenmatrix über demografische Merkmale. 
2. Einbeziehen demografischer Daten in die Proximitätsberechnung. 
Beim Filtern der Datenmatrix über demografische Merkmale wird die Datenmatrix auf Be-

nutzer reduziert, die über identische oder ähnliche demografische Merkmale verfügen. Es 
wird also eine Partionierung der Datenmatrix vorgenommen. Die Filterung kann über alle 
oder eine Teilmenge der demografischen Merkmale erfolgen. So könnte man beispielsweise 
eine gefilterte Datenmatrix ausschließlich mit Bewertungen von Frauen, von Studenten, von 
Personen über 40 Jahren oder entsprechende Kombinationen verwenden. Der Algorithmus 
wird anschließend auf die gefilterte Datenmatrix angewendet. 

Je mehr Kriterien der Filter beinhaltet, desto weniger Benutzer verbleiben in der gefilterten 
Datenmatrix. Zwar lassen sich damit bereits im Vorwege demografisch unähnliche Benutzer 
aussortieren, allerdings wird auch die nutzbare Datenmatrix immer kleiner. Dies gilt vor allen 
Dingen für Benutzer mit demografischen Merkmalsausprägungen, die über relativ kleine 
Häufigkeiten verfügen. Wenn beispielsweise ein Datensatz mit 2.000 Benutzern einen Frau-
enanteil von nur 10% beinhaltet, so führt die Verwendung eines Filters über das Merkmal 
�Geschlecht� zu einer Reduzierung auf nur 200 Benutzer, falls der aktive Benutzer weiblich 
ist. 

Die Verwendung eines Datenmatrixfilters führt eine Vorsortierung der in das Verfahren 
einbezogenen Benutzer durch. Der Filter unterscheidet dabei lediglich, ob ein Benutzer einbe-
zogen wird oder nicht. Möglich wäre auch eine gewichtete Filterung von Benutzern je nach 
ihrer demografischen Ähnlichkeit. Hierzu lassen sich demografische Eigenschaften mit in die 



198 Simulationsstudie 

Proximitätsfunktion einbeziehen. Auch hier bietet sich wiederum eine Reihe unterschiedliche 
Vorgehensweisen an. 

Wir legen uns in den Varianten D-DEMO und Q-DEMO auf folgende Vorgehensweise 
fest: 
• Für die demografische Ähnlichkeit wird ein eigenes Demografie-Ähnlichkeitsmaß entwi-

ckelt. 
• Das Demografie-Ähnlichkeitsmaß wird zusammen mit der in ein Ähnlichkeitsmaß trans-

formierten Rating-Distanz bzw. des Korrelationskoeffizienten der Basis-Algorithmen D-
BASIS bzw. Q-BASIS gewichtet. 

• Die Gewichtung beträgt 50% an der Gesamtähnlichkeit. 
Da nur für den Linxx-Datensatz demografische Merkmale vorlagen, wird die Variante nicht 

auf den Eachmovie- und Jester-Datensatz angewendet. 
Das in den Varianten D-DEMO und Q-DEMO verwendete Ähnlichkeitsmaß zur Bestim-

mung der demografischen Ähnlichkeit wird als sd bezeichnet. Es besteht aus den vier Kompo-
nenten sd,1 bis sd,4. Diese Komponenten repräsentieren die vier während der Linxx-
Registrierung abgefragten Merkmale �Geschlecht�, �Haushaltsgröße�, �Beruf� und �Geburts-
jahr� (Abschnitt 4.1.2). 

Bei den Komponenten sd,1 bis sd,3 (Geschlecht, Haushaltsgröße, Beruf) handelt es sich um 
kategorielle Merkmale. Es bietet sich daher an, diesen Komponenten einen Wert von 0 zuzu-
weisen, wenn die Ausprägungen in den beiden zu vergleichenden Benutzervektoren nicht 
übereinstimmen. Falls die Ausprägungen identisch sind, wird ein Wert von 1 zugewiesen. 

Da das Merkmal der Komponente sd,4 (Geburtsjahr) quantitativ ist, wird hier eine andere 
Vorgehensweise angewendet, die auf der Differenz der Geburtsjahre ∆ basiert: 
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Bei identischen Geburtsjahren (∆ = 0) ist sd,4 = 1, bei einem Altersunterschied von fünf Jah-
ren (∆ = 5) beträgt sd,4 = 0,5. Mit steigendem Altersunterschied nimmt sd,4 weiter degressiv ab. 

Die Teilkomponenten werden gleichgewichtet in der demografischen Ähnlichkeit sd zu-
sammengefaßt: 
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Wie oben angeführt, wird die demografische Ähnlichkeit mit der durch die Basis-
Algorithmen D-BASIS bzw. Q-BASIS berechneten Ähnlichkeit sai zusammengefaßt, wobei 
wiederum eine Gleichgewichtung verwendet wird: 
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Dieses Proximitätsmaß wird im weiteren zur Selektion und Gewichtung der Mentoren ver-
wendet (Abschnitt 3.3.2 bzw. 3.3.3). 

Abb. 103 enthält die Simulations-Ergebnisse der DEMO-Varianten. Es zeigt sich, daß die 
D-DEMO-Variante etwas schlechter abschneidet als D-BASIS. Hingegen liefert die Q-
DEMO-Variante bessere Ergebnisse als das entsprechende Gegenstück Q-BASIS. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
D-DEMO 57,99% 1,22 1,20 1,64% 2,30 2,23 2,75% 12712 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 

Linxx 

Q-DEMO 52,18% 1,24 1,23 0,56% 2,31 2,29 0,79% 11308 

Abb. 103: Simulations-Ergebnisse DEMO 

An dieser Stelle sei erwähnt, daß es selbstverständlich eine Reihe weiterer sinnvoller Mög-
lichkeiten gibt, die demografischen Merkmale mit in die Proximitätsberechnung einfließen zu 
lassen. Die in diesem Abschnitt verwendete Methodik repräsentiert lediglich ein Beispiel der 
denkbaren Variationen. 

So ist es beispielsweise möglich, direkt ein gemeinsames Proximitätsmaß zu bestimmen 
und die Proximitätsberechnung ohne die nachfolgende Zusammenführung der beiden Teilähn-
lichkeiten durchführen. Selbstverständlich kann auch das verwendete Ähnlichkeitsmaß sd mo-
difiziert werden. Es können weiterhin auch einzelne Distanzmaße berechnet werden, welche 
anschließend zusammengeführt und dann in Ähnlichkeiten transformiert werden. 

6.4.11 CENTER, NORM 

In Abschnitt 3.2.2.2.4 wurden die Begriffe der Mittelwertzentrierung und Standardisierung 
eingeführt. Diese erlauben die Betrachtung relativer Abweichungen der zu untersuchenden 
Merkmale vom Mittelwert eines Objektes bzw. Benutzers, wobei auch die Varianz standardi-
siert werden kann. 

In den bislang betrachteten distanzbasierenden Varianten wurde keine Mittelwertzentrie-
rung bzw. Standardisierung vorgenommen. Wie im folgenden beschrieben wird, kann dies 
jedoch unter bestimmte Bedingungen inhaltlich sinnvoll sein. Aus diesem Grunde werden in 
diesem Abschnitt die Varianten CENTER und NORM eingeführt, welche eine Mittelwert-
zentrierung bzw. Standardisierung bei der Proximitätsberechnung vornehmen. 

Bei der Mittelwertzentrierung wie auch bei der Standardisierung lassen sich zwei prinzi-
piell unterschiedliche Vorgehensweisen unterscheiden. Zum einen können die Vorgehenswei-
sen über die Objekte, zum anderen über Benutzer angewendet werden. Die beiden Vorge-
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hensweisen führen zu unterschiedlichen Ergebnissen und haben unterschiedliche Bedeutun-
gen. In dieser Arbeit wird nur die Aggregation über Benutzer untersucht. Dies wird weiter 
unten noch begründet. 

Betrachten wir zunächst die Mittelwertzentrierung über Benutzer. Zunächst wird der Mit-
telwert aller Ratings eines Benutzers gebildet, welcher im folgenden als Rating-Niveau be-
zeichnet wird. Im nächsten Schritt werden seine Ratings an diesem Mittelwert zentriert. Hat 
ein Benutzer beispielsweise ein Rating-Niveau von 3,5 und für ein spezielles Objekt ein Ra-
ting von 6 abgegeben, so beträgt sein mittelwertbereinigtes Rating für dieses Objekt 2,5. Die-
ser Wert gibt also an, wie weit seine Bewertung für das betreffende Objekt über seinem Ra-
ting-Niveau liegt. 

Die inhaltliche Rechtfertigung für die Mittelwertzentrierung ergibt sich wie folgt. Die zent-
rierten Ratings enthalten keine Information über die absolute Höhe der Rating-Werte mehr, 
sondern vielmehr Informationen über ihre relative Höhe zueinander. Dies kann insbesondere 
dann Vorteile bringen, wenn das Niveau der Rating-Skala nicht eindeutig verankert ist. Dies 
ist immer dann der Fall, wenn die Bewertungen auf der Skala lediglich in numerischer Form 
angegeben sind (z. B. 1 bis 7). Das Rating-Niveau kann dann von Benutzer zu Benutzer we-
gen unterschiedlicher Auffassungen über die Verankerung der Rating-Skala verschieden hoch 
ausfallen. Doch auch bei einer inhaltlich verankerten Rating-Skala (z. B. 1 = sehr schlecht, 
4 = mittel, 7 = sehr gut) kann dieses Problem noch existieren, wenn unterschiedliche Meinun-
gen über die Bezeichnung der Rating-Stufen vorliegen. Im Beispiel könnten dies unterschied-
liche Auffassungen über die Stufenbezeichnung �mittel� sein. 

Da bei der Mittelwertzentrierung nur noch die relative Höhe der Ratings zueinander be-
trachtet wird, ist lediglich eine Aggregation über die Ratings eines Benutzers sinnvoll. Würde 
man die Mittelwertzentrierung über die Bewertungen für ein Objekt vornehmen, so hätte man 
für die nachfolgenden Schritte keine Vorteile, da die Partialfunktion der Minkowski-Lq-
Metrik diese ohnehin eliminiert. Man betrachte dazu das Objekt j und die Benutzer a und i. 
Die Benutzer haben dieses Objekt mit den Ratings uaj und uij bewertet. Das Objekt j verfüge 
über einen Rating-Mittelwerte von uj . Seien ûaj und ûij die mittelwertzentrierten Ratings: 

 jajaj uuu −=�  bzw. jijij uuu −=�  (6-15) 

Die in D-BASIS verwendete mittlere euklidische Distanz basiert auf der Partialfunktion 
(Abschnitt 3.2.2.5.1). Man erkennt die Identität in der Berechnung zwischen den zentrierten 
und nicht-zentrierten Ratings: 

 ( ) ( ) ijajjijjajijaj uuuuuuuu �� −=−−−=−  (6-16) 
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Eine objektweise Mittelwertzentrierung hätte also keinen Effekt auf die Proximitätsberech-
nung. 

Neben der Mittelwertzentrierung läßt sich auch eine Standardisierung durchführen. Diese 
unterscheidet sich von der Mittelwertzentrierung dadurch, daß auch die Rating-Varianz eines 
Benutzers normalisiert wird. Für die Standardisierung verwenden wir durchgängig eine Vari-
anz von 1. Liegen für einen Benutzer identische Ratings für alle Objekte vor, so wird ledig-
lich eine Mittelwertzentrierung vorgenommen. 

Auf entsprechende Varianten des korrelationsbasierten Algorithmus wird verzichtet, da bei 
der Berechnung des Pearsonschen Korrelationskoeffizienten die Standardisierung implizit 
erfolgt. 

Die Simulations-Ergebnisse zeigen jedoch, daß die CENTER- und NORM-Variante im 
Linxx- und Eachmovie-Datensatz schlechtere Prognosegüten liefern als der Basis-
Algorithmus. Lediglich beim Jester-Datensatz liefert CENTER marginal bessere Ergebnisse 
als D-BASIS. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
CENTER 51,79% 1,25 1,24 0,83% 2,37 2,33 1,53% 11593 

Linxx 

NORM 52,82% 1,21 1,20 1,06% 2,23 2,19 1,65% 11018 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
CENTER 56,11% 0,95 0,92 2,94% 1,46 1,41 3,43% 10994 

Eachmovie 

NORM 54,83% 0,94 0,91 2,31% 1,41 1,36 3,62% 10085 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
CENTER 62,64% 4,15 3,62 12,60% 24,87 19,62 21,10% 14035 

Jester 

NORM 61,91% 4,12 3,63 12,03% 24,70 19,70 20,23% 14192 

Abb. 104: Simulations-Ergebnisse CENTER, NORM 

6.4.12 RELIA 

Bereits weiter oben wurde angesprochen, daß die Datenqualität bei Online-Erhebungen 
stets ein Problem darstellt. Es gibt unterschiedliche Möglichkeiten, um diese zu steigern oder 
zumindest einschätzen zu können. Hierzu bieten sich unter anderem Reliabilitätserhebungen 
an. In diesen Tests werden die Benutzer zeitlich nachgelagert gebeten, nochmals ihre Ratings 
für die Objekte abzugeben, die sie im Zuge der Benutzung des Systems abgegeben hatten. 

Man erreicht durch diesen Test-Retest eine Reihe von Effekten. Zum einen erhält man 
durch die Tatsache, daß sich ein Benutzer an der Reliabilitätserhebung beteiligt, bereits ein 
Indiz dafür, daß die von ihm beim ersten Besuch eingegebenen Ratings mehr als nur weißes 
Rauschen gewesen sein könnten. Weiterhin gibt ein Vergleich der Retest-Daten mit den Test-
Daten Aufschluß darüber, ob die Daten eines Benutzers eine hohe Reliabilität aufweisen. Dies 
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kann zum einen über die Korrelation der Datensätze miteinander sowie über die mittlere abso-
lute oder quadrierte Abweichung der Test-Ratings mit den Retest-Ratings ermittelt werden. 

Weiterhin lassen sich die Benutzer herausfiltern, deren Reliabilität über einem gewissen 
Grenzwert liegt. Damit wird es möglich, die Empfehlungsabgabe für zukünftige Benutzer 
ausschließlich auf der Basis von Benutzern durchzuführen, die über reliable Daten verfügen. 
Falls diese Auswahl der Benutzer tatsächlich entscheidende Vorteile bei der Empfehlungsab-
gabe bringen sollte, so haben zumindest die Benutzer etwas von der Auswahl, die das System 
ernsthaft benutzen möchten und selbst sinnvolle Daten eingeben. 

Einschränkend muß erwähnt werden, daß die Reduktion auf Benutzer mit nachgewiesener 
hoher Reliabilität zu ggf. einer massiven Verkleinerung der Datenmatrix führen kann. Man 
muß sich bewußt sein, daß das Löschen aller Benutzer, die � aus welchem Grunde auch im-
mer � nicht an der Reliabilitätserhebung teilgenommen haben, auch zu einem Verlust an mög-
licherweise sinnvollen Daten führen kann. 

Weiterhin muß in praktischen Applikationen zunächst überprüft werden, ob eine Reliabili-
tätserhebung überhaupt zweckmäßig erscheint. Hierbei muß vor allen Dingen geprüft werden, 
ob dies den Benutzern zuzumuten ist. Weiterhin müssen ggf. Anreize gesetzt werden, um aus-
reichend viele Benutzer für die Erhebung gewinnen zu können. 

Für die Datensätze Eachmovie und Jester liegen keinerlei Informationen bzgl. der Reliabili-
tät vor. Im Rahmen des Linxx-Experiments wurde jedoch eine Reliabilitäts-Erhebung durch-
geführt (Abschnitt 4.3). Abb. 105 zeigt die Häufigkeit der durchschnittlichen absoluten Diffe-
renzen der dort erhobenen alten und neuen Ratings. Die Einteilung in Kategorien erfolgte auf 
einem Intervall von 0,5, wobei das Intervall die Werte der unteren Schranke umfaßt und der 
oberen Schranke ausschließt. 
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Abb. 105: Verteilung der Differenz alter und neuer Ratings bei Linxx 

Für die Simulation der Variante RELIA wurden ausschließlich die Ratings der Benutzer 
verwendet, die eine mittlere absolute Differenz zwischen alten und neuen Ratings von nicht 
mehr als 1,5 hatten. Es wurden die alten Werte verwendet, um bei der Simulation lediglich die 
Reliabilitätsqualität der Daten zu berücksichtigen. Damit wird der Einfluß möglicher Verän-
derungen im Rating-Verhalten der Benutzer ausgeschlossen. Der Vergleich mit dem auf dem 
ganzen Datensatz angewendeten Basis-Algorithmus ist also unabhängig von derartigen Effek-
ten, egal ob diese positiv oder negativ auf die Prognosegüte hätten wirken können. 

Der gefilterte Datensatz umfaßt 235 Benutzer und 4766 Ratings mit numerischen Werten. 
Da der Datensatz nun weniger Benutzer umfaßt als bei den Simulationen für den Linxx-
Datensatz pro Variante berechnet wurden, erfolgte eine vollständige Simulation dieses Daten-
satzes. Dies bedeutet, daß jedes einzelne dieser Ratings eliminiert und prognostiziert wurde. 

Die Simulations-Ergebnisse finden sich in Abb. 106. Bei α zeigt sich jeweils ein etwas ge-
ringerer Wert als bei den jeweils auf dem gesamten Datensatz berechneten Basis-Varianten. 
Die Prognosefehler liegen für den verkleinerten Datensatz höher als beim Original-Datensatz. 
Dies gilt allerdings auch für die Mittelwertabweichung. Insbesondere bei Q-RELIA liegen 
auch die relativen Verbesserungen MAI und MSI deutlich unter der auf den vollständigen 
Daten berechneten Verfahren. 

Auch hier zeigt sich also, daß die korrelationsbasierten Varianten insbesondere bei kleine-
ren Benutzeranzahlen Nachteile gegenüber distanzbasierten Verfahren haben. Der Vorteil der 
vermutlichen höheren Datenqualität gleicht dies nicht aus. 

Zusammengefaßt kann aus dem Linxx-Experiment nicht gefolgert werden, daß eine Be-
schränkung der Empfehlungsbasis auf reliable Ratings Vorteile bringt. Hierbei ist jedoch auch 
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die geringe Benutzeranzahl in Betracht zu ziehen, welche sich nach der Filterung ergeben 
hatte. Eine allgemeine Ablehnung des Sachverhaltes kann also ebenfalls nicht erfolgen. 

Hier kann eine Parallele zu einer Studie zu Missing-Value-Verfahren aus dem Jahre 1977 
gezogen werden (Kim/Curry 1977). Hier wurde die Complete-Case-Analysis mit der Avai-
lable-Case-Analysis verglichen (s. Abschnitt 3.1.5.1). Die Available-Case-Analysis, welche 
alle verfügbaren Daten einbezieht, schneidet hier hinsichtlich der Prognosevalidität durchgän-
gig besser ab. 

 
Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 

D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
D-RELIA 54,28% 1,26 1,24 1,01% 2,49 2,46 1,23% 3928 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 

Linxx 

Q-RELIA 43,51% 1,23 1,35 -9,48% 2,36 2,95 -24,77% 3785 
Abb. 106: Simulations-Ergebnisse für RELIA 

6.5 Fazit 

Im folgenden werden die Simulations-Ergebnisse zusammenfassend dargestellt. Der Über-
sicht halber erfolgt dabei eine Einteilung in distanz- und korrelationsbasierende Varianten. 
Die PATTERN-Variante, für die ein Proximitätsmaß verwendet wurde, das sich nicht in diese 
beiden Kategorien einordnen läßt, wird den distanzbasierten Übersichten zugeordnet. 

Abb. 107 stellt den Anteil besserer Prognosen α für die distanzbasierenden Varianten ein-
schließlich PATTERN dar. 
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Abb. 107: Alpha für distanzbasierende Varianten 
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In Abb. 108 ist der Anteil besserer Prognosen α für die korrelationsbasierenden Varianten 
dargestellt. 
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Abb. 108: Alpha für korrelationsbasierende Varianten 

Alle Simulationsergebnisse sind in Abb. 111 im Anhang noch einmal tabellarisch zusam-
mengefaßt. Wie nicht anders zu erwarten, korrelieren MAI und MSI über sämtliche Ergebnis-
se sehr stark miteinander. Der Pearsonsche Korrelationskoeffizient beträgt 0,983 
(sig = 0,000), Kendalls Tau beträgt 0,955 (sig = 0,000). 

Aus diesem Grunde wird auf die grafische Darstellung der absoluten Prognosefehlerverbes-
serung MAI verzichtet. Es wird lediglich auf die quadrierte Prognosefehlerverbesserung MSI 
abgestellt. Abb. 109 stellt MSI für die distanzbasierenden Varianten und PATTERN dar. 
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Abb. 109: MSI für distanzbasierende Varianten 

Abb. 110 beinhaltet MSI für die korrelationsbasierenden Varianten. 
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Abb. 110: MSI für korrelationsbasierende Varianten 

Zusammenfassend läßt sich feststellen, daß Collaborative-Filtering-Verfahren zu einer 
teilweise deutlichen Reduzierung des Prognosefehlers von Präferenz-Prognosen beitragen 
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können. Die erzielte Prognosefehler-Reduzierung hängt dabei ganz wesentlich von dem ge-
wählten Verfahren und dem zugrunde liegenden Datensatz ab. 

Von den drei getesteten Datensätzen erwies sich der Jester-Datensatz als am geeignetsten 
für einen Einsatz von Collaborative-Filtering-Verfahren. Hierbei muß jedoch angemerkt wer-
den, daß der Anteil von Missing Values in diesem Datensatz als für Recommender-Systeme 
untypisch gering anzusehen ist. Ferner ist zudem festzustellen, daß ein überwiegender Anteil 
von Benutzern des Jester-Systems alle 70 bzw. 100 Witze bewertet hatte. Wenn ohnehin alle 
70 bzw. 100 Objekte präsentiert werden, und es lediglich auf die Reihenfolge der Präsentation 
ankommt, ist das eingangs definierte Ziel von Recommender-Systemen, nämlich die Auswahl 
einer Teilmenge von Objekten aus einer Gesamtmenge, zumindest in Frage gestellt. 

Der Eachmovie-Datensatz erweist sich als am zweitbesten geeignet für die untersuchten 
Verfahren. An dritter Stelle steht der Linxx-Datensatz, welcher in einer Reihe von Varianten 
jedoch auch noch mit deutlicher Verbesserung gegenüber Mittelwerten abschneidet. 

Verbesserungen hinsichtlich der Prognosegüte gegenüber MEANS sind damit in allen drei 
Datensätzen festzustellen. Die allgemeine Eignung von Collaborative-Filtering-Algorithmen 
gegenüber nicht-individualisierten Mittelwerten kann durch diese Arbeit somit gestützt wer-
den. 

Basierend auf zwei Basis-Algorithmen wurde eine Reihe unterschiedlicher algorithmischer 
Varianten untersucht. Unabhängig vom Datensatz ist festzustellen, daß die distanzbasierten 
Algorithmen durchgängig besser abschneiden als die korrelationsbasierten Algorithmen. Die 
Resultate zeigen vor allen Dingen sehr deutlich, daß eine zu geringe Anzahl von Mentoren die 
Prognosegüte der Algorithmen nachhaltig verschlechtert. 

Gute Resultate bringen unter anderem der distanzbasierte Basis-Algorithmus D-BASIS und 
die Variante PATTERN, welche ein sehr einfaches Proximitätsmaß verwendet. 





 

7 Zusammenfassung 

7.1 Ergebnisse der Untersuchung 

Diese Arbeit beschäftigt sich mit Collaborative Filtering. Es handelt es sich hierbei um ein 
Prognoseverfahren, welches sich insbesondere für die Verwendung in Interaktiven Medien 
wie dem Internet eignet. 

Die Behandlung der Thematik wurde in drei Teilbereichen durchgeführt. Zum ersten 
erfolgte eine Einordnung der Collaborative-Filtering-Verfahren in den Kontext der Mis-
sing-Value-Analyse. Er wurde aufgezeigt, daß sich Collaborative Filtering als Missing-Value-
Verfahren auffassen läßt. Es wurden weiterhin Vorschläge unterbreitet, in welcher Weise 
Proximitätsmaße zu modifizieren sind, um bestimmte nachteilige Effekte bei der Distanzbe-
stimmung zwischen Benutzern unter Missing Values zu vermeiden. Anschließend wurden 
zwei Basis-Algorithmen eingeführt, die im weiteren Verlauf der Untersuchung als Grundlage 
für das Feld-Experiment und die Simulationsstudie dienen. 

Zweitens wurde eine empirische Untersuchung der Leistungsfähigkeit von Collaborative-
Filtering-Verfahren anhand zweier �Basis-Algorithmen� vorgenommen. Hierzu wurde das 
Feld-Experiment �Linxx� durchgeführt. Die Ergebnisse dieses Experiments haben gezeigt, 
daß Collaborative-Filtering-Verfahren in der Lage sind, bessere Präferenz-Prognosen als 
nicht-individualisierte Verfahren abzugeben. Der distanzbasierte Basis-Algorithmus erweist 
sich dabei gegenüber dem korrelationsbasierenden Algorithmus als durchgängig geeigneter. 
Dies gilt auch für die Länge der Bootstrapping-Phase des Systems. Für den 
korrelationsbasierten Algorithmus ist es von großer Wichtigkeit, daß der aktive Benutzer über 
eine gewisse Varianz in seinem Benutzerprofil verfügt. 

Als weiteres Ergebnis des Experiments ist festzuhalten, daß Collaborative-Filtering-
Verfahren gegenüber Mittelwerten um so bessere Ergebnisse liefern, je weiter der Geschmack 
des aktiven Benutzers vom �Mainstream� entfernt liegt. Außerdem ist die Prognosegüte für 
Objekte, bei denen die Präferenz des Benutzers �Off-Mainstream� liegt, ebenfalls deutlich 
besser als bei �Mainstream-Produkten�. 

Die detailliertere Analyse ergibt, daß beide Collaborative-Filtering-Verfahren schlechtere 
Ergebnisse als MEANS liefern, wenn das Rating des Benutzers sich nur gering vom Mittel-
wert für das betreffende Objekt unterscheidet, d. h. wenn der Benutzer einen �Mainstream-
Geschmack� hat. Die Verfahren eignen sich besonders zur Prognose von Objekten, bei denen 
die Präferenz des Benutzers �Off-Mainstream� liegt. 

Weitere interessante Erkenntnisse konnten durch die Untersuchung der Prognosegüte in 
Abhängigkeit der Prognose-Mittelwert-Abweichung (PMA) gewonnen werden. Bei höheren 
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PMA-Werten liefert Collaborative Filtering deutlich bessere Ergebnisse als MEANS. Diese 
Erkenntnis läßt sich in der Praxis tatsächlich nutzen, um die Prognosegüte zu verbessern. 

Der Bekanntheitsgrad von Objekten scheint nur einen geringen Einfluß auf die Prognosegü-
te zu haben. Allerdings zeigen sich Vorteile bei der Verwendung des distanzbasierten Basis-
Algorithmus bei Objekten mit hohem Bekanntheitsgrad. Deutlicher zeigt sich das Bild bei 
besonders beliebten oder unbeliebten Objekten: Hier schneiden die Collaborative-Filtering-
Verfahren überdurchschnittlich gut ab. Weiterhin leisten die Verfahren bei besonders umstrit-
tenen Objekten bessere Ergebnisse als bei weniger oder kaum umstrittenen Objekten. 

Ein weiterhin interessantes Ergebnis ist, daß eine höhere Anzahl von Ratings nicht zwin-
gend eine Verbesserung der Prognosegüte nach sich zieht. Die Prognosegüte nimmt sogar mit 
steigender Anzahl von Ratings ab. In Abschnitt 5.5.1 wurden einige Erkärungsversuche für 
dieses zunächst überraschende Ergebnis unternommen. 

Als dritte Zielsetzung dieser Arbeit wurde die Ableitung und Untersuchung von metho-
dischen Varianten des Verfahrens angegangen. Dazu wurden basierend auf den beiden Ba-
sis-Algorithmen weitere Varianten entwickelt. Alle 29 Varianten wurden anhand von Simula-
tionsrechnungen auf ihre Leistungsfähigkeit hin untersucht. Neben dem Linxx-Datensatz, der 
im Rahmen des Feldexperiments aufgezeichnet wurde, wurden zwei weitere Datensätze, der 
Eachmovie- und der Jester-Datensatz, bei den Simulationsrechnungen zugrunde gelegt. 

Allgemein erwies sich die Eignung der anderen beiden Datensätze im Vergleich mit Linxx 
als besser. Die Verbesserung der Prognosegüte gegenüber Mittelwerten liegt deutlich höher. 
Die korrelationsbasierenden Varianten bleiben bei allen drei Datensätzen hinter den distanz-
basierenden Varianten zurück. 

Ein allgemein am besten geeigneter Algorithmus konnte nicht gefunden werden. Die opti-
male Wahl hängt offensichtlich vom Datensatz und Anwendungsfeld des Algorithmus ab. 

7.2 Management-Implikationen 

Diese Arbeit beschäftigt sich mit der Leistungsfähigkeit von Collaborative-Filtering-
Verfahren. Die vorangehenden Abschnitte haben gezeigt, daß mit Collaborative Filtering in 
Abhängigkeit von Algorithmus und Datensatz hervorragende Prognoseergebnisse möglich 
sind. Die Ergebnisse dieser Arbeit sind aus diesem Grunde nicht nur für Wissenschaftler aus 
den Bereichen Innovationsmanagement und Marketing von direkter Relevanz, sondern auch 
für Entscheidungsträger in Unternehmen, die One-to-One-Marketing bereits betreiben oder 
dieses planen. 

Die zentrale Frage, die sich dem Entscheider im Unternehmen zunächst stellt ist, ob 
Collaborative Filtering die richtige Option für den Einsatz in seinem Unternehmen darstellt. 
Diese Frage ist nicht pauschal zu beantworten. Vielmehr hängt die Einsatzfähigkeit der 
Collaborative-Filtering-Methodik von einer Reihe von Einzelkriterien ab. 
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Zunächst ist zu untersuchen, ob mit einer ausreichenden Anzahl von Benutzern gerechnet 
werden kann, so daß sinnvolle Prognosen abgegeben werden können. Die Frage nach der 
Mindestanzahl an Benutzern ist pauschal nicht zu beantworten. Diese Anzahl hängt selbst 
wiederum von einer Reihe von weiteren Kriterien ab. Hierzu zählen vor allen Dingen die An-
zahl der Objekte, die Anzahl Ratings pro Benutzer und die Verteilung der Ratings auf die 
Objekte. Weitere wichtige Parameter sind die Neuzugangsrate bzw. die Fluktuation der Ob-
jekte. Ist das Verhältnis von neuen Ratings zu neuen Objekten zu klein, führt dies zu einer 
sehr dünn besetzten Rating-Matrix. Dies kann zu negativen Auswirkungen auf die Prognose-
güte der Algorithmen führen. 

Neben den oben genannten Parametern ist jedoch auch das Umfeld zu beachten, in dem das 
Verfahren angewendet werden soll. Zunächst müssen Daten über den Benutzer vorliegen, 
bevor mit Collaborative Filtering Prognosen erstellt werden können. Falls die implizite Erhe-
bung von Benutzerdaten nicht möglich oder nicht aussagekräftig ist, muß der Aufwand auf 
Seiten des Benutzers für die explizite Erhebung von Benutzerdaten abgeschätzt werden. Wei-
terhin ist auch die Validität der eingegebenen Daten in Betracht zu ziehen, soweit dies mög-
lich ist. Es handelt sich hierbei jedoch um kein spezifisches Problem des Collaborative Filte-
ring, sondern um eine allgemeine Notwendigkeit bei der Anwendung von Individualisie-
rungsverfahren: Ohne persönliche Daten ist keine Personalisierung möglich. 

Neben diesen wichtigen Fragen ist jedoch vor allem die Eignung der Datensatzstruktur für 
Collaborative-Filtering-Algorithmen zu untersuchen. Dieser Frage kann mit Hilfe von 
Simulationsrechnungen nachgegangen werden. Die Analyse der Simulationsergebnisse gibt 
Aufschluß darüber, ob Collaborative Filtering ein geeignetes Prognoseverfahren für die 
vorliegenden Daten ist. Zu überprüfen ist, welche Prognosegüte sich im Vergleich zu 
Mittelwerten oder auch anderen Individualisierungsverfahren erzielen läßt. 

Zur Durchführung einer solchen Analyse muß zunächst jedoch ein Datensatz vorliegen. Die 
Erhebung eines realistischen Datensatzes ist in vielen Fällen keine triviale Aufgabe. Die Da-
ten müssen zum einen im einem realistischen Szenario erhoben werden. Zum anderen steigen 
mit der Realitätsnähe jedoch auch die Kosten für die Erhebung. Weiterhin muß abgeschätzt 
werden, wie viele Benutzer an der Erhebung teilnehmen sollen. Falls keine Möglichkeit zur 
Erhebung eines Datensatzes besteht, kann ggf. noch auf Datensätze mit Objekten aus ähnli-
chen Kategorien zurückgegriffen werden. 

Auf Basis der oben genannten Analysen kann dann eine betriebswirtschaftlich fundierte, ra-
tionale Entscheidung für oder wider Collaborative Filtering getroffen werden. Im Rahmen 
dieser Entscheidung muß eine Nutzenanalyse durchgeführt werden. Diese hat auch den 
Zweck des Verfahrens einzubeziehen. Soll der Content einer Website individualisiert werden? 
Will man individualisierte Werbung schalten? Soll ein Recommender-System betrieben wer-
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den? Oder soll Collaborative Filtering gar zum �Aufhänger� des Gesamtsystems gemacht 
werden (wie z.B. bei Linxx oder MovieCritic)? 

Der Gesamtnutzen des Einsatzes von Collaborative Filtering ist dem erwarteten Aufwand 
gegenüberzustellen. Da sich in naher Zukunft vermutlich noch einiges im Bereich der Ver-
fügbarkeit und der Investitionskosten von Collaborative-Filtering-Software bewegen wird, 
soll zur Höhe der Anschaffungs- und den Betriebskosten eines Collaborative-Filtering-
Systems an dieser Stelle keine Aussage getroffen werden. 

Ist die Entscheidung getroffen, Collaborative-Filtering-Algorithmen einzusetzen, sollten 
während des Betriebs laufend Ergebniskontrollen oder Simulationsrechnungen mit unter-
schiedlichen Prognoseverfahren durchgeführt werden. Auf diese Weise läßt sich der tatsächli-
che Erfolg des Collaborative-Filtering-Einsatzes messen. Weiterhin können suboptimale Al-
gorithmen erkannt und durch vorteilhaftere ausgetauscht werden. 

Bei Beachtung der angeführten Empfehlungen und Vorgehensweisen ist Collaborative Fil-
tering eine interessante Option zur Individualisierung von Angeboten in Interaktiven Medien. 
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Anhang 

Liste der Websites 

Die folgende Tabelle enthält die in der Linxx-Datenbank abgelegten Websites. 
Bekanntermaßen kann sich die URL (Uniform Resource Locator) von Websites ändern, so 
daß nicht zwingend jede Website nach Drucklegung noch existiert oder unter der angegeben 
Adresse erreichbar ist. 

Die Symbole in der folgenden Tabelle haben folgende Bedeutung: 
 

bj Bekanntheitsgrad der Website j 
n Anzahl numerischer Ratings für Website j (ohne „kenne ich nicht“) 

ju~  Mittleres Rating für Website j über alle Benutzer 

 

Website URL ju~  bj n 
2600 - Hacked Sites www.2600.com/hacked_pages 4,49 25,66% 68 
Abwerk – Fabrikverkauf im 
Internet 

www.abwerk.de 4,38 24,89% 55 

ADAC online www.adac.de 4,92 39,79% 154 
Advance Bank www.advance.de 4,89 22,42% 37 
Akte-X auf deutsch privat.schlund.de/akte-x 4,41 9,66% 17 
AktienCheck www.aktiencheck.de 5,11 23,75% 19 
Aktienwelt www.aktienwelt.de 3,73 12,87% 26 
Alando www.alando.de 5,26 34,44% 31 
Allegra www.allegra.de 4,22 16,67% 18 
Alta Vista www.altavista.com 5,30 82,88% 1370 
Amazon.de www.amazon.de 5,49 53,46% 696 
Amica Chat www.playground.de/talk/amicatalk/iindex.html 4,20 13,74% 25 
Anrufbeantworter Sound Files www.informatik.uni-rostock.de/~lucke/ab.html 5,13 25,53% 48 
Arcor www.arcor.de 4,58 32,10% 52 
Armageddon www.hollywood.com/sites/armageddon/ 3,73 14,13% 26 
Artworld www.artworld.de 4,45 8,80% 11 
As Far As I Can See privat.schlund.de/detrtg/index.htm 4,27 21,65% 55 
Asterix-Lexikon www.comedix.de 4,75 18,82% 51 
Atevo Postcards www.atevo.com/interactions/postcards 4,21 10,86% 19 
Audio-On-Demand www.Audio-On-Demand.de 4,34 15,24% 32 
Auktionet www.auktionet.de 4,46 12,90% 28 
Auto.de www.auto.de 4,65 19,47% 37 
Autobild-Online www.autobild.de 4,15 27,27% 33 
AutoCity www.autocity.de 4,05 11,54% 21 
Autsch.de www.autsch.de 5,33 35,52% 184 
Bank 24 www.bank24.de 4,71 33,23% 107 
Bannertest www.bannertest.de 2,86 29,17% 7 
Basketball Bundesliga Online www.bundesliga-online.de 3,26 7,98% 19 
Beetlemania www.beetlemania.de 4,24 18,81% 41 
BERLIkus – Kleinkunst Berlin www.kleinkunst-berlin.de 2,75 10,00% 8 
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Berlin Online www.berlinonline.de 4,80 25,00% 64 
Berliner Morgenpost Online www.berliner-morgenpost.de 4,67 20,42% 39 
Berliner Zeitung www.BerlinOnline.de/aktuelles/berliner_zeitung 4,75 25,85% 76 
Bigfoot www.bigfoot.de 4,65 24,15% 57 
Bikini.com www.bikini.com 4,21 21,00% 42 
Bild Online www.bild.de 3,90 40,79% 195 
Bildschirmschoner.de www.bildschirmschoner.de 4,93 36,72% 123 
Blaupunkt New York Simula-
tion 

www.blaupunkt.de/simulations/nydef_de.html 4,47 17,48% 36 

BMW www.bmw.com 4,71 33,06% 82 
Boerse.de boerse.de 4,45 24,54% 67 
BOL - Ihre Internetbuchhand-
lung 

www.bol.de 4,84 30,50% 61 

Bonanzas Bildschirmschoner bonanzas.com/ssavers 4,33 14,75% 27 
Brigitte Infoline www.brigitte.de 3,33 13,33% 12 
Buch.de www.buch.de 4,81 32,47% 63 
buch+medien Online www.buchhandel.de 4,52 17,03% 31 
Bücher.de www.buecher.de 5,04 32,29% 103 
Buchversand Dr. Claus Steiner www.buch-steiner.de 4,06 8,82% 18 
Bund der Steuerzahler www.steuerzahler.de 4,48 14,29% 25 
Bunte Online www.bunte.de 3,90 26,34% 49 
Bürgerinitiative für animierte 
Verkehrszeichen 

home.t-online.de/home/Lienke/bifaz.htm 4,68 25,29% 66 

Business Channel www.bch.de 5,31 26,11% 100 
BZ Online www.bz-berlin.de/bz 4,61 21,38% 31 
Capital - Das Wirtschaftsma-
gazin 

www.capital.de 5,24 34,36% 112 

Cars Online www.carsonline.de 4,44 14,59% 27 
CD4You www.cd4you.de 4,72 25,97% 47 
CD-Billig www.cd-billig.de 4,38 22,02% 48 
CD-Now www.cdnow.com 5,02 33,04% 112 
Celebrity Pictures www.celebritypictures.com 4,86 29,83% 88 
Chartsteam.de www.chartsteam.de 4,50 6,56% 8 
ChatWorld www.chatworld.de 4,17 17,86% 35 
Cheap-Call www.billiger-telefonieren.de 5,02 21,30% 46 
Cheat Base member.ycom.at/~kronf/inmf1024.htm 4,41 12,80% 27 
Chip Online www.chip.de 5,32 43,81% 361 
Christliche Werbeslogans www.feg.pair.com/werbung/index/index.html 3,48 19,55% 69 
Cinema www.cinema.de 4,65 22,22% 54 
Cinemaxx www.cinemaxx.de 4,63 23,44% 60 
City 24 www.city24.de 4,68 28,57% 34 
Cityweb www.cityweb.de 4,42 23,13% 31 
Click-City www.click-city.de 4,18 14,14% 28 
Club Med www.clubmed.com 4,21 15,56% 28 
CNN Interactive www.cnn.com 5,20 33,45% 184 
Coca-Cola www.cocacola.com 4,13 19,50% 39 
Comdirect Bank Informer www.comdirect.de/informer/index.htm 5,14 33,52% 180 
Community Place vs.spiw.com 4,50 4,85% 8 
Condor www.condor.de 4,64 23,47% 50 
Connect Online www.connect-online.de 4,55 12,99% 20 
ConnectTV connecTV.2nd.net 4,89 18,06% 54 
Conrad Elektronik www.conrad.de 4,93 47,77% 364 
Consors www.consors.de 5,20 29,48% 79 
Coupe www.coupe.de 4,46 36,72% 123 
Crawler.de www.crawler.de 4,55 27,15% 60 
Crossword.de www.crossword.de 3,79 8,38% 14 
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ct - magazin für computer 
technik 

www.heise.de/ct 5,46 41,92% 340 

ctimes-net network.ctimes.net 4,20 10,99% 20 
Cyber-CD www.cybercd.de 4,45 14,50% 29 
Cyber-Finance www.cyber-finance.com 4,32 11,40% 22 
Cybershop www.cybershop.com 4,39 21,81% 41 
Cybertown www.cybertown.com 4,55 15,71% 11 
Cypher www.cache.net/~eyestorm/Splash.html 4,47 8,57% 15 
Daniels Witzseite www.fh-merseburg.de/~freyer/witze.htm 4,56 14,81% 32 
Das kleine Arschloch www.kleines-arschloch.de 4,60 29,24% 81 
Das Nobelpreis Internet-Archiv www.nobelprizes.com 4,29 11,01% 24 
Das Quantum-
Postleizahlenbuch 

www.quantum.de/cgi-bin/welcome/cgi-bin/plz 4,64 14,93% 33 

Datatip www.datatip.de 5,14 24,15% 50 
David Mendelsohn www.davidm.com 4,14 11,34% 22 
Debenport Fine Art Photogra-
phy 

www.debenport.com 5,26 39,23% 244 

Deja News www.dejanews.com 4,89 30,11% 106 
Der deutsche Email-
Schachclub 

members.xoom.com/klusi/index.htm 4,00 10,00% 24 

Der Geizhals www.geizhals.de 4,45 25,23% 55 
Der Seitensprung-Ratgeber seitensprung.purespace.de 4,28 21,33% 32 
Der Spiegel Online www.spiegel.de 5,26 71,39% 1138 
DeShima www.deshima.de 4,24 10,88% 21 
Deutsche Telekom www.telekom.de 4,30 75,22% 1199 
Deutsche Welle tv www.mediaweb-tv.de/dwtv 4,32 14,14% 28 
Deutscher Fußball-Bund www.dfb.t-online.de 3,69 23,33% 42 
Deutscher Wetterdienst www.dwd.de 4,78 29,82% 65 
Die Bundesligabörse www.bundesligaboerse.de 4,26 17,15% 47 
Die deutsche Akte-X Seite ourworld.compuserve.com/homepages/flohr/ 4,00 15,38% 28 
Die Koppel www.koppel.de 3,07 8,77% 15 
Die Preiswächter home.t-online.de/home/die.preiswaechter/ 4,61 24,71% 85 
Die schönsten Dialogboxen www.swr3.de/Dialoge 4,33 25,83% 78 
Die Siedler von Catan www.lrz-muenchen.de/~zbiek/Siedler/ 4,78 20,44% 37 
Die Sony Jukebox www.sonymusic.com/jukebox/ 4,48 12,50% 27 
Die Welt Online www.welt.de 5,02 33,97% 124 
Die wirrtuelle Kn@rr Familie knarr.germany.net/knarr.htm 4,39 16,09% 28 
Die Zeit www.zeit.de 5,27 40,35% 255 
Digital Camera Resource Page www.dcresource.com 4,38 8,44% 13 
Dilbert Comics www.unitedmedia.com/comics/dilbert 4,77 25,52% 86 
Dino-Online www.dino-online.de 4,84 37,43% 128 
DM-Online www.dm-online.de 5,15 34,79% 143 
Don-L www.don-l.de 4,00 12,73% 7 
Dr. Solomon www.drsolomon.de/home/index.cfm 4,97 22,88% 62 
Dragan und Alder www.104.6rtl.com/crew/dragan/body_dragan.html 4,61 26,92% 28 
Dreiundzwanzig www.dreiundzwanzig.de 4,65 11,61% 26 
DSF Sportsworld www.dsf.de 4,71 24,06% 51 
Ebay www.ebay.com 3,87 17,83% 23 
Einkauf24 www.einkauf24.de 4,36 19,44% 42 
Elke.com - Beamtenwitze www.elke.com/witze/witze.htm 4,55 16,22% 42 
Elle Online www.elle.de 4,45 17,32% 22 
Eltern www.eltern.de 4,63 14,04% 8 
Encyclopedia Mythica pantheon.org/mythica 4,68 12,08% 25 
Entry: Verzeichnis deutscher 
WWW-Server 

www.entry.de 4,91 14,80% 33 

E-Plus www.eplus.de 4,00 21,37% 25 
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Erste Deutsche Online-Auktion www.auktion.com/start.htm 3,76 20,24% 34 
Euroski eucenter.com/ski 3,15 9,48% 20 
Excite www.excite.de 5,01 48,28% 394 
Expresso-Online www.expresso-online.com 4,10 10,53% 20 
Fahrplanauskunft der Deut-
schen Bahn 

bahn.hafas.de 5,05 60,76% 788 

Falk-Online Travel Center www.falk-online.de 4,94 26,71% 78 
Farts.com www.farts.com 3,88 11,64% 17 
Fenchels Funserver www.uni-koblenz.de/~fenchel/index2.html 3,71 11,67% 21 
Film.de www.film.de 4,94 26,23% 107 
Financial News Network www.fnet.de 4,94 15,89% 17 
Finanztip.de www.finanztip.de 4,48 12,89% 25 
Fireball www.fireball.de 5,32 67,41% 937 
Firefly www.firefly.net 3,84 10,08% 25 
Flug.de www.flug.de 4,91 30,10% 87 
Fluggesellschaften www.fluggesellschaften.de 4,23 22,22% 44 
Fluxx.com AG www.fluxx.com 4,73 27,52% 30 
Focus Online www.focus.de 5,27 80,24% 1340 
Forbes.com www.forbes.com 3,88 20,48% 17 
FortuneCity.de www.fortunecity.de 4,50 31,78% 34 
Foto-Art Jaede www.jaede.com 4,57 24,90% 61 
Frankfurter Rundschau Online www.frankfurter-rundschau.de 4,85 25,48% 40 
Freddy Quinn Club privat.schlund.de/freddy-quinn-club 1,90 13,21% 21 
Freewarepage.de www.freewarepage.de 5,21 33,75% 162 
Freundin Online www.freundin.com 4,03 19,43% 34 
Friend-Factory www.friendfactory.de 4,42 17,39% 12 
Fun Online www.funonline.de 4,21 18,38% 34 
Funcity www.funcity.de 4,51 18,86% 43 
Gamehouse www.gamehouse.de 4,59 17,73% 39 
Games Zone www.gameszone.de 4,55 18,65% 47 
Gemm www.gemm.com 3,68 12,09% 22 
Geo Explorer www.geo.de 5,51 40,72% 338 
GeoCities www.geocities.com 4,82 29,90% 93 
Gewinnspiele.com www.gewinnspiele.com 4,97 38,06% 153 
Gewinnspiele.de www.gewinnspiele.de 4,92 42,61% 199 
GMX www.gmx.de 5,22 34,91% 162 
Go Network www.go.com 4,48 14,80% 29 
Godzilla www.godzilla.com 4,34 17,49% 32 
Gratis 2000 www.gratis2000.de 4,78 22,09% 55 
Hamburger Morgenpost Online www.mopo.de 4,28 19,05% 36 
Handelsblatt Interaktiv www.handelsblatt.de 5,07 33,75% 135 
Hanfblatt www.hanfblatt.de 3,48 12,20% 25 
Hapag-Lloyd www.hapag-lloyd.de 4,46 18,23% 37 
Harald-Schmidt-Show www.harald-schmidt-show.de 4,81 41,86% 257 
Hard Rock Cafe www.webandmore.de/hardrock 3,91 16,02% 33 
Harley Davidson www.harley-davidson.com 4,59 15,84% 32 
Hauptgewinn.de www.hauptgewinn.de 4,49 24,48% 47 
Haus und Garten www.haus.de 4,71 23,49% 35 
Heise Online www.heise.de 5,30 31,72% 105 
Helge Schneider Fan-Site privat.schlund.de/Helge-Schneider 2,92 18,50% 37 
Helmuts Humorarchiv homepages.munich.netsurf.de/Helmut.Sasse 4,60 17,33% 35 
Herberts Männerseiten www.maennerseiten.de 4,90 33,97% 142 
hitch-hiker www.hitch-hiker.de 3,83 10,53% 18 
Hollywood Stock Exchange www.hsx.com 4,00 4,82% 8 
Horizont.net www.horizont.net 4,65 17,97% 23 
Hot Gossip www.camelot-group.com/hotgossip 3,31 9,64% 16 
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Hotel Reservation Service 
(HRS) 

www.hrs.de 4,99 28,79% 95 

Hotmail www.hotmail.de 4,40 30,45% 67 
ICQ www.icq.com 4,59 26,07% 85 
Ikea www.ikea.de 4,41 28,38% 63 
Inference Find! www.infind.com/infind_de 4,43 8,92% 14 
Info Pool für Windows 
95/98/NT 

www.windows-98.de 5,04 29,17% 91 

InfoBeat www.infobeat.com 4,64 9,21% 14 
Infoseek www.infoseek.com 4,84 36,45% 148 
Infoworld www.infoworld.com 4,43 7,57% 14 
Internet Gaming Zone www.zone.com 4,58 16,33% 40 
Internet Movie Database www.imd.com 4,81 16,93% 43 
Internet-Aktien www.internetventure.de 4,57 21,21% 14 
IQ-Anzeigen www.iqanzeigen.de 4,65 17,29% 37 
Jaxx-Lottokiosk www.jaxx.de 5,65 79,83% 1247 
Jobware www.jobware.de 4,41 14,86% 22 
KaffeeHaus - Das Internet-
Planetarium  

www.astronomie.de 4,76 8,50% 17 

Kaufwas! www.kaufwas.com 4,18 16,04% 34 
Kicker Online www.kicker.de 4,26 22,44% 46 
Kieler Nachrichten www.kn-online.de 3,94 17,37% 33 
Kino-Web www.kinoweb.de 4,69 14,15% 29 
Kochatelier www.kochatelier.de 4,71 23,29% 34 
Köln City-Guide www.city-guide.de 4,70 21,46% 44 
Kostenlos.de www.kostenlos.de 5,45 70,11% 1114 
Krähseite www.kraehseite.de 5,04 22,95% 56 
Kress Online www.kress.de 4,63 17,27% 24 
Länderauskunft des deutschen 
Auswärtigen Amts 

www.auswaertiges-amt.de/5_laende/index.htm 4,97 22,79% 62 

Langenscheidt www.langenscheidt.de 5,01 31,08% 129 
Lauda Air www.laudaair.com 4,25 16,67% 28 
Leo-Wörterbuch dict.leo.org 5,17 29,53% 75 
Libri.de www.libri.de 4,86 24,51% 63 
Lifeline www.lifeline.de 3,55 11,34% 11 
Lindenstrasse www.lindenstrasse.de 3,34 22,36% 70 
Linux Online www.linux.org 5,29 32,88% 120 
Logis Witz-Seiten privat.schlund.de/ef33-1-3/witze.htm 4,66 21,91% 71 
Lotto Team www.LottoTeam.to 3,07 14,14% 14 
Lotto-Hauptgewinn www.lotto.hauptgewinn.de 4,00 23,40% 62 
LTU - Die Ferienflieger www.ltu.de 4,84 27,93% 62 
Ltur www.ltur.de 4,91 29,88% 75 
Lufthansa www.lufthansa.com/dhome.htm 5,09 40,46% 176 
Lycos www.lycos.de 5,06 78,33% 1236 
MagnNet www.magnnet.com 3,00 7,42% 19 
Mankind www.mankind.net/deutsch/index.htm  4,25 6,82% 12 
Mantz Pamela Anderson Foto-
sammlung 

www.mantz.de/Stars/PAnderson/mp.htm 3,58 24,79% 89 

McDonalds Deutschland www.mcdonalds.de 3,61 17,72% 28 
Meine-Familie-und-ich Online www.meine-familie-und-ich.de 4,69 22,29% 35 
MetaGer meta.rrzn.uni-hannover.de 5,58 32,81% 188 
Metropolis www.metropolis.de 4,43 14,29% 35 
Micky Maus Magazin www.disney.de/micky-maus-magazin/ 4,25 16,95% 20 
Microsoft Games www.eu.microsoft.com/games/ 4,30 20,81% 46 
Mirskys Alkohol-Surftest www.turnpike.net/~mirsky/drunk/ 3,37 16,07% 27 
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Miss und Mister Homepage www.fortunecity.de/thekenhausen/doppelblick/25/i
ndex.html 

4,14 13,41% 22 

Mister PiX www.mister-pix.com 4,18 9,40% 11 
Mobilcom www.mobilcom.de 4,28 32,47% 50 
mobile.de www.mobile.de 4,38 13,83% 13 
MoMa - Museum of Modern Art www.moma.org 4,89 20,73% 57 
Money-Docs www.money-docs.de 4,53 10,06% 17 
Morgenwelt www.morgenwelt.de 4,27 12,50% 22 
motor-presse-online www.motor-presse-online.de 3,67 13,79% 12 
Motorrad Online www.motorradonline.de 4,35 19,92% 52 
Movie World www.movieworld.de 4,43 10,80% 23 
MP3.com www.mp3.com 5,17 39,73% 118 
Mplayer.com www.mplayer.com 4,33 13,43% 27 
MTN SMS www.mtn.co.za/sms/secure/normal.html 3,90 17,37% 29 
MTV Home www.mtv-home.de 4,56 23,56% 45 
My-World www.my-world.de 4,33 34,08% 91 
Neckermann Online www.neckermann.de 4,50 22,11% 44 
Nerve www.nerve.de 4,92 36,43% 141 
Netscape Netcenter home.netscape.com 4,95 45,98% 280 
Netzmarkt www.netzmarkt.de 4,33 26,19% 33 
Netzpiloten www.netzpiloten.de 4,55 26,19% 22 
New York Camera www.ny-camera.com 4,42 11,43% 24 
NFL.com www.nfl.com 3,63 11,59% 32 
Nice To Meet You www.nicetomeetyou.de 4,55 20,39% 42 
N-Joy Online www.n-joy.de 4,50 9,22% 20 
No Smoke - Alles über das 
Rauchen 

www.rauchen.de 2,25 9,09% 4 

Nokia www.nokia.de 4,85 27,64% 68 
Nordwest.net www.nordwest.net 4,83 7,06% 6 
o.tel.o www.o-tel-o.de 4,27 25,23% 56 
OANDA Währungsrechner www.oanda.com/converter/classic?lang=de 4,91 23,19% 80 
Oase.de www.oase.de 4,34 13,97% 32 
Oellerich oellerich.com 4,29 19,00% 42 
Oneview - Bookmarkverwal-
tung online 

www.oneview.de 4,79 16,67% 38 

Online Today www.online-today.de 5,17 36,18% 182 
Online-TV onlinetv.tvtoday.de 4,87 21,43% 54 
OnSale www.onsale.com 4,21 11,88% 24 
Opera Software www.operasoftware.com 4,69 17,07% 35 
Ottifant.de www.ottifant.de 4,73 18,96% 40 
Otto-Versand www.otto.de 4,72 42,76% 189 
Paperball www.paperball.de 4,98 32,47% 50 
PC-Welt www.pcwelt.de 5,33 46,27% 441 
Pimpernel Online-Games www.pimpernel.com 4,17 10,70% 23 
Planet Mahlzeit! www.geocities.com/TimesSquare/Alley/2203/inde

x.html 
4,57 16,72% 49 

Playboy Online www.playboy.com 4,68 37,56% 169 
PlayGround Chat www.playground.de/talk/amicatalk/iindex.html 4,00 13,93% 28 
Politik-Digital www.politik-digital.de 4,76 15,04% 17 
Porsche www.porsche.com 4,81 25,26% 72 
PostPet www.postpet.de 3,80 10,64% 20 
Praline Online www.praline.de 4,03 37,66% 148 
Preis-Vergleich www.preis-vergleich.de 4,74 23,58% 54 
Preiswärter www.preis.de 4,87 28,20% 86 
Pretty Good Privacy www.nai.com/default_pgp.asp 4,81 21,51% 57 
Primus Online www.primusonline.de 4,18 20,53% 39 
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Pro Buy www.probuy.de 3,67 7,89% 12 
Pro Familia www.profa.de 3,90 18,26% 40 
ProSieben Online www.pro-sieben.de 5,00 44,42% 235 
Quarx www.quarx.de 4,84 22,42% 37 
Quelle Bank www.quelle-bank.de 4,17 25,55% 35 
Quelle-Versand www.quelle.de 4,57 37,08% 122 
Radarfalle.de www.radarfalle.de 4,65 23,05% 68 
Ran Online www.ran.de 4,71 40,65% 274 
Ravensburger Spieleverlag www.ravensburger.de 4,27 16,16% 37 
Reiseplanung www.reiseplanung.de 5,40 36,98% 125 
Reuters www.reuters.com 4,85 27,46% 95 
Ricardo.de www.ricardo.de 5,05 29,37% 84 
Robinson Club www.robinson-club.de 3,65 13,33% 26 
RP-Online www.rp-online.de 4,83 16,82% 18 
RTL News www.rtlnews.de 4,95 31,88% 102 
RTL.de www.rtl.de 4,71 38,16% 137 
RTL2 Online www.rtl2.de 4,55 19,64% 22 
RZ-Online rhein-zeitung.de 4,36 11,00% 11 
Sat1 Online www.sat1.de 4,69 40,10% 162 
Schwab Versand www.schwabversand.de 4,14 14,58% 28 
Shell www.shell.com 3,79 14,89% 28 
Shell Routenplaner shell.route66.nl/shell/route.html 4,75 25,10% 64 
Shop.de www.shop.de/schnaeppchen 4,63 24,11% 54 
Shopping 24 www.shopping24.de 4,90 36,34% 121 
Sierra www.sierra.de 4,40 18,92% 35 
Singleworld www.singleworld.de 3,26 21,43% 27 
Slick Times www.slick.com 3,95 11,05% 21 
Smithsonian Without Walls www.si.edu/organiza/museums/ripley/eap/rt/load-

index.html 
4,20 11,24% 30 

Sol www.FREEPORT.de/Sol/Welcome.d.html 4,17 10,17% 18 
Sony Music Germany www.sonymusic.de/jukebox 4,50 19,54% 34 
Spacecards www.spacecards.com/de 4,38 7,34% 8 
Spencer Tunick: Naked Pave-
ment 

www.thebluedot.com/tunick 3,77 12,15% 22 

Spider - Webauskunft für 
Deutschland 

www.spider.de 4,79 24,89% 58 

Sport 1 www.sport1.de 4,03 19,05% 32 
Sport im deutschen Internet www.sport.de 4,26 13,72% 38 
Sportclub für Fußball-
Statistiken 

www.informatik.uni-
oldenburg.de/~bernd/fussball.htm 

3,50 9,95% 22 

Stadtplandienst.de www.stadtplandienst.de 4,71 23,39% 51 
Star Wars www.starwars.com 4,92 24,16% 36 
Stars Nackt www.dreamlands.net/freepage/celeb/home.htm 3,04 22,90% 79 
Start.de www.start.de 4,57 15,00% 30 
Stenkelfeld www.ndr2.de/stenkelfeld 4,49 14,00% 35 
Stern Online www.stern.de 5,19 54,97% 597 
Stock-World www.stock-world.de 4,71 22,97% 17 
Streamline www.streamline.com 4,19 14,67% 27 
Studien- und Berufswahl www.studienwahl.de 4,41 13,33% 22 
Supermodels Online www.supermodels-online.com 4,53 34,82% 109 
Supportnet www.supportnet.de 4,61 15,19% 41 
SW-Online www.swol.de 4,45 13,89% 20 
SZonNet - Süddeutsche Zei-
tung Online 

www.sueddeutsche.de 5,21 36,31% 179 

Tagesschau www.tagesschau.de 5,40 41,69% 346 
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Tarantino - A God Among Di-
rectors 

www.godamongdirectors.com/tarantino/index.sht
ml 

3,07 7,29% 14 

taz - die tageszeitung www.taz.de 4,38 22,17% 45 
TeleInfo - Telefonauskunft www.teleinfo.de 4,48 32,84% 88 
Telekom-Auskunft www.teleauskunft.de 4,63 34,35% 101 
telratif www.teltarif.de 5,12 33,09% 181 
Tengelmann www.tengelmann.de/deutsch/start.htm 4,47 19,43% 34 
Tetsche Online www.tetsche.de 4,79 25,11% 56 
The Babe-Test babes.sci.kun.nl 3,12 25,66% 58 
The Bargain-Finder www.bargfind.com 3,55 9,73% 22 
The Black Hat Lama of Tibet www.karmapa.com 4,10 9,25% 21 
The British Monarchy www.royal.gov.uk 3,35 9,96% 23 
The Hollywood-Reporter www.hollywoodreporter.com 4,20 11,24% 20 
The Internet Tour-Bus www.tourbus.com 4,00 7,44% 9 
The Official Mr Bean Website www.mrbean.co.uk 4,52 20,43% 48 
The Official NBA Site www.nba.com 4,30 8,97% 20 
The Ultimate Mac www.ultimatemac.com 3,00 7,69% 13 
The WELL www.well.com 3,89 8,84% 19 
The X-Files www.thex-files.com 4,58 13,40% 26 
TheTrip Flight-Tracking www.thetrip.com/usertools/flighttracking 4,14 7,91% 14 
Think Online www.think-online.de 4,62 19,50% 39 
Ticket World www.ticketworld.de 4,60 21,24% 48 
Ticketpool www.ticketpool.de 4,28 15,68% 29 
Tinas WebCam www.tinacam.de 4,04 32,75% 75 
Tombraider www.tombraider.com 4,39 28,09% 84 
Tomorrow www.tomorrow.de 5,13 43,29% 184 
Top 51 www.top51.de 5,06 26,04% 69 
Top.de: Best of Internet www.top.de 5,03 32,35% 77 
Topmail www.topmail.de 4,61 23,40% 62 
Travel Channel www.travelchannel.de 4,98 23,53% 40 
Travel Now www.travelnow.com 4,84 15,50% 31 
Travel Overland www.traveloverland.de 4,97 27,97% 106 
Travlang.com www.travlang.com 4,53 10,92% 19 
Traxxx focus.de/traxxx 5,01 33,44% 106 
TuCows tucows.uni-erlangen.de 5,37 34,76% 211 
TV Movie www.tvmovie.de 4,90 34,22% 116 
TV Spielfilm www.tvspielfilm.de 5,08 41,24% 193 
TV Today Network www.tvtoday.de 4,95 29,27% 96 
Unicum Online www.unicum.de 4,57 21,90% 23 
Universal Studios www.universalstudios.com 4,44 15,53% 25 
USM Bundesliga Navigator www.usm.de/liga/index.htm 3,39 10,09% 23 
Uwe Freunds Online-
Reiseführer 

www.uwefreund.com 3,52 10,55% 21 

VDI-Nachrichten www.vdi-nachrichten.de 4,81 16,67% 16 
Veggie Head www.macromedia.com/software/dreamweaver/ 

productinfo/newfeatures/draglayerdemo 
4,39 14,58% 28 

Viag Interkom www.viaginterkom.de 4,41 27,87% 34 
Videoexpress www.videoexpress.de 4,39 10,29% 18 
Virtual Vineyards www.virtualvin.com 4,15 16,53% 39 
vwd Internet Services www.vwd.de 4,87 14,15% 15 
Wallstreet Inside www.wallstreetinside.de 5,05 18,97% 22 
Weather www.weather.com 4,59 14,87% 29 
Web Scrabble www.ruhr.de/home/wanne/games/scrabble.htm 4,04 13,56% 24 
Web.de web.de 5,11 42,05% 230 
Webauto www.webauto.de 4,76 16,26% 33 
WebcamPOOL www.webcampool.de 4,77 22,45% 22 
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WeinGuide Deutschland www.weinguide.de 4,61 18,65% 36 
Wekanet www.wekanet.de 4,40 10,31% 10 
Wer liefert was? www.wlwonline.de 4,58 20,80% 26 
Wer weiß was? www.wer-weiss-was.de 4,60 10,64% 5 
West www.west.de 4,33 20,45% 27 
Wetter Online www.wetteronline.de 4,99 28,76% 67 
whatis.com www.whatis.com/nfindex.htm 4,60 10,79% 15 
Wheel-Machine www.wheel-machine.de 4,00 9,68% 9 
Wild Things www.sonypictures.com/movies/wildthings 4,18 12,64% 22 
Wines on the Internet www.wines.com 4,36 11,96% 22 
Winfaq www.winfaq.de 4,64 18,97% 11 
Winfiles www.winfiles.com 5,06 27,11% 77 
Winload.de - Das Download-
Archiv 

www.dfl.de 5,52 43,26% 340 

Winzip www.winzip.com 5,32 46,09% 342 
Wirtschaft-Online www.wirtschaft-online.de 4,67 22,64% 48 
Wirtschaftswoche Internet www.wirtschaftswoche.de 5,21 35,69% 116 
Witch www.witch.de 4,85 19,23% 20 
Witz des Tages witz-des-tages.de 4,18 24,66% 55 
World Pages www.worldpages.com 4,61 11,33% 23 
www.flateric.de www.flateric.de 4,56 21,95% 18 
Yahoo www.yahoo.de 5,34 91,14% 1574 
Yahoo-Mail mail.yahoo.de 5,10 33,87% 105 
Zapped! Die Michael Mitter-
meier Website 

www.mittermeier.de 4,53 23,14% 53 

ZDF.online www.zdf.de 5,04 45,22% 322 
ZDNet www.zdnet.de 5,49 42,28% 378 
Zigarrenwelt www.zigarrenwelt.de 4,58 15,76% 26 
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Anschreiben für den Reliabilitätstest 

 
Jetzt doppelte Gewinnchancen bei Linxx! 
 
Lieber Linxx-Benutzer 
 
Sie hatten sich bei Linxx zuletzt am <Datum> unter dem Benutzernamen <Benutzername> 
eingeloggt. Wie Sie wissen, ist Linxx ein Forschungsprojekt an der Uni Kiel. Um unser 
Forschungsprojekt zu vervollständigen, möchten wir noch einen kleinen Test durchführen. 
Dazu benötigen wir Ihre Mithilfe. Der Test dauert ca. eine Minute. 
 
Wichtig: Durch die Teilnahme an diesem Test verdoppeln Sie Ihre Gewinnchancen bei 
Linxx. Die nächste Gewinnverlosung findet voraussichtlich Anfang August 1999 statt. Also 
machen Sie mit, es lohnt sich. Bitte klicken Sie auf diesen Link, der Sie direkt zu Ihrem per-
sönlichen Test führt: 
 
http://www.linxx.de/reliability.asp?UID=<BenutzerID>&CODE=<EntryCode> 
 
Hinweis: Falls Ihr Email-Programm keine Hyperlinks unterstützt, geben Sie bitte exakt die 
oben angegebene Web-Adresse in Ihren Browser ein. 
 
Wie gefällt Ihnen eigentlich Linxx? Schreiben Sie uns doch mal! 
 
Vielen Dank für Ihre Mithilfe. 
 
 
Mit freundlichen Grüßen 
 
Matthias Runte 
Diplom-Wirtschaftsingenieur 
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Simulationsergebnisse 

Datensatz Variante alpha MAEm MAEf MAI MSEm MSEf MSI n 
D-BASIS 60,34% 1,26 1,22 2,55% 2,41 2,32 3,97% 10671 
Q-BASIS 48,13% 1,23 1,26 -2,35% 2,29 2,44 -6,56% 11076 
D-NEAR1 42,75% 1,21 1,48 -22,07% 2,23 3,85 -72,19% 11574 
Q-NEAR1 39,21% 1,21 1,60 -31,91% 2,24 4,34 -93,44% 10942 
D-NEAR5 50,05% 1,27 1,27 -0,10% 2,45 2,54 -3,95% 11284 
Q-NEAR5 41,96% 1,22 1,40 -14,78% 2,31 3,13 -35,59% 11679 
D-NEAR25 56,13% 1,20 1,15 4,28% 2,21 2,07 6,21% 10928 
Q-NEAR25 46,36% 1,22 1,27 -3,92% 2,26 2,50 -10,49% 10407 
D-MO2 59,30% 1,25 1,23 1,91% 2,38 2,31 3,02% 11526 
Q-MO2 48,03% 1,25 1,28 -2,14% 2,39 2,53 -5,48% 11363 
D-MO5 59,94% 1,21 1,18 2,43% 2,22 2,14 3,78% 10979 
Q-MO5 48,61% 1,21 1,24 -2,08% 2,22 2,35 -5,97% 11226 
CITY 59,44% 1,26 1,23 2,77% 2,42 2,32 4,42% 11500 
MIQ3 59,10% 1,25 1,22 2,30% 2,39 2,30 3,76% 11608 
CHEBY 56,82% 1,23 1,20 1,95% 2,30 2,23 2,95% 10597 
PATTERN 57,44% 1,28 1,25 2,62% 2,53 2,42 3,99% 11154 
D-IMPU1 57,05% 1,28 1,26 1,92% 2,48 2,41 2,97% 11823 
Q-IMPU1 41,22% 1,19 1,27 -6,20% 2,16 2,47 -14,54% 10165 
D-IMPU2 53,93% 1,23 1,22 1,27% 2,34 2,30 1,49% 11794 
Q-IMPU2 53,50% 1,23 1,21 1,41% 2,25 2,21 1,71% 10500 
OVERLAP 57,79% 1,19 1,16 2,40% 2,16 2,09 3,69% 10722 
UNKNOWN 59,08% 1,24 1,20 3,25% 2,35 2,22 5,38% 11370 
INVPOP 59,01% 1,20 1,17 2,68% 2,18 2,09 4,25% 11118 
D-DEMO 57,99% 1,22 1,20 1,64% 2,30 2,23 2,75% 12712 
Q-DEMO 52,18% 1,24 1,23 0,56% 2,31 2,29 0,79% 11308 
CENTER 51,79% 1,25 1,24 0,83% 2,37 2,33 1,53% 11593 
NORM 52,82% 1,21 1,20 1,06% 2,23 2,19 1,65% 11018 
D-RELIA 54,28% 1,26 1,24 1,01% 2,49 2,46 1,23% 3928 

Linxx 

Q-RELIA 43,51% 1,23 1,35 -9,48% 2,36 2,95 -24,77% 3785 
D-BASIS 62,56% 0,90 0,82 7,86% 1,30 1,14 12,57% 9311 
Q-BASIS 55,35% 0,92 0,89 3,16% 1,37 1,29 5,51% 9803 
D-NEAR1 46,78% 0,94 1,09 -16,28% 1,41 2,18 -54,93% 9313 
Q-NEAR1 42,00% 0,91 1,20 -31,07% 1,33 2,56 -93,09% 10246 
D-NEAR5 52,47% 0,94 0,91 4,14% 1,46 1,37 5,94% 10319 
Q-NEAR5 46,72% 0,92 0,99 -7,23% 1,35 1,61 -19,46% 10287 
D-NEAR25 61,09% 0,97 0,88 8,94% 1,51 1,30 13,61% 11191 
Q-NEAR25 52,39% 0,89 0,88 1,86% 1,28 1,25 2,38% 10449 
D-MO2 64,14% 0,92 0,85 8,34% 1,36 1,18 13,54% 11338 
Q-MO2 55,50% 0,91 0,88 3,23% 1,30 1,24 4,80% 11175 
D-MO5 63,47% 0,94 0,87 7,34% 1,41 1,24 11,68% 10302 

Eachmovie 

Q-MO5 54,83% 0,94 0,91 3,18% 1,44 1,35 5,92% 9746 
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CITY 63,94% 0,95 0,86 8,88% 1,43 1,24 13,51% 10026 
MIQ3 64,22% 0,94 0,87 8,25% 1,43 1,23 14,37% 9220 
CHEBY 62,13% 0,95 0,90 6,01% 1,49 1,33 10,25% 10145 
PATTERN 62,98% 0,98 0,90 7,65% 1,55 1,36 12,02% 10558 
D-IMPU1 59,57% 0,92 0,88 3,95% 1,34 1,26 5,90% 9973 
Q-IMPU1 44,79% 0,97 1,00 -3,24% 1,52 1,64 -7,90% 10670 
D-IMPU2 60,46% 0,99 0,94 4,49% 1,59 1,48 6,70% 9438 
Q-IMPU2 60,43% 0,98 0,94 4,00% 1,57 1,49 5,19% 11683 
OVERLAP 60,26% 0,90 0,85 5,55% 1,29 1,18 8,67% 9955 
CENTER 56,11% 0,95 0,92 2,94% 1,46 1,41 3,43% 10994 

 

NORM 54,83% 0,94 0,91 2,31% 1,41 1,36 3,62% 10085 
D-BASIS 62,29% 4,17 3,66 12,20% 25,32 20,10 20,59% 14279 
Q-BASIS 56,24% 4,01 3,81 5,12% 23,49 21,79 7,25% 14454 
D-NEAR1 46,11% 4,05 4,44 -9,70% 24,21 33,42 -38,02% 14041 
Q-NEAR1 40,03% 4,01 5,09 -26,69% 23,82 41,17 -72,80% 14125 
D-NEAR5 55,34% 4,07 3,70 9,15% 24,14 21,71 10,05% 13801 
Q-NEAR5 48,39% 4,12 4,26 -3,48% 24,84 28,57 -15,04% 13831 
D-NEAR25 59,74% 4,20 3,71 11,69% 25,41 20,82 18,06% 14124 
Q-NEAR25 53,50% 4,13 3,97 3,88% 24,76 23,81 3,82% 13700 
D-MO2 61,29% 4,08 3,63 11,06% 24,19 19,72 18,47% 14204 
Q-MO2 55,70% 4,00 3,81 4,68% 23,52 21,90 6,90% 14193 
D-MO5 61,25% 4,08 3,62 11,20% 24,32 19,73 18,89% 14277 
Q-MO5 56,13% 4,16 3,95 5,02% 25,31 23,34 7,81% 14191 
CITY 62,31% 4,11 3,58 12,76% 24,51 19,59 20,09% 14048 
MIQ3 61,78% 4,06 3,62 10,75% 24,19 19,87 17,87% 14159 
CHEBY 60,67% 4,09 3,72 9,09% 24,49 20,60 15,90% 14207 
PATTERN 65,30% 4,13 3,52 14,69% 24,89 19,06 23,43% 14016 
D-IMPU1 60,92% 4,07 3,63 10,87% 24,19 19,80 18,15% 13897 
Q-IMPU1 45,24% 4,09 4,32 -5,68% 24,38 28,11 -15,33% 14170 
D-IMPU2 61,77% 4,10 3,66 10,93% 24,35 19,98 17,95% 13836 
Q-IMPU2 49,09% 4,20 4,25 -1,39% 25,60 27,18 -6,15% 14119 
OVERLAP 61,51% 4,09 3,63 11,28% 24,35 19,79 18,72% 14148 
CENTER 62,64% 4,15 3,62 12,60% 24,87 19,62 21,10% 14035 

Jester 

NORM 61,91% 4,12 3,63 12,03% 24,70 19,70 20,23% 14192 

Abb. 111: Simulations-Gesamtergebnisse 
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